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Resumen

El presente trabajo está basado en la utilización de técnicas del campo de
la Inteligencia Artificial y más concretamente del Aprendizaje Automático,
para la resolución de problemas complejos a los cuales se están enfrentando
en la actualidad compañías de cualquier sector y muchos centros de inves-
tigación. Los problemas referidos se pueden definir por las siguientes carac-
terísticas: disponibilidad de históricos, modelado complejo por la existencia
de relaciones no lineales entre las variables, dinamismo, objetivos frecuen-
temente multivariables y desconocimiento de las leyes fundamentales que
gobiernan el sistema modelado o al que se refiere la información guardada.

En esta tesis, se definirá un procedimiento, denominado AIPAKA (Ar-

tificial Intelligence in a Process for Automated Knowledge Acquisition and

Applications), que permitirá utilizar las mismas técnicas de Aprendizaje Au-
tomático a diferentes problemas. Usando para ello los siguientes elementos:
clasificación de los problemas tratados, un conjunto de técnicas base para la
construcción de la solución y un procedimiento para la creación y validación
de los sistemas creados.

El objetivo fundamental es proveer de una herramienta adecuada para la
solución de problemas complejos, basada en modelos predictivos, los cuales
son obtenidos por inferencia automática de conocimiento a partir de histó-
ricos y de los datos producidos en tiempo real, mediante el uso de técnicas
de Inteligencia Artificial.

El área de conocimiento donde se encuadra el presente trabajo puede ser
lo que tradicionalmente se ha llamado la minería de datos o lo que es lo mis-
mo: responder a las cuestiones de cómo descubrir y utilizar el conocimiento
implícito en grandes colecciones de datos.

En los últimos tiempos se ha acuñado un nuevo término: macrodatos o
inteligencia de los datos (del término en inglés Big Data). AIPAKA y las
técnicas usadas pretenden ser una potente herramienta para la extracción y
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uso del conocimiento a partir de los macrodatos. En estas ingentes cantidades
de información es donde tiene todo el sentido la implementación de técnicas
avanzadas de modelado predictivo, segmentación y análisis de patrones de
comportamiento.
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Capítulo 1

Introducción

El reto principal del presente trabajo de investigación se puede plasmar
en la siguiente cuestión: ¿cómo resolver problemas complejos de sectores y
compañías reales a partir del Aprendizaje Automático utilizando repositorios
de históricos y datos que se están produciendo en tiempo real?

La herramienta propuesta, AIPAKA, se basa en la definición de un pro-
cedimiento o marco de trabajo para, a partir de un problema, sus objetivos y
los datos reales involucrados; definir una serie de pasos con el fin de construir
los sistemas basados en modelos obtenidos por Aprendizaje Automático a
partir de los datos, que solucionan el problema y optimizan los objetivos
marcados. Se usará un conjunto de técnicas basadas en la Inteligencia Ar-
tificial para la automatización de la extracción del conocimiento implícito
en los datos, creación de modelos predictivos y el auto-ajuste de los mismos
con los nuevos datos conocidos.

La necesidad del presente trabajo viene apoyada fundamentalmente por
los siguientes puntos:

Necesidad de las compañías y centros de investigación de un mejor
aprovechamiento de la información contenida en sus bases de datos
y en otros repositorios de información públicos o privados. En 2012
se alcanzó la cantidad de 2,5 zettabytes [Yiu12], para hacerse una
idea gráfica de qué significa esta cantidad, se puede poner el siguiente
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ejemplo: si se almacena esta información en DVD’s y se apilaran, la
“pila” de DVDs sería una vez y media, la distancia de la Tierra a la
Luna.

Se estima que sólo el 0.5 % de esta información se está usando real-
mente [GR12], preveyéndose que el universo digital alcance un mínimo
de 40 zettabytes en 2020, lo que equivaldría a multiplicar por 50 la in-
formación existente a principios del 2010. El potencial económico y
de servicios es enorme para las instituciones públicas y privadas. Por
ejemplo: para el gobierno británico se estima que una mejor explota-
ción de los datos disponibles, ahorrarían entre 16.000 y 31.000 millones
de libras [Yiu12]. O generar un valor de 300.000 millones de dólares en
el servicio de salud de Estados Unidos, o aumentar un 60 % el margen
de las operaciones de los “retailers”.

En los últimos tiempos, se ha acuñado un nuevo término: conjunto
de datos demasiado grandes o macrodatos (del término en inglés Big
Data). La popularización del término viene indudablemente, ligada
al documento publicado por el McKinsey Global Insitute (MGI) en
Junio de 2011 [MCB+11], donde se define como “conjuntos de datos
cuyo tamaño va más allá de la capacidad de captura, almacenamiento,
gestión y análisis de las herramientas de base de datos”.

Complejidad crecientes de los sistemas actuales, incrementándose las
aplicaciones máquina a máquina (machine two machine - M2M), au-
tomatización y necesidad de una mayor velocidad de reacción y fle-
xibilidad ante ciertos eventos. En el mundo actual, no cabe la menor
duda, de que cada vez se está más interconectados a nivel empresarial
y personal. Es mucho más difícil aislar y medir la influencia de cada
una de las variables que son susceptibles de ser recogidas y guardadas.
A la vez, aumenta la petición por parte de los clientes o usuarios de
servicios públicos, para que se les ofrezcan soluciones personalizadas y
en el momento que las necesiten. Por tanto, parece claro que no queda
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más remedio que utilizar un análisis multivariable capaz de definir la
importancia de cada una de las variables para un cliente concreto.

Rapidez en la aparición de nuevas tecnologías, que generan a su vez,
gran cantidad de información utilizable: tarjetas de crédito, nuevos
servicios de telefonía, web, redes sociales, etc ... A los sistemas infor-
máticos actuales, se les exige con mucha frecuencia que sean robustos,
flexibles o fácilmente adaptables y escalables. La razón no es más que
buscar una rápida adaptación a problemas, restricciones y objetivos
en continuo cambio.

Necesidad de anticipación a la evolución futura de índices o compor-
tamientos. No sólo se le exigen a los sistemas informáticos que sean
flexibles, sino que también sigan automáticamente las evoluciones y
cambios producidos en el índice o comportamiento de interés. En esta
tesis, tendrá una especial relevancia, el descubrir patrones de compor-
tamiento que identifiquen individuos o situaciones importantes para
el negocio, y que serán utilizados para predecir la evolución de los
clientes o usuarios de un determinado servicio o producto. Permitien-
do personalizar los bienes ofrecidos por la empresa, y adelantarse a los
requerimientos o necesidades de los clientes.

Ausencia de procedimientos sencillos e “industrializados” para la apli-
cación de las técnicas de Aprendizaje Automático a los grandes conjun-
tos de datos disponibles. Que, además, permitan desplegar los modelos
hallados en los sistemas actuales de las empresas, y evolucionarlos a
lo largo del tiempo.

El procedimiento y técnicas desarrolladas en esta tesis, tiene muy en
cuenta los puntos anteriores, no hay que olvidar la “vocación” práctica de
este trabajo. Se quiere proveer de una herramienta de trabajo capaz de
crecer con la empresa, enfrentarse a problemas complejos, cambiantes, de
los que existen abundantes datos pero que las relaciones entre las diferentes
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variables no son triviales, así como no es trivial prever la evolución futura
de los índices de interés para el negocio.

Las técnicas que van a servir de base a este desarrollo son: las Redes
de Neuronas Artificiales, el Razonamiento Basado en Casos (implementado
mediante las Historias Vecinas Análogas), la segmentación automática y la
visualización de los patrones de comportamiento y los segmentos que forman.
En el siguiente apartado, se hará un estudio en profundidad del estado del
arte con respecto a estas técnicas.



Capítulo 2

Estado del Arte

En este capítulo, se hará una breve introducción, a lo que se entiende
por Aprendizaje Automático dentro del área de la IA, se definirán las técni-
cas y algoritmos más relevantes que han sido usados para el desarrollo del
procedimiento descrito en esta tesis y aplicados a los casos prácticos que se
presentarán en el capítulo 4.

2.1. Introducción a la Inteligencia Artificial y a la

Minería de Datos

Nuestro cerebro está continuamente infiriendo nuevo conocimiento de
cantidades ingentes de información que recibimos sin interrupción, quizás
no se puedan recordar exactamente los datos recibidos, pero sí, a partir de
esos datos, tomar decisiones acertadas en nuevos contextos. Es más, si se
estudia, la velocidad de procesamiento de la neurona, y su capacidad de
“almacenamiento”, éstas son muy inferiores a las capacidades de cualquier
ordenador personal de los que se suelen usar en la actualidad. Aún así, la
unión de muchas neuronas, es decir, de muchas pequeñas unidades de pro-
cesamiento, permiten capacidades de aprendizaje e inferencia infinitamente
mayores que las mejores bases de datos, programas y procedimientos de vi-
sualización de la información existentes (que no suelen tener ninguna, y sólo
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hacen lo que se le ha programado que haga: almacenar información, gestio-
narla y representarla).
La Inteligencia Artificial, y más concretamente el Aprendizaje Automático,
han desarrollado algoritmos de aprendizaje basados en los sistemas nerviosos
naturales que permiten “emular” el comportamiento biológico de los proce-
sos de reconocimiento, aprendizaje y generalización. Con lo cual, se puede
explotar la información contenida en las bases de datos y obtener, de ma-
nera automática, conocimiento útil para la toma de decisiones. Se podría
resumir, que a partir de históricos los sistemas de Aprendizaje Automático
son capaces de descubrir relaciones entre las variables, generalizando este
conocimiento y respondiendo de manera adecuada a nuevos casos, presenta-
dos en nuevos contextos y “no vistos” con anterioridad.
Existen algunos desarrollos, que de una manera muy gráfica pueden dar idea
de la potencia de algunas implementaciones basadas en el Aprendizaje Auto-
mático: por ejemplo, el juego de la web: http://www.20q.net/. Juego que a
partir del aprendizaje obtenido de millones de jugadores, y de las preguntas
que se les hacen a un nuevo jugador sobre un animal, vegetal o cosa en el
que está pensando, “adivina” qué es eso en lo que el jugador está pensando.
Al final, al ser capaz de procesar toda la información que los jugadores apor-
tan, no es tan difícil adivinar en qué se piensa, no se es tan original, como
para pensar en algo en que nadie antes ha pensado o para responder a las
preguntas de una forma totalmente nueva, alejada de todas las respuestas
dadas por otras personas.

2.1.1. Concepto y breve historia de la Inteligencia Artificial

La Inteligencia Artificial es uno de los campos más nuevos en las ciencias
e ingenierías, su estudio empezó después de la Segunda Guerra Mundial
acuñándose el término en 1956. La definición de la Inteligencia Artificial no
es del todo fácil, se puede tener una idea bastante aproximada de lo que se
trata, pero su definición formal ya es más complicada. Siguiendo la división
dada por Russell y Norvig [RN10] se pueden encuadrar las definiciones dadas,
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en las siguientes categorías: pensamiento humano y racional, y actuación
humana y racional. Esta clasificación es ciertamente artificial pero ayuda a
estructurar las diferentes definiciones que se han dado sobre la Inteligencia
Artificial, a continuación se presentan algunas de ellas:

1. Pensando humanamente:

“El esfuerzo por hacer que los ordenadores piensen... máquinas
con mente, en el sentido completo y literal” [Hau85].

“La automatización de las actividades que se asocian con el pensa-
miento humano, actividades como la toma de decisiones, solución
de problemas, aprendizaje, ... ” [Bel78].

2. Pensando racionalmente:

“El estudio de las facultades mentales a través del uso de modelos
mentales” [CM85].

“El estudio de la computación que hace posible percibir, razonar
y actuar” [Win92].

3. Actuando humanamente:

“El arte de crear máquinas que lleven a cabo funciones las cuales
requieren inteligencia cuando son llevadas a cabo por personas”
[Kur92].

“El estudio de cómo hacer que los ordenadores hagan las cosas
en las que, actualmente, las personas son mejores” [RK91].

4. Actuando racionalmente:

“Inteligencia computacional es el estudio del diseño de agentes
inteligentes” [PMG98].

“IA ... trata sobre el comportamiento inteligente de artefactos”
[Nil98].
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Para tener una perspectiva general de la Inteligencia Artificial, es nece-
sario presentar una cronología histórica. Esta visión en el tiempo, también
es necesaria para valorar en su justa medida ciertos avances o técnicas, que
en un momento dado pueden estar más o menos de “moda”. En este campo,
no sería la primera vez que, a grandes expectativas le han seguido periodos
de gran frustración. Usando la división histórica dada por Rusell y Norving,
la cual se actualizará para presentar la historia más reciente de los últimos
años, se pueden distinguir las siguientes etapas históricas:

1. La gestación de la Inteligencia Artificial (1943 - 1955)
El primer trabajo que es reconocido generalmente como perteneciente
a la Inteligencia Artificial fue realizado por Warren McCulloch y Wal-
ter Pitts [MP43]. Ellos propusieron un modelo de neurona artificial,
en el cual, cada neurona se caracterizaba por un estado de “on”-“off”;
el cambio a “on” ocurría en respuesta a la estimulación hecha por un
número suficiente de neuronas vecinas. Ellos mostraron que cualquier
función computable puede ser programada por una red de neuronas
conectadas y que todos las conexiones lógicas (and, or, not, ...) pue-
den ser implementadas por estructuras de red simples. McCulloch y
Pitts también sugirieron que las Redes de Neuronas Artificiales po-
drían aprender.
Donald Hebb [Heb49] desarrolló una regla simple para modificar el
peso de las conexiones entre las neuronas. Su regla (Hebbian Learnig)
sigue siendo un modelo útil a día de hoy. En 1950, Marvin Minsky y
Dean Edmons construyeron el primer ordenador neuronal: el SNARC,
que simulaba una red de 40 neuronas. Minsky siguió estudiando la
computación universal usando redes de neuronas, siendo bastante ex-
céptico en cuando a las posibilidades reales de las Redes de Neuronas
Artificiales [MP69]. Fue el autor de influyentes teoremas que demos-
traban las limitaciones de las Redes de Neuronas Artificiales.
No se puede terminar este breve repaso a los principios de la Inte-
ligencia Artificial sin nombrar el influyente trabajo de Alan Turing
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“Computing Machinery and Intelligence” [Tur50] donde introdujo el
famoso test de Turing además de los conceptos de Aprendizaje Auto-
mático (machine learning), algoritmos genéticos (genetic algorithms)
y aprendizaje reforzado (reinforcement learning).

2. El nacimiento de la Inteligencia Artificial (1956)
El “nacimiento oficial” de la Inteligencia Artificial se puede situar en el
verano de 1956 en el Dartmouth College de Stanford. El padre fue John
McCarthy que convenció a Minsky, Claude Shannon, y Nathaniel Ro-
chester para reunir a los investigadores más eminentes en los campos
de la teoría de autómatas, redes neuronales y del estudio de la inteli-
gencia, con el fin de organizar unas jornadas de trabajo durante los dos
meses del verano de 1956. Las jornadas de Dartmouth [MMRS55] no
introdujeron ninguna línea rompedora, pero el nuevo campo de la Inte-
ligencia Artificial estuvo dominado por los participantes y sus alumnos
durante las siguientes dos décadas. En Dartmouth, se definió por qué
es necesaria una nueva disciplina en vez de agrupar los estudios en IA
dentro de alguna de las ya existentes: teoría del control, de la toma de
decisiones, operaciones, matemáticas ... La primera razón es porque la
IA trata de duplicar facultades humanas como la creatividad, el auto-
aprendizaje o el uso del lenguaje. Otra razón, es porque la metodología
usada parte de la ciencia de la computación y la Inteligencia Artificial
es la única especialidad que trata de hacer máquinas las cuales puedan
funcionar autónomamente en entornos complejos y dinámicos.

3. Grandes expectativas (1952 - 1969)
Estos años fueron de un gran entusiasmo, apareciendo trabajos bas-
tante prometedores: IBM realizó algunos de los programas basados en
Inteligencia Artificial, se creó un sistema capaz de probar teoremas
geométricos que hasta para los propios estudiantes de matemáticas
suponían alguna dificultad. Arthur Samuel en 1952 creó programas
para jugar a las damas, capaces de aprender a jugar, acabando por
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jugar mejor que su creador (este programa fue mostrado en televisión
en 1956). En 1958 McCarthy creó el lenguaje Lisp que se convirtió en
el lenguaje dominante para la IA en los siguientes 30 años. Las redes
de neuronas introducidas por McCulloch and Pitts también sufrieron
importantes desarrollos, apareció la red Adeline, basada en la regla
de aprendizaje de Hebb. Se desarrolló el teorema de convergencia del
Perceptrón que aseguraba que el algoritmo de aprendizaje puede ajus-
tar los pesos de las conexiones de un perceptron de manera que ajuste
cualquier función definida por las variables de entrada.

4. Una dosis de realidad (1966 - 1973)
Muchos investigadores en el nuevo campo de la IA, hicieron predic-
ciones realmente aventuradas, que en absoluto llegaron a cumplirse.
Incluso llegaron a predecir que las máquinas podrían pensar, aprender
y crear; teniendo un rápido desarrollo y llegando a superar en poco
tiempo a la propia mente humana (Herbert Simon en 1957). Eviden-
temente, se ha demostrado que es falso, además hubo sonoros fracasos
como intentos de crear traductores automáticos del ruso al inglés en
los años 60, fracasos que provocaron la retirada de fondos en 1966
del gobierno americano a las investigaciones sobre la creación de tra-
ductores. Las explosiones combinatorias de muchos de los problemas
abordados por la IA demostraron que eran computacionalmente irreso-
lubles. Los algoritmos evolutivos o algoritmos genéticos, eran compu-
tacionalmente muy costosos y en muchos casos no llegaban a ninguna
conclusión. Otra dificultad estribaba en limitaciones fundamentales de
las estructuras básicas usadas para generar comportamiento inteligen-
te. Por ejemplo, en 1969 Minsky y Papert [MP69] probaron que aunque
el perceptrón puede aprender cualquier cosa que pueda representar, la
realidad es que puede representar muy pocas cosas.

5. Sistemas basados en el conocimiento (1969 - 1979)
En 1969 nacen los sistemas expertos con los cuales se cambiaba el en-
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foque de la Inteligencia Artificial hasta el momento, que estaba basado
en encontrar una solución al problema completo a partir de un proce-
so de “razonamiento” desde principios simples. Los sistemas expertos
se basan en reglas o principios más complejos, de un campo de cono-
cimiento mucho más específico, y que en muchos casos prácticamente
significa que casi se conoce la respuesta al problema planteado. Uno de
los primeros sistemas expertos, fue el programa DENDRAL (Dendritic

Algorithm) desarrollado en Stanford [LBFL93] que resolvía el proble-
ma de determinar la estructura molecular a partir de la información
proveniente de un espectrómetro de masas.

6. La Inteligencia Artificial comienza a ser una industria (1980
- presente)
Al principio de los año 80 la IA comenzó a ser una industria, funda-
mentalmente en Estados Unidos aparecieron compañías con grupos de
trabajo dedicados a desarrollos basados en sistemas expertos, robótica
y visión artificial; además de la fabricación del hardware y software
necesario. Por ejemplo, el primer sistema experto comercial llamado
R1, empezó a funcionar en DEC (Digital Equipment Corporation) en
1982 [McD82], el programa ayudaba en la configuración de las órdenes
de nuevos sistemas de computación. En 1986, la compañía estimaba
que el sistema había ahorrado 40$ millones en un año. Para 1988 DEC
había desarrollado 40 sistemas expertos, DuPont tenía 100 en uso y
500 en desarrollo, ahorrando unos 10$ millones por año.

7. El retorno de las Redes de Neuronas Artificiales (1986 - pre-
sente)
A mitad de la decada de los 80, desde varios grupos de investigación,
se avanzó en el algoritmo de aprendizaje de “back-propagation” para
las redes neuronales, en concreto, para el Perceptrón Multicapa, desa-
rrollado originalmente en 1969 [BH69]. Este algoritmo fue aplicado en
muchos problemas de aprendizaje y la difusión de los resultados en los
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artículos de precesamiento paralelo y distribuido (Parallel Distributed
Processing) [RM86] causaron una gran expectación.
En la actualidad, se está avanzando en el uso de herramientas que
implementan las redes neuronales, incluso utilizando desarrollos en la
nube (del inglés “cloud computing”) [SM13]. Lo que permite usar he-
rramientas de entrenamiento, validación y uso de Redes de Neuronas
Artificiales, así como “compartirlas” entre investigadores o desarrolla-
dores de todo el mundo.

8. La IA adopta el método científico (1987 - presente)
A partir de los últimos años de los 80 y hasta el presente, se ha pro-
ducido una revolución tanto en el contenido como en la metodología
de trabajo de la Inteligencia Artificial. Últimamente, es más común
construir a partir de teorías ya existentes que desarrollar nuevas, do-
tando a estas teorías de rigor matemático y mostrando su eficiencia
en problemas reales más que en simulaciones o ejemplos simples de
laboratorio.
En términos metodológicos, la Inteligencia Artificial ha adoptado fir-
memente el método científico. Para que una hipótesis sea aceptada,
debe estar sujeta a experimentos empíricos rigurosos, y los resulta-
dos deben ser analizados estadísticamente para medir su importancia.
Ahora es posible replicar los experimentos usando repositorios de da-
tos compartidos, así como datos y código de testeo.
Un ejemplo para ilustrar lo anterior sería el reconocimiento del habla.
En la década de los 70, una amplia variedad de arquitecturas y apro-
ximaciones fueron probadas; muchas de ellas fueron hechas “ad-hoc”
y con un planteamiento teórico muy débil. Siendo probadas en sólo
unos pocos experimentos muy limitados. En los últimos años, aproxi-
maciones basadas en los modelos ocultos de Markov (Hidden Markov
Models) ([BP66] y [BE67]) parecen dominar este área. Dos caracterís-
ticas son importantes en los modelos de Markov: están basados en una
teoría matemática rigurosa y son generados a partir de un gran corpus
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de datos reales del habla.
Las redes neuronales artificiales han seguido un proceso similar: en un
principio el enfoque de muchos desarrollos era mostrar cómo las redes
de neuronas diferían de las técnicas “tradicionales”. Con el desarrollo
de la metodología y de unos marcos teóricos robustos, se consigue com-
parar las redes neuronales a las técnicas estadísticas, reconocimiento
de patrones y, en general a las técnicas más relevantes de cada aplica-
ción. A raíz de estos desarrollos, la minería de datos se ha convertido
en una nueva y vigorosa industria.
Por último, es importante resaltar el papel del razonamiento probabi-
lístico [Pea88] en muchos campos de la IA, basado fundamentalmente
en las redes bayesianas [Che85]. Las redes bayesianas fueron inventadas
para permitir una representación eficiente y un razonamiento riguroso
del conocimiento incierto (uncertain knowledge).

9. La aparición de los agentes inteligentes (1995 - presente)
Quizás por el avance de la Inteligencia Artificial en la solución de pro-
blemas muy específicos, se ha vuelto a plantear la cuestión de la solu-
ción de problemas generales o desde un punto de vista holístico. Esto
da lugar a los sistemas de agentes inteligentes, donde agentes autóno-
mos y especializados en ciertas tareas colaboran entre sí, generando un
conocimiento mucho más global. Uno de los ejemplos más conocidos
de arquitectura basadas en agentes es el sistema SOAR (State, Opera-

tor And Result) [LNR87]. Y uno de los entornos más importantes para
los agentes inteligentes es Internet: motores de búsquedas, sistemas de
recomendación o sistemas de agregación de sitios web.
A pesar de todo, algunos autores de los más influyentes en el cam-
po de la IA (John McCarthy, Marvin Minsky, Nils Nilsson y Patrick
Winston) han expresado su descontento con los progresos de la Inte-
ligencia Artificial, ellos piensan que más que seguir mejorando el ren-
dimiento en ciertas áreas o ejemplos concretos; la IA debe retornar al
principio expresado por Simon: “máquinas que piensan, que aprenden
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y que crean”. De esta corriente han surgido nuevas líneas de traba-
jo: Inteligencia Artificial Humana (Human-Level AI: HLAI) [MSS04],
Inteligencia Artificial General (Artificial General Intelligence - AGI)
[GP07], e IA amigable (Friendly AI) [Yud08] y [Omo08].

10. La disponibilidad de conjuntos de datos muy grandes (2001
- presente)
En los 60 años de historia de la computación, el énfasis se ha puesto en
el algoritmo. Pero trabajos recientes muestran como en muchos pro-
blemas tiene mucho más sentido preocuparse por la cantidad de datos
disponibles que por el algoritmo a aplicar [Yar95], [BB01], [HE07].

11. La aparición del concepto de macrodatos (Big Data) (2011 -
presente)
En los últimos 4 años ha surgido con mucha fuerza un nuevo concepto:
macrodatos (del inglés Big Data) [MCB+11]. Detrás de este concepto
se encuentra la enorme velocidad con la que actualmente se producen
y almacenan nuevos datos provenientes de múltiples fuentes, con datos
estructurados y no estructurados [GR12].
Haciendo un poco de historia quizás los primeros que usaron el término
“Big Data” fueron Michael Cox y David Ellsworth [CE97], refiriéndose
al uso de grandes volúmenes de datos científicos usados para la visuali-
zación. Actualmente una de las definiciones más usadas de macrodatos
es la dada por IBM [ZdP+12]: donde se afirma que los macrodatos vie-
nen caracterizados por las tres “V”: Volumen, Variedad y Velocidad.
Veamos cada uno de estos tres conceptos:

Volumen: referido a los grandes volúmenes de datos generados
desde una gran variedad de fuentes: la web, el internet de las co-
sas, etiquetas RFID (Radio Frequency IDentification) que identi-
fican las mercancías a lo largo de la cadena de suministro, redes
sociales, etc.

Variedad: se usan múltiples tipos de datos para analizar una si-
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tuación o evento. La información puede ser tanto estructurada
como no estructurada.

Velocidad: cada vez aparece una mayor cantidad de datos en me-
nos tiempo y a la vez se incrementa la necesidad de tomar deci-
siones basados en esos datos. Por ejemplo, la velocidad de pro-
ducción de datos de las redes sociales es vertiginosa, sólo Twiter
produce más de 250 millones de mensajes al día. Mientras que
los almacenamientos de datos clásicos (del inglés Data Warehou-
ses), son bastante estáticos, están pensados para recopilar una
determinada información a lo largo del tiempo. En los macroda-
tos todo es más dinámico, la información que actualmente se está
recogiendo y analizando puede influir en los siguientes datos que
se van a recoger y analizar.

A estas tres “Vs” clásicas, cada vez toma más fuerza el añadir la cuarta
“V” de “Valor”, hay que justificar el valor de recoger tanta informa-
ción, ser capaces de cuantificar los beneficios para la empresa o para
la investigación. No se puede creer que el recopilar información tiene
un valor “per se”, el esfuerzo de recopilar y almacenar datos debe per-
seguir un objetivo bien definido.
La Inteligencia Artificial bajo situaciones de grandes volúmenes de da-
tos, como ocurre en los macrodatos, permite abordar problemas de
reconocimiento de patrones, aprendizaje y creación de modelos pre-
dictivos. Además, los sistemas basados en IA, posibilitan las tomas
de decisiones muy rápidas que pueden servir de apoyo a otras deci-
siones de más alto nivel. Tampoco hay que olvidar uno de los usos
más extendidos de las técnicas de IA en el contexto de los macrodatos:
“estructurar” información no estructurada.

Hay que señalar, que en el contexto de los macrodatos es muy impor-
tante la paralelización, una de las tecnologías más usadas y novedosas
en los macrodatos es MapReduce [DG04], usada por Google y basada
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en dividir un problema en pequeños trozos, cada uno de ellos ejecutado
en un nodo de un grupo de ordenadores. MapReduce proporciona una
interfaz que permite distribuir y ejecutar en paralelo en un conjunto de
ordenadores. Hadoop (http://hadoop.apache.org) es una versión libre
de MapReduce. Uno de los principales promotores de MapReduce es
Yahoo (http://developer.yahoo.com/hadoop). Las Redes de Neuronas
Artificiales, y muchos de los algoritmos usados en la IA son fácilmente
paralelizables, aunque las implementaciones tradicionales hayan esta-
do basadas en un solo ordenador. En el caso de las Redes de Neuronas
Artificiales (RNA) su base son nodos que realizan operaciones muy
simples y que se encuentran interconectados. Cada nodo o grupo de
nodos pueden ser ejecutados en una máquina simple. De hecho desde
hace mucho tiempo ha habido implementaciones de RNA paralizadas
en componentes electrónicos ([EDT89], [Cau93] o [SBB+92]).

También para los organismos públicos, el aprovechamiento de la in-
gente cantidad de información disponible está tornándose en una prio-
ridad para mejorar los servicios que prestan: sanidad, seguridad, etc.
[Yiu12]. Según un informe de la “TechAmerica Foundation” [Tec13],
los principales puntos en los que los macrodatos pueden ayudar a las
administraciones públicas son:

Remplazar o dar soporte a las decisiones con algoritmos automa-
tizados.

Reducir las ineficiencias de las agencias públicas.

Dar transparencia en la gestión pública.

Mejorar la puesta en marcha de iniciativas permitiendo la expe-
rimentación para descubrir necesidades y explorar las diferentes
posibilidades.

Mejorar el retorno de la inversión de las inversiones en Tecnología
de la Información (TI).

Mejorar la toma de decisiones y la “inteligencia operacional”.
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Proveer de capacidades predictivas para mejorar los resultados.

Reducir las amenazas de seguridad y el crimen.

Eliminar el despilfarro, el fraude y el abuso.

Innovación en nuevos modelos de negocio y de servicios.

Actualmente, el sector de los macrodatos es uno de los que más ne-
gocio potencial puede generar en las Tecnologías de la Información
[VNB+13], manejándose cifras de decenas de miles de millones de eu-
ros para los próximos años [DVN+13].

Para terminar esta sección, se hará una breve mención a los riesgos de
la Inteligencia Artificial que han identificado algunos autores. Por ejemplo,
para Omohundro [Omo08] el fin de todos los desarrollos en IA es alcanzar
sus objetivos interactuando con el entorno; por lo que podría llevar a cabo
acciones, que le permita un mejor ajuste a sus objetivos y para las cuales
no fue programado en un principio, por ejemplo, evitar que sea apagado o
desconectado, duplicarse en otras máquinas u obtener recursos sin importar
la seguridad de bienes o personas.
En [Yud08] se avala la tesis de que las capacidades y riesgos de la Inteli-
gencia Artificial deben ser mejor conocidas, casi todo el mundo piensa que
conoce en profundidad lo que puede dar de sí la IA y que esta suele prometer
grandes cosas que se quedan en casi nada a la hora de llevarlas a cabo. Pero,
al menos, en potencia, la Inteligencia Artificial puede llegar a desarrollar un
auto-aprendizaje y capacidad de acción que hagan que ciertas acciones ante
nuevas situaciones no se corresponda con los fines para que el software fue
desarrollado.
Dejando a un lado las elucubraciones más o menos futuristas anteriores, sí
es cierto que la implementación masiva de sistemas dotados de cierta auto-
nomía y capacidad de aprendizaje puede dar lugar a riesgos o situaciones
no deseadas. Por ejemplo, en un mercado de valores, cuyas operaciones en
una gran mayoría son automáticas, controladas por software que invierte en
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los mercados. O de sistemas encargados del control del tráfico aéreo y de los
sistemas de seguridad de vehículos. O sistemas que analizan gran cantidad
de datos y presentan conclusiones erróneas o los analistas y a los decisores:
por ejemplo en un hospital, defensa, etc.
Se impone una cierta prudencia y ser muy conscientes a la hora de desa-
rrollar sistemas basados en Inteligencia Artificial, de controlar el ámbito de
actuación de estos sistemas y la redundancia de los mismos (con personas
u otros sistemas automáticos), en el caso de aplicaciones críticas. Además,
esta prudencia también debe gobernar a la hora de implantar este tipo de
sistemas automáticos, ya que, pueden afectar a los procedimientos del ne-
gocio y por tanto, a las personas que trabajan actualmente en la empresa,
pudiendo en el extremo ser sustituidas por automatismos.

2.2. Requerimientos y necesidades de la industria

y de la ciencia

El interés de la industria y de los ámbitos científicos en las tecnologías
basadas en la Inteligencia Artificial ha aumentado de manera muy impor-
tante en los últimos tres o cuatro años. Basta ver las cifras de más de 2.000
millones de dólares que han movido las grandes tecnológicas (IBM, Google,
Facebook, Apple y Amazon), entre 2011 y 2014 [DS14]. Adquiriendo más
de 100 empresas emergentes en el campo de la Inteligencia Artificial. Estas
grandes tecnológicas han creado departamentos muy potentes basados en
la Inteligencia Artificial, donde están trabajando científicos de primer nivel.
Estos grupos de trabajos llevan a cabo investigaciones en el ámbito de la
excelencia investigadora, trabajando sobre los límites actuales de la ciencia
en este campo. En [VL15] y [LMD+11] se muestra como el gigante Google
desarrolló sistemas muy complejos basados en Redes de Neuronas Artificiales
para el reconocimiento del habla y la detección de características relevantes
en imágenes no etiquetadas. Usando para ello redes extremadamente com-
plejas de hasta 1.000 millones de conexiones.
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Las tecnologías del conocimiento están actualmente en expansión en prác-
ticamente cualquier sector industrial. En la banca ayudan a la detección de
fraude, automatización de la atención al cliente mediante las tecnologías de
reconocimiento del habla o incluso para el reconocimiento y verificación de
la persona que llama y quiere realizar alguna operación. En la salud, los
reconocedores automáticos del habla se están usando en las clínicas de psi-
cología de Estados Unidos para transcribir notas al mismo tiempo que se
dictan; se están creando sistemas para el análisis automático de imágenes
médicas. Incluso se empieza a probar sistemas que usan la literatura médica
existente para realizar un diagnóstico y aprender de los resultados con el
fin de ir mejorando dicho diagnóstico en futuros pacientes. En las ciencias
de la vida el Aprendizaje Automático está siendo usado para predecir las
relaciones entre la causa y el efecto, o estimar la actividad de los compues-
tos acelerando los procesos de la industria farmacéutica. Ejemplos como los
anteriores se pueden encontrar cada vez en un mayor número en las compa-
ñías de entretenimiento, petroleras, sector público, “retailers” y tecnológicas.

Los beneficios potenciales para la empresa del uso de las tecnologías del
conocimiento va mucho más allá de la mera automatización de los procesos:

Rapidez en las acciones y toma de decisiones.

Mejorar las salidas del sistema (por ejemplo, en la predicción de la
demanda, diagnóstico médico, ...).

Mejorar la eficiencia tanto de los recursos humanos más preparados
como de equipamientos costosos.

Reducir los costes.

Hacer posible el escalar y realizar tareas que son imposibles manual-
mente.

Innovación en los productos y servicios.
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En cuanto al ámbito de la ciencia, se está planteando la aplicación de
los futuros desarrollos en campos como el de la computación cuántica a la
Inteligencia Artificial [Man13]. En muchos ámbitos científicos, la aplicación
de las capacidades del Aprendizaje Automático posibilitan que los científicos
de ese ámbito puedan trabajar con datos producidos en entornos altamente
complejos, donde la explicación de los fenómenos observados y por tanto,
la explicación usando las leyes fundamentales del sistema no es en absoluto
trivial. Se podrá ver, una aplicación práctica de ésto último, a los dispositi-
vos experimentales de fusión termonuclear en la sección 4.2.

El impacto real de las tecnologías basadas en la Inteligencia Artificial,
está creciendo de manera muy significativa. Uno de los factores es la mejora
del rendimiento de las técnicas usadas y el que cada vez sea más factible su
implementación debido al mayor rendimiento y disponibilidad del hardware
necesario.
No hay que olvidar que, quizás el factor más relevante son los miles de mi-
llones de dólares que se ha invertido en comercializar estas tecnologías. La
mayoría de esta inversión se ha llevado a cabo en la construcción de herra-
mientas analíticas. Las cuáles están orientadas a dar capacidades avanzadas
de análisis estadístico, minería de datos y visualización.
El desarrollo de las plataformas de big-data o macrodatos para el almace-
namiento masivo y distribuido de los datos, también ha sido una de las
tecnologías donde más se ha invertido; a pesar de que, gran parte de las so-
luciones son de código abierto (como todo el universo Hadoop1). Es en este
ecosistema de Hadoop, donde se han creado empresas privadas que ofrecen
sus propias distribuciones, u ofrecen distribuciones gratuitas basadas en Ha-
doop, pero cobrando los servicios de consultoría, desarrollos de proyectos e
integración.

En general, la industria está en un momento de saturación debido a la

1https://hadoop.apache.org/
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“moda” del big-data, parece que toda empresa de cierto tamaño, debe tener
big-data, porque ahí, en la recogida masiva de los datos se encuentran las
claves para hacer que el negocio crezca. Es cierto que en los datos, se en-
cuentran, en una mayoría de casos, el conocimiento implícito necesario para
optimizar los procesos del negocio, el servicio al cliente y la rentabilidad.
Pero para obtener este conocimiento y para operarlo, no basta con guardar
masivamente todos los datos que sean factibles de obtener.
En la ciencia, no existe esa “moda”, desde hace tiempo se disponen de los
recursos para monitorizar sistemas industriales o experimentales muy com-
plejos y se trabaja en la modelización de esos sistemas para optimizar los
procesos. Las posibilidades que se abren ahora con la Inteligencia Artificial,
es poder manejar cantidades ingentes de información para tener una primera
aproximación a la descripción de los fenómenos experimentales observados.

Los departamentos de empresas y organismos actualmente dedicados a la
investigación, necesitan las siguientes capacidades en el tratamiento masivo
de los datos:

1. Capacidad de explotación de la información, no sólo almacenarla per

se. El almacenar gran cantidad de datos, no sólo puede no resolver los
problemas, sino hacer de estos un problema aún mayor, al aumentar
significativamente el número de variables y registros para encontrar
una solución.

2. Las herramientas analíticas disponibles están pensadas, en su mayo-
ría, para ser usadas por técnicos especialistas en la minería de datos.
Estos técnicos pueden usar las aplicaciones analíticas para encontrar
modelos que expliquen la realidad modelada, pero ésto no asegura que
esos modelos sean útiles para la organización, incluso en el caso en que
los modelos sean muy precisos describiendo la realidad. Esto es así
porque los modelos predictivos deben poder integrarse dentro de los
procesos del negocio para que sus soluciones sean operables o utiliza-
bles por los sistemas y personas de la empresa. En muchas ocasiones,
las soluciones obtenidas dentro del ámbito del big-data o el Aprendi-
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zaje Automático quedan restringidas a la plataforma analítica donde
se creó, siendo muy difícil la integración con el resto de la compañía
y, por tanto, del uso por aquellos actores que requieren de la solución.
Actores que pocas veces conocerán el “lenguaje” técnico, por lo que las
tecnologías de Aprendizaje Automático usadas en las soluciones deben
ser transparentes al usuario o sistema final.
Lo anterior, es extrapolable al ámbito científico, simplemente que aquí
suele ser necesario encontrar una explicación científica a lo encontrado

mediante el uso de la Inteligencia Artificial con el fin de comprender el
fenómeno observado y poder aprovechar esa mejor comprensión para
realizar avances significativos y mucho más rápidos que los que se po-
drían haber conseguido sin la aplicación del Aprendizaje Automático.

3. Rapidez en la generación del modelo y de su despliegue o uso. Apa-
recen, realidades cada vez más cambiantes, no sólo de aquellos facto-
res que influyen en el negocio, sino también de los procesos internos
del negocio. Donde una ventaja competitiva clara, es ser capaces de
adaptarse y prever las necesidades de los clientes, optimizar procesos
internos y relaciones con los proveedores.
Esta rapidez, no sólo depende de las capacidades técnicas de los algo-
ritmos basados en la Inteligencia Artificial, sino también en la identifi-
cación rápida de qué estructura de aprendizaje es la más óptima para
la solución del problema comentado, su implementación e integración
en los sistemas y servicios finales que exploten los nuevos datos cono-
cidos haciendo uso de los modelos creados.
El procedimiento AIPAKA trata precisamente de definir un marco de
trabajo para la elección de las técnicas de Inteligencia Artificial más
adecuadas para resolver un problema, su combinación creando una
estructura de conocimiento, facilitando su rápida implementación y
despliegue en sistemas y servicios reales.
Quizás en el ámbito de la ciencia, este dinamismo en la creación y uso
de modelos no es tan acuciante. Suele existir más tiempo para realizar



2.2 Necesidades de la industria y de la ciencia 23

los experimentos y estudiarlos. Sí suele suceder, especialmente en los
ámbitos de las ciencias físicas que estudian comportamientos a nivel
atómico y sub-atómico, que se requiera una gran velocidad en la lec-
tura y tratamiento o modelización de las señales. Esto es debido a que
esas señales son producidas por partículas con una vida muy pequeña
o con dinámicas extremadamente complejas, cambiantes y difíciles de
medir.

4. Ajuste rápido de los sistemas basados en modelos. La obtención de
buenos modelos por Aprendizaje Automático y su integración en los
sistemas o servicios que lo hagan accionables por los diferentes actores
o sistemas de la empresa, es en realidad el primer paso del ciclo de
explotación del conocimiento. Los modelos implementados deben po-
der ajustarse rápidamente a realidades complejas y muy cambiantes.
Las técnicas de Aprendizaje Automático son fundamentales para este
cometido al permitir implementar mecanismos que reajusten los mo-
delos ya obtenidos con anterioridad dependiendo de los nuevos datos
conocidos.

Respecto a la industria y analizando algo fundamental para cualquier
negocio: la rentabilidad. No se puede caer en la tiranía de la “moda tecno-
lógica” del momento sin tener en cuenta si las inversiones van a solucionar
problemas relevantes para el negocio, y por tanto, van a ser rentables. Por
ejemplo, en una gran mayoría de empresas no son necesarias grandes inver-
siones en tecnologías relacionadas con el big-data, con el fin de almacenar
más datos provenientes de múltiples fuentes internas y externas. Bastaría
poder explotar el conocimiento implícito que ya contienen los datos con los
cuales cuentan en la actualidad.
Los datos a los que se hace referencia en el párrafo anterior, que ya están
disponibles por la compañía, es lo que algunos autores han venido a llamar
“los pequeños datos” (del inglés “Small Data”). Datos que actualmente están
disponibles (accesibles), se entienden y se enfocan a ciertas tareas (acciona-
bles). Este término de “pequeños datos” contrasta con el de macrodatos,
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el cual, en ciertas ocasiones puede resultar una exageración para el tipo de
sistemas, capacidades y necesidades reales de la empresa. Las diferencias
entre conjuntos “pequeños de datos” y macro conjuntos de datos se pueden
apreciar en la tabla 2.1, donde se comparan las “Vs” que definen las caracte-
rísticas de los macrodatos (ver sección 2.1.1), con esas mismas características
en los “pequeños datos”.

En general, la idea de los “pequeños datos” es que las compañías pue-
den obtener resultados sin tener la necesidad de adquirir los sistemas que
normalmente serían necesarios para las analíticas usando macrodatos. Mu-
chas empresas se dan cuenta que en algunos casos pueden obtener grandes
resultados usando conjuntos de datos robustos y mucho más pequeños que
los que normalmente se manejan cuando se habla de implementar técnicas
o procesos de basados en los macrodatos.
Los “pequeños datos” es una de las vías, a las cuales las empresas están
volviendo para usar los recursos de los que ya disponen de manera eficien-
te y evitar gastar mucho más de lo necesario (no sólo en presupuesto sino
también en tiempo) en ciertos tipos de tecnologías.
Resumiendo, se podría preguntar, ¿por qué los “pequeños datos”? y algunas
respuestas podrían ser:

Los macrodatos son complejos. Implementar tecnologías basadas en el
almacenamiento masivo de datos, su análisis y esperar que de bene-
ficios puede ser realmente lento. Sin mencionar que en muchas apli-
caciones no son necesarios. Por ejemplo, muchas de las estrategias de
marketing actuales, incluso focalizando campañas de manera persona-
lizada, no necesitan del uso de macrodatos.

Los “pequeños datos” están realmente disponibles “entorno a noso-

tros”. Los canales web ofrecen una gran riqueza para la recolección de
“pequeños datos”, realmente útiles para informar de las decisiones de
los compradores a los departamentos de marketing. Por ejemplo, cada
vez que un potencial comprador entra en una tienda on-line y busca,
compra, etc. está creando una firma personalizada y digital.
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Los “pequeños datos” son el centro de los sistemas de gestión de los

clientes. Los sistemas de gestión del cliente son usados para conocer
a los clientes de las empresas, segmentar el mercado, analizar los pro-
ductos y servicios de los competidores. Combinando su información
con los datos recogidos desde la web y de los sistemas transaccionales
se puede tener un perfil completo y rico de los consumidores.

ROI - Return on Investment. La rentabilidad de la inversión y la ra-
pidez en el retorno de la misma, en una mayoría de casos sigue siendo
superior en implementaciones en torno a los “pequeños datos” que en
los sistemas construidos en torno a los macrodatos.

Los “pequeños datos” son sobre el usuario final. Cuando no se tiene
en cuenta tanto los macrodatos, intentando recogerlo absolutamente
todo, de cualquier fuente disponible, se tiende a focalizar mucho más
en el usuario final, qué es lo que necesita y cómo “entran en acción”.
Focalizándonos primero en los usuarios, muchas de las decisiones en
tecnología comienzan a estar más claras.

Simple. Los “pequeños datos” pueden ser los datos correctos, y algunos
de estos datos serán el comienzo de los macrodatos. Pero con la ventaja
de que no es necesario ser un “genio” de los macrodatos y de su análisis
para comprender o aplicar las conclusiones obtenidas de un volumen
de datos menor y mejor conocidos por la empresa a las tareas de cada
día, es todo mucho más simple.

Para muchas cuestiones y problemas, los “pequeños datos” son suficien-
tes. Los datos de mi proveedor de energía, los horarios del transporte público,
los gastos públicos, ... Todos ellos no son macrodatos pero pueden ayudar a
solucionar muchos problemas del día a día a una mayoría de usuarios.
Quizás el problema no esté tanto en la distinción por el volumen y comple-
jidad de los datos sino en la accesibilidad a los mismos, en la capacidad de
extraer el conocimiento implícito y poder usar ese conocimiento de manera
fácil y dinámica.
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Categoría Macrodatos Pequeños Datos

Fuentes de
Datos

Datos generados fuera de la em-
presa desde las fuentes de datos
no tradicionales:

Redes sociales.

Sensores de datos.

Datos provenientes de los
“logs”.

Datos provenientes de los
dispositivos (por ejem-
plo, en el internet de las
cosas).

Vídeos.

Imágenes.

Etc.

Datos que tradicionalmente for-
man parte de los datos empre-
sariales:

Datos de los sistemas
transaccionales.

Sistema de gestión de las
relaciones con los clientes
(CRM - Customer Rela-
tionship Management).

Transacciones realizadas
a través de la web.

Datos financieros y de
costes.

Etc.

Volumen

Terabytes (1012)

Petabytes (1015)

Exabytes (1018)

Zettabytes (1021)

Gigabytes (106)

Terabytes (1012)

Velocidad

A menudo tiempo real

Requiere respuesta inme-
diata

Procesamiento por lotes

Casi tiempo real

No siempre requiere res-
puesta inmediata

Variedad
Estructurado

No estructurado

Estructurado

No estructurado

Tabla 2.1: Macrodatos vs “pequeños datos”.
;



Capítulo 3

AIPAKA
Artificial Intelligence in a Process for Automated Knowledge
Acquisition and Applications

En este capítulo, se desarrollará el proceso AIPAKA, proceso para la
construcción de modelos que constituyan la base de sistemas inteligentes,
capaces de aprender automáticamente a partir de los datos obtenidos de
las fuentes de información. Este procedimiento debe ser genérico y con ca-
pacidad de ser usado para la automatización de las decisiones y tareas de
modelado. Permitiendo abordar cualquier problema de creación de sistemas
basados en la inferencia del conocimiento implícito en los datos, de una ma-
nera “normalizada” y sin necesidad de grandes conocimientos en Inteligencia
Artificial.

3.1. Introducción y Objetivos

Actualmente, el trabajar con técnicas de Inteligencia Artificial con el fin
de construir sistemas inteligentes es una especie de arte, donde cada artis-

ta1 usa su saber, para encontrar la solución a los problemas que se le van
planteando. Pero no se suele seguir una metodología para resolver estos pro-
blemas indicando, por ejemplo, qué técnicas y arquitectura de conocimiento

1En la actualidad a las personas que se dedican a la explotación analítica de la infor-
mación se les suele llamar científico de datos (del inglés data scientist)
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usar para llegar a una solución adecuada.
Alguna de las consecuencias que conlleva esta situación se pueden enumerar
como siguen:

1. Dificultad en transmitir el conocimiento de cómo se hace, y de gene-
ralizar ese conocimiento, con el fin de abarcar el mayor número de
problemas posibles.

2. Imposibilidad de trabajar de manera conjunta con otros investigadores
o grupos en la resolución de los problemas, ya que, cada uno tiende
a tener su parcela de conocimiento, técnicas, y formas de hacer que
dificulta el avanzar en las soluciones de manera conjunta.

3. Dificultad creciente en el mantenimiento de los proyectos, ya que, cada
desarrollo se ha afrontado y realizado de una manera diferente.

4. No poder formar a técnicos en la Inteligencia Artificial de manera rá-
pida y “coherente”, enseñando unos principios básicos, procedimiento
y herramientas que faciliten la productividad de los equipos de trabajo
y la flexibilidad en las responsabilidades asignadas.

5. Desconfianza de la dirección del negocio, ante la falta de profesiona-
les cualificados y un procedimiento de trabajo definido. Con grandes
dudas, en el enfoque e inicio de los proyectos: herramientas a usar,
técnicas de Inteligencia Artificial más adecuadas, tiempo de desarro-
llo, etc.

6. Falta de ambición en los proyectos. La propia dificultad en el estable-
cimiento de una “base mínima” sobre la que sustentar los desarrollos,
hace que no se quiera que estos sean complejos o ambiciosos en cuanto
al alcance. Llegando en muchos casos, a no pasar de pruebas iniciales,
con poco convencimiento e implicación de las diferentes partes de la
compañía.

7. Despliegues en producción muy costosos. Si se consiguen desarrollar
unos modelos basados en el Aprendizaje Automático, suele existir una
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gran distancia entre la consecución y las pruebas de esos modelos en el
entorno de desarrollo, y su despliegue en los entornos de producción.
Debido a la propia falta de procedimiento que hace que la forma de
trabajar y herramientas usadas por el analista no sean conocidas por
las personas encargadas de la implementación de los modelos en pro-
ducción.
Esta falta de implementación en los procesos productivos de las empre-
sas hace que la dirección siga sin confiar en estas tecnologías, alimen-
tando el círculo vicioso y evitando la aplicación real de la Inteligencia
Artificial en un gran número de empresas.

En resumen, las empresas suelen ver la Inteligencia Artificial y la ex-
plotación de la información implícita en grandes cantidades de datos como
algo bastante lejano en cuanto al beneficio real que pueden obtener. Hacien-
do alguna tímida aproximación, en cuanto a la adquisición de licencias de
herramientas analíticas, que suelen usarse como herramientas estadísticas,
y para el reporte de información. O en el mejor de los casos, para empezar
a introducir tecnologías de almacenamiento de big-data, introduciendo las
bases de datos no-Sql y distribuidas. Pero siguen con las mismas cuestiones
de negocio sin resolver: qué le puedo vender a qué clientes, qué clientes me
van a abandonar, cómo puedo detectar y prevenir el fraude, cómo puedo
optimizar mis procesos operativos, etc. En el mejor de los casos, la empresa
cuenta con más datos almacenados, o con más estadísticos, informes y cua-
dros de mandos generados. Lo cual, puede complicar aún más el hallar una
solución, debido a la abundancia de datos e información disponible donde
buscar esa solución.

AIPAKA como indica su nombre traducido del inglés: Inteligencia Arti-
ficial en un Proceso para la Adquisición Automática de Conocimiento y sus
Aplicaciones, trata de normalizar las decisiones que se toman a la hora de
definir una arquitectura de extracción de conocimiento y los pasos a seguir
para la creación de modelos predictivos.
AIPAKA está basada, principalmente, en Redes de Neuronas Artificiales y
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en el Razonamiento Basado en Casos (CBR - Case Base Reasoning). Aunque
no es un proceso estático y rígido, sino que, por el contrario está abierto a la
incorporación de nuevos algoritmos y técnicas de Inteligencia Artificial. De
hecho, en los ejemplos de aplicaciones que se verán en el capítulo siguiente
(4), se usan otras técnicas como, por ejemplo, la segmentación automática.

El objetivo principal de AIPAKA es: dado un problema de minería de

datos, disponer de un procedimiento para ser capaz de diseñar y llevar a cabo,

una solución basada en la construcción de modelos predictivos, sin necesidad

de poseer grandes conocimientos de técnicas de Inteligencia Artificial. El
procedimiento trata de simplificar la solución a los problemas planteados,
aplicando una serie de principios o reglas que orienten en el uso de técnicas de
IA para la construcción de modelos predictivos que den solución al problema
que se quiere resolver.



Capítulo 4

Casos de Aplicación

En este capítulo, se presentan varios casos de aplicación a diferentes
sectores, siguiendo el procedimiento de AIPAKA o aplicando las técnicas
de Inteligencia Artificial contenidas en este procedimiento. Algunos de es-
tos casos han ayudado a definir AIPAKA. Fundamentalmente, en cuanto
a la definición de los tipos de problemas considerados, y a los algoritmos
y arquitectura de los sistemas de conocimiento recomendados en la fase de
modelado del procedimiento.
Los casos están basados en experiencias reales en los que se ha trabajado
y pertenecen a diferentes sectores: telecomunicaciones, energía, banca, pro-
ducción y distribución de bienes de consumo.
Con estos ejemplos de modelado reales, se quiere mostrar que el proceso de
extracción de conocimiento presentado en este trabajo, no se queda en lo
meramente teórico o conceptual, sino que ha sido desarrollado a partir de
la experiencia. Esta experiencia ha mostrado que lo importante no es alma-
cenar cada vez más información, antes estructurada y ahora cada vez más
no estructurada, sino ser capaces de crear modelos predictivos usando las
herramientas provistas por la Inteligencia Artificial. Desplegando estos mo-
delos en los entornos de producción, manteniendo el rendidimiento medido
en las fases de desarrollo. Con este despliegue “se materializa” el conoci-
miento extraído, pudiéndose utilizar para operar el negocio o proceso.



32 Casos de Aplicación



4.1 Predicción de la demanda eléctrica a corto plazo 33

4.1. Predicción de la demanda eléctrica a corto

plazo

Un problema importante en los sistemas eléctricos es la imposibilidad de
almacenar la energía con un nivel aceptable de rendimiento. Esto significa
que, es necesario producir la energía que será consumida. Si hay diferencias
entre la energía producida y consumida, el sistema no está aislado y el rotor
de los generadores podría acelerarse o desacelerarse, por lo que la frecuen-
cia de la electricidad (50Hz) cambiaría. Si el sistema no está aislado, puede
ocurrir una asignación o salida de energía con otros sistemas eléctricos con
los cuales está conectado.
Debido a lo anterior, existen sistemas de regulación para producir la misma
energía que se va a consumir. Pero el sistema de regulación, sólo puede tra-
bajar en un rango pequeño, cuando la demanda cambia rápidamente otras
centrales deben empezar a producir electricidad. El problema es cuando hay
diferentes tipos de centrales: las hidráulicas son muy rápidas en empezar a
entregar energía, en el otro extremo, las centrales nucleares son muy lentas
en comenzar a producir electricidad.
Es necesario predecir el consumo de electricidad a corto plazo para incre-
mentar la eficiencia de la generación. La predicción de la demanda depende
de variables que no se pueden conocer: el número y tipo de los equipos eléc-
tricos conectados a la red eléctrica y el momento en el que fueron encendidos
o apagados. Pero se puede hacer una estimación de las necesidades futuras
de potencia, usando los datos históricos para construir modelos predictivos
de la demanda de energía eléctrica a corto plazo.

El problema presentado en este caso, es para una de las más importantes
empresas proveedoras de electricidad en España. Se han usado datos reales
de consumo eléctrico de cuatro años y medio. Los primeros tres años han
sido usados para el Conjunto de Entrenamiento (CE), el cuarto año para el
Conjunto de Prueba (CP) y el Conjunto Nuevo (CN) contiene los últimos
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datos correspondientes a medio año.
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4.2. Fusión Termonuclear: segmentación en dispo-

sitivos experimentales complejos

4.2.1. Introducción

En todos los casos de aplicación descritos hasta el momento en este capí-
tulo, se han tratado problemas en los cuales se aplican algoritmos de Apren-
dizaje Automático para crear soluciones que predigan comportamientos o
evoluciones de índices, segmenten o clasifiquen.

En este último caso se va a cambiar el enfoque: no se quiere crear una
solución, sino crear y testar algoritmos que sean capaces de enfrentarse a
problemas realmente complejos. Mucho más allá de lo que comúnmente se
llaman macrodatos (ver 2.1.1). Estos algoritmos deben permitir explotar los
datos producidos en las descargas, y posibilitar que los científicos que traba-
jan en este campo puedan dar “sentido físico” a los fenómenos descubiertos
por el modelado.

El problema con el que se está experimentando es el de la fusión ter-
monuclear. Cualquier dispositivo de fusión actual dispone de bases de datos
con millones de registros, por ejemplo: el stellarator español TJ-II1 y el JET
(Joint European Torus)2. En el caso del stellarator TJ-II se gestionan más
de tres millones de señales por las más de 30.000 descargas producidas. La
mayoría de estas señales son de evolución temporal, con un número de mues-
tras entre 10.000 y varios millones.
El caso del dispositivo de fusión más grande en la actualidad: JET, la base
de datos es de 100 Tbytes y su tendencia de crecimiento refleja que la canti-
dad de datos adquiridos se duplica cada dos años. Los magnitudes anteriores
van a ir incrementándose con el tiempo ya que las técnicas de medida van
generando día a día un número creciente de señales, es fácil imaginar lo que
supondrá la futura base de datos del ITER (International Thermonuclear

Experimental Reactor)3. El número de señales por descarga que se espera
1http://www-fusion.ciemat.es/New_fusion/es/
2http://www.jet.efda.org/jet/
3http://www.iter.org/
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recoger estará entre 500.000 y 1.000.000, por lo que la tasa esperada de datos
es de Pbytes/año. En la actualidad, sólo se han podido analizar el 10 % de
la información almacenada en las bases de datos de JET.
Existen problemas muy importantes que resolver para la construcción de
reactores comerciales de fusión, cuyas claves para ser resueltos pueden estar
implícitas en la información guardada. Pero se sigue sin tener los meca-
nismos para explotar dicho conocimiento implícito. Cualquier colección de
datos carece de valor sin unos mecanismos eficientes para extraer informa-
ción y conocimiento de los mismos.

En conclusión, lo que se pretende es probar algunos algoritmos de Apren-
dizaje Automático usados por AIPAKA en condiciones extremas, con el fin
de asegurar su correcto desarrollo en entornos mucho más normales en los
diferentes sectores y problemáticas donde se pueden aplicar. Los problemas
de modelado de procesos físicos relacionados con la fusión mediante confina-
miento electromagnéticos, son sistemas muy complejos donde se monitorizan
miles de señales con comportamientos altamente no lineales, donde los pro-
blemas de ruidos son muy relevantes, por lo tanto, constituyen un banco de
pruebas extremo donde validar la robustez y capacidad de los algoritmos de
Inteligencia Artificial.

En el caso presentado, habrá que centrarse en el estudio de las tran-
siciones L-H4 que se dan en la fusión. Pero se está trabajando de manera
muy intensa en la selección de características que ayuden a determinar las
disrupciones5. Las cuales, tienen unos efectos muy negativos en las reaccio-
nes de fusión, interrumpiéndola y pudiendo dañar de manera importante el
dispositivo donde se está llevando a cabo. En [PVM+15] se muestran algu-
nos de estos trabajos, utilizando predictores de Venn [VSN03] y algoritmos
genéticos para la selección de señales o características relevantes medidas de

4En la siguiente sección se describen los modos L y H. Baste decir aquí que son los
regímenes de confinamiento del plasma (Low - High).

5La disrupción es un fenómeno complejo, relacionado con inestabilidades magnetohi-
drodinámicas del plasma, en el que provoca una pérdida rápida de energía y la consiguiente
terminación brusca de la descarga.
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la reacción de fusión y su uso para predecir si habrá una disrupción o no.

Este tipo de problemas, van a ser enfrentados en la explotación del futuro
ITER el cual, va a ser un dispositivo de pulso largo (1000 s) que va a generar
millones de señales con muy alta dimensionalidad. Las grandes masas de
datos que se adquieran en ITER, solamente podrán ser analizadas de manera
eficiente usando técnicas de minería de datos como las propuestas en el
presente caso.

Antes de continuar con el desarrollo de este caso, indicar que será refe-
renciado como THEFUMO (Thermonuclear Fusion Modelling). Nombre que
se le ha dado al proyecto sobre el que se apoyan estos estudios.

4.2.2. Tipo de problema

El objetivo de la solución a implementar es el detectar los diferentes
tipos de transición L-H que se dan en la reacción de fusión. No se conocen
a día de hoy, si las transacciones L-H tienen diferentes tipos o sólo hay una
forma de transitar desde el estado L al H. Por supuesto, tampoco se saben
las variables que influyen en los diferentes tipos de la transición L-H.
Según lo anterior, se está ante un problema de segmentación y de detección
de las variables importantes.

Se verá un poco más en detalle, el problema que se presenta:
En fusión es muy importante el estudio de los regímenes de confinamiento
del plasma (modo H y L) y especialmente, las transiciones entre ambos esta-
dos. Este estudio está orientado a comprender cuántos tipos de transiciones
L-H y H-L existen y cuáles son las variables más relevantes que influyen en
cada uno de los tipos de transiciones. Uno de los objetivos que los científicos
persiguen con este estudio es comprender por qué se producen los ELMs
(Edge-Localized Mode)) lo cual sería muy importante para lograr reacciones
de fusión termonuclear estables.
A continuación, se describen brevemente los términos usados en la descrip-
ción de este problema6:

6http://fusedweb.pppl.gov/Glossary/glossary.html



38 Casos de Aplicación

Modo H (H-mode). Régimen de alto confinamiento, que ocurre en los
plasmas por encima de un cierto umbral de potencia de calentamien-
to, y que se caracteriza por un gradiente alto de presión en el borde
del plasma, denominado pedestal, un aumento del tiempo de confina-
miento de la energía de más de un factor 2 y la aparición de modos
localizados en el borde, denominados Edge-Localized Mode. El nombre
procede de la inicial del término inglés que significa “alto”, high.

Modo L (L-mode). Régimen de confinamiento bajo, el normal de opera-
ción de un tokamak con calentamiento adicional. El nombre procede
de la inicial del término inglés que significa “bajo”, low.

ELM (Edge-Localized Mode). Inestabilidad magnetohidrodinámica que
se manifiesta durante el modo H. Generalmente, se designa mediante el
acrónimo ELM. Produce pérdidas transitorias de energía y partículas
que en el caso de los modos de gran tamaño pueden dar lugar a daños
en los materiales. Los ELMs más pequeños pueden ser positivos pues
contribuyen a la eliminación del helio producido por las reacciones de
fusión.

Parece claro que, el tipo de problema planteado, es de segmentación. Se
necesitan segmentar los patrones definidos por las señales procedentes de
los sensores que monitorizan el proceso de fusión termouclear, con el fin de
identificar los diferentes tipos de transiciones L-H que se tienen.

4.2.3. Datos

Se está trabajando con más de 800 descargas del dispositivo experimen-
tal de fusión. Se disponen de entorno a 1,5 millones de patrones para la
construcción de los conjuntos de entrenamiento. Cada patrón está compues-
to por vectores de 100 muestras de la señal tratada. Para el caso del estudio
de transiciones L-H, se tomarán muestras de las señales en una ventana de
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entre 300 ms y 2 seg. centradas en el momento de la transición7.
Lógicamente, el número total de patrones dependerán del tamaño de la ven-
tana usada y del número de patrones para entrenamiento y validación que
se quieran usar en la construcción y validación de cada modelo. Las señales
usadas se listan en la tabla 4.1.

A modo de ejemplo, en la figura 4.1 se dibuja la forma de onda de algunas
de las señales. En estas gráficas, la transición L-H ocurre en el instante 150
(valor en el eje de abscisas). Son ventanas de 300 ms centradas en el momento
de la transición L-H.

4.2.4. Modelización

La arquitectura de modelado que se está probando está basada en una
MSOM (Multiple Self-Organized Maps).
Como ya se sabe, se pretende averiguar cuántos tipos de transiciones L-H
existen y cuáles son las variables más relevantes que influyen en cada uno de
los tipos de transiciones. El sistema diseñado permite estudiar, en general,
cualquier instante de tiempo durante el proceso de fusión, bastaría con usar
como entradas de la MSOM aquellos vectores de señales obtenidos alrededor
del instante sobre el que se quiere trabajar (que en este caso es principal-
mente L-H, aunque la H-L también resulte especialmente interesante).

4.2.5. Validación

Al trabajar con el sistema construido e intentar elegir los elementos de
cada una de las capas hay que ir resolviendo los problemas de cada uno de
los niveles desde arriba (preparación de las entradas) a abajo (segmentación

automática). En los siguientes puntos se verán los resultados obtenidos pa-
ra cada una de las capas, se sustituirá la primera capa de la red MSOM,

7Los datos de muestras, ventanas y otros que vayan apareciendo a lo largo de la sec-
ción son configurables por software. Uno de los objetivos es estudiar también aquellos
parámetros que optimizan los resultados obtenidos.



40 Casos de Aplicación

Nombre Descripción (en inglés)

Bndiam Beta normalised with respect to the diamagnetic energy
Bt Toroidal magnetic field
Dens1 Line integrated density
ELO Elongation boundary
FDWDT Time derivative of diamagnetic energy
Ipla Plasma current
LI Plasma inductance
LID4 Outer interferometry channel
Ptot Total heating power
Q95 Safety factor
Wmhd Magnetohydrodynamic energy
Te Electron temperature at the intersection between LID4 vertical view and PSI=0.8 surface
Ti Ion temperature at psi = 0.8
TRIL Lower triangularity
TRIU Upper triangularity
XPrl R coordinate lower XP
XPzl Z coordinate lower XP
XPru R coordinate upper XP
XPzu Z coordinate upper XP
LSPri R coordinate inner lower strike point
LSPzi Z coordinate inner lower strike point
LSPro R coordinate outer lower strike point
LSPzo Z coordinate outer lower strike point
USPri R coordinate inner upper strike point
USPzi Z coordinate inner upper strike point
USPro R coordinate outer upper strike point
USPzo Z coordinate outer upper strike point
RIG Radial inner gap
ROG Radial outer gap
Q80 Safety factor at psi=0.8 surface
Bt80 Axial toroidal Magnetic Field at a psi=0.8 surface
DalphaIn Dalpha inner view
TOG Top Outer GAP
PRFL Temperature profile from KK1
Rad Radiated power
Te0 Temperature in the center
Mode Confinement mode from observations

Tabla 4.1: Señales muestreadas del dispositivo experimental de fusión.
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Figura 4.1: Señales en una ventana de 300ms centradas en la transición L-H (en
x=150). Se han representado la misma señal para varias descargas. Las señales que
se representan son: Density, TOG, TI, LID4, FDWDT, Bndiam (tabla 4.1).
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compuesta por SOMs especializadas para cada señal, por una red OJA. Y
se terminará con unas conclusiones generales, una vez construido el sistema
y analizados mínimamente los resultados.

Análisis de la primera capa de la MSOM.
En este apartado, se muestran los resultados de algunas de las SOM
de la primera capa. Se comprueba que las redes creadas distinguen
las diferentes formas de onda que conforman las señales tratadas. En
la figura 4.2 se presentan ejemplos de clasificación de formas de onda
para los patrones caídos en una neurona de una SOM de la primera
capa la cual trata una de las señales leídas del dispositivo experimental
de fusión. En estos ejemplos se puede apreciar como para una misma
señal las redes SOMs han agrupado en una celda aquellos vectores con
una forma de la señal similar. En cierta medida esta primera capa de la
MSOM sirve para describir la forma de onda de las señales de entrada.

Análisis de la segunda capa de MSOM .
Como ya se ha indicado, las neuronas ganadoras de la primera capa
constituirán el vector de entrada para la SOM de la capa segunda.

Se están probando varias redes para todas las SOMs que componen la
MSOM tanto en la primera capa como en la segunda. Eligiéndose aquellas,
que parecen se ajustan mejor a las diferentes formas de onda que componen
las señales, o diferencian bien los grupos o segmentos donde se encuentran
un número apreciable de patrones de comportamiento. Esta última parte, es
la fundamental para la SOM del segundo nivel que es usada para distinguir
los diferentes segmentos que existen.

4.2.5.1. Primeros estudios de las señales usando THEFUMO

Para estudiar la segmentación conseguida mediante THEFUMO e in-
tentar obtener resultados que puedan explicar cuántos tipos de transiciones
L-H existen y cuáles son las señales más influyentes en cada uno de esos
tipos, se analizará THEFUMO en sentido ascendente: desde la salida hasta
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Figura 4.2: Formas de onda de dos neuronas de las SOMs de la primera capa de
la MSOM, para el análisis de las señales Bndiam, LID4 y Rad.
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las señales de entrada. Se estudia la salida obtenida por la segmentación
automática, y en sentido ascendente, se hallarán qué neuronas han “caído”
en cada uno de los segmentos de la SOM de la segunda capa de la MSOM, y
se comprobarán qué neuronas de las SOMs de la primera capa de la MSOM
han activado cada neurona de la segunda capa.
La descripción que puede parecer compleja, pero no es más que recorrer
desde la salida hacia la entrada el sistema construido con el fin de, una vez
identificados en la salida los diferentes segmentos que se han formado, des-
cubrir qué señales originales son las que más han influido en la formación y
diferenciación de esos segmentos.

Como ya se ha indicado, para cada una de las capas de la MSOM se
han probado múltiples redes. Para la SOM de la segunda capa de la MSOM
se han escogido 6 redes de todas las entrenadas; de dimensiones 5x5, 7x5
y 7x7, obteniéndose los resultados recogidos en la tabla 4.2. Los casos que
se han seleccionado, han sido escogidos porque, las neuronas seleccionadas
de forma automática por el algoritmo de inundación recursiva, se amoldan

convenientemente a la distribución observada en los gráficos de casos caídos
en cada neurona para las transiciones L-H.

En la tabla 4.2 se han buscado aquellos segmentos donde el número de
patrones correspondientes al momento de la transición L-H, caídos en las
neuronas que forman cada uno de los segmentos, es relevante.

Para cada una de las redes seleccionadas, se procede a comparar señal
a señal, en la capa primera, las neuronas activadas para cada grupo de des-
cargas. Se considerarán buenas aquellas señales que distingan claramente los
grupos hallados por la SOM de la segunda capa, y que presenten pocos casos
para los cuales se solapen los grupos de la segunda capa. En definitiva, se
intentan encontrar aquellas señales que son discriminantes de los diferentes
grupos hallados por la segmentación automática.

Mediante un análisis gráfico, se comparan las neuronas activadas en las
redes de la capa 1 para cada grupo de neuronas detectado en la capa 2,
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Id SOM Dimensión

Concordancia entre
casos caídos en las
neuronas y las su-
perficies de Clusot

Factor de
inundación

Segmentos
encontra-
dos

307 5 x 5 Buena 0.8 2

Regular 0.75, 0.7, 0.6 1

307 5 x 5 Regular 0.9 2

Regular 0.8, 0.7 1

309 5 x 5 Regular 0.9, 0.8, 0.2 1

310 7 x 5 Regular 0.9 2

Regular 0.8 2

Regular 0.7 2

311 7 x 5 Regular 0.9 2

Regular 0.8 2

Regular 0.7 1

312 7 x 5 Regular 0.9 1

Regular 0.8 2

Regular 0.7 2

Buena 0.6 2

313 7 x 7 Regular 0.9 2

Regular 0.8 2

Regular 0.7 2

Buena 0.6 2

315 7 x 7 Regular 0.9 3

Regular 0.8 3

Regular 0.7 3

Regular 0.6 2

Regular 0.5 2

Tabla 4.2: Algunas configuraciones y resultados de la SOM de la segunda capa.
Se han señado en negrita aquellas elegidas para estudiar las transiciones L-H.
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obteniendo ejemplos como los mostrados en la figura 4.3. El fin es, de una
manera cualitativa, observar qué señales son discriminantantes en cada seg-
mento hallado por THEFUMO, ya que en la SOM asociada a esa señal en
la primera capa de la MSOM, se activan las neuronas para los patrones de
entrada. Y estos se pueden relacionar fácilmente, con los dos grupos detec-
tados por la SOM de salida (estas neuronas se representan en la figura 4.3
con colores rojo y azul). Y, por contra, aquellas señales cuyas neuronas ac-
tivadas no son capaces de distinguir los dos grupos de la SOM 313, sino que
hay “mezcla” serán representadas con colores intermedios, siendo el verde
cuando la mezcla es en igual número entre patrones que activan el primer
segmento, como los que activan el segundo segmento. En la tabla 4.3, se es-
pecifican las señales, las redes SOMs usadas en la primera capa de la MSOM
y la apreciación de si la señal observada puede ser discriminante en cuanto
a los dos segmentos donde se han agrupado principalmente las transiciones
L-H.

Antes de analizar los resultados obtenidos, se puede ver otro ejemplo
de estructura de THEFUMO, con otras redes SOM formando la primera y
segunda capa de la MSOM. En concreto, la SOM de salida será la que tiene
el id = 313.

4.2.5.2. Sustitución de la primera capa de MSOM por una red
OJA

Una de las pruebas que se están realizando, es la de sustituir la primera
capa de la MSOM por una red neuronal de OJA [Oja92].
Las redes de OJA se utilizan para realizar Análisis de Componentes Prin-
cipales (PCA - Principal Component Analysis). Se trata de una red directa
(feedforward) de una sola capa capaz de extraer las componentes principales
de los vectores de entrada.

El Análisis de Componentes Principales es una técnica esencial para la
comprensión de los datos y para la extracción de características. Se trata
de un método para reducir el número de variables de entrada, descartando
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Figura 4.3: Neuronas activadas en las SOMs del primer nivel. El color rojo indica
que activan el grupo 1 de la SOM de salida (segundo nivel). La coloreadas en rojo
son para aquellas neuronas que activan el grupo 2 de la SOM de salida. El color
verde indica que existe “mezcla” para los dos segmentos encontrados en la capa
de salida de la MSOM. El número en cada una de las celdas indican el número de
transiciones L-H que han activado esa neurona.
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Señal Id SOM

Distinción entre los dos
segmentos encontrados
en la SOM de salida
(312)

Bndiam 249 Muy Buena
Bt 250 Muy Buena

Density 251 Buena
FDWDT 252 Muy Buena

Ipla 282 Muy Buena
LI 225 Muy Buena

Ptot 284 Regular
Q95 227 Regular

Wmhd 286 Buena
Rad 229 Muy Buena

RXPL 230 Regular
ZXPL 289 Excelente
RSIL 299 Excelente
ZSIL 271 Excelente
RSOL 243 Excelente
ZSOL 273 Muy Buena
ROG 232 Excelente
RIG 262 Buena
TOG 263 Muy Buena

ELON 293 Excelente
TRIL 294 Regular
TRIU 295 Buena

Te 247 Buena
TI 267 Mala

DalphaIn 239 Buena
LID4 298 Muy Buena
PRFL 303 Mala

GradientTI 246 Mala
GradientTe 277 Buena

Tabla 4.3: Relación de señales y SOMs usadas en la primera capa de MSOM,
correspondientes a la segunda capa de la MSOM compuesta por la SOM 312. Para
cada SOM y señal, la capacidad para discriminar los dos segmentos encontrados en
la SOM de salida se cualificado con Mala, Regular, Buena, Muy Buena y Excelente.
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aquellas combinaciones lineales que provocan pequeñas variaciones y dejando
aquellas que son las responsables de las variaciones importantes.
Se ha creado una red de Oja de 60 componentes principales, es decir, se
reducen las 2.500 variables de entrada originales (en el caso de 25 señales
por 100 muestras por señal) a tan solo 60. En la figura ?? se representa la
nueva arquitectura de THEFUMO con la red OJA.
El principal problema, radica en hallar cuáles son las señales originales que
más influyen en los segmentos que agrupan la mayoría de transiciones L-H en
la SOM de salida. Veámoslo con un ejemplo: en la figura 4.4 se representan
las neuronas de la SOM de salida activadas por las transiciones L-H.
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Figura 4.4: Neuronas activadas por las transiciones L-H en la SOM de salida
(22105), usando como capa de entrada un red OJA (102) de 60 neuronas.

Una vez identificadas cuáles son las neuronas activadas por las señales
en el momento de la transición L-H, en la figura 4.4 serían las clases 22, 38 y
39. Nótese que vuelven a aparecer dos grupos diferenciados de transiciones
L-H: por un lado la neurona 22 y por otro las vecinas 38 y 39.
Uno de los procedimientos que se pueden seguir para “subir” en la estructura
de THEFUMO hasta llegar a las señales de entrada que más están influyendo
en que se active un grupo de transiciones L-H u otro puede ser:
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1. Comparar los vectores de pesos de las 3 neuronas que más transiciones
L-H tienen. Estos vectores estarán compuestos por 60 variables, que
son las 60 componentes principales halladas por OJA. Se comprueba
qué valores del vector de pesos son más diferentes entre sí, siendo estos
los que pueden discriminar entre una neurona y otra.

2. A partir de las componentes principales o variables del vector de pe-
sos hallados como “discriminantes”, se analizan los pesos (θs) de las
componentes principales. Pesos que ponderan cada una de las varia-
bles de entrada, que son en total 2.500, repartidas en segmentos de
100 muestras de cada una de las señales monitorizadas del dispositivo
experimental de fusión.
Para ayudar en este tedioso proceso, se pueden utilizar gráficas, como
la 4.5 donde se pueda visualizar qué thetas tienen los valores más ele-
vados. También se aprecia los segmentos de 100 valores de thetas que
corresponden a las 100 muestras de una determinada señal.

En las tablas 4.4 y 4.5 se pueden comprobar los resultados de los dos pasos
anteriores.

En la siguiente sección, se presentan algunas conclusiones que se obtienen
de este trabajo de creación de una estructura para el sistema THEFUMO
donde se usa una red OJA en vez de una primera capa formada por redes
SOM.

4.2.5.3. Primeras conclusiones obtenidas con THEFUMO

Realizando los estudios mostrados en las anteriores secciones para dife-
rentes configuraciones de las SOMs que componen las dos capas usadas en
THEFUMO, se pueden obtener unas primeras conclusiones, a la espera de
que esta información sea evaluada por los físicos e intenten dar el significado
físico a los diferentes segmentos y señales con las que se ha trabajado.

Algunas de las conclusiones obtenidas son:

En la tabla 4.2 se puede comprobar que el número de segmentos siem-
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pre es entre 1 y 3. Siendo el valor que más se repite el 2. Con lo cual, se
podría tener una primera conclusión hallada por THEFUMO: parece
que existen 2 tipos de transiciones L-H o al menos es lo más probable.

En una mayoría de modelos se observa una distribución de las transi-
ciones L-H en dos grupos. Existen varias señales que suelen permane-
cer como influyentes en una gran mayoría de los modelos desarrollados:
RXPL, ZXPL, ROG, RIG y TRIL son las más constantes en este sen-
tido.

El sistema MSOM desarrollado no solo es válido para la clasificación
de los posibles grupos de transiciones L-H, sino para la clasificación de
cualquier instante de tiempo dentro de los intervalos estudiados. Dicho
de otra forma: si en vez de estudiar la transición L-H, se desea conocer
con más detalle, por ejemplo, un instante 200 milisegundos anterior (o
posterior) a dicha transición, este mismo sistema resultará válido sin
necesidad de entrenamiento adicional.

En las pruebas que se han hecho con la red OJA (ver 4.2.5.2), se com-
prueba que muchas de las señales influyentes en los, típicamente, dos
segmentos o clases de transiciones L-H se repiten con las señales ha-
lladas con la primera capa de la MSOM, compuesta por una SOM por
cada señal tratada. En la tabla 4.6 se muestran las cinco señales que
en la estructura original de THEFUMO más veces se repiten como in-
fluyentes o discriminantes de los diferentes segmentos de transiciones
L-H; comparándose con los resultados obtenidos con OJA. Se com-
prueba que todas excepto ZXPL coinciden en ambas estructuras.
El problema de usar una red OJA es la complejidad para, a partir
de los segmentos hallados por la segmentación automática, ver qué
variables de entrada son las más influyentes para distinguir ambos
comportamientos.

THEFUMO se está creando como una herramienta de minería de datos
para los físicos que trabajan en el desarrollo de la energía por fusión
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termonuclear, son ellos los que tienen que validar y dotar de significado
físico los segmentos y señales relevantes hallados por el sistema.
Este es el paso actual en el cual se encuentra el desarrollo, siendo muy
importante los resultados que se obtengan para poder ir ajustando las
capacidades de THEFUMO a las necesidades de la ciencia de la fusión.
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Figura 4.5: Valores de thetas para una componente principal de la red OJA 102.
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Componente P. W(22) W(38) W(39)

PC1 1.0981 -0.9114 -0.5306
PC2 0.1075 0.8618 0.5758
PC3 1.1862 -0.8471 -0.8471
PC4 -0.9713 1.0330 -0.0665
PC5 -0.9479 -0.6541 1.0584
PC6 1.0405 -0.9671 0.6868
PC7 0.6648 -0.8229 -0.5858
PC8 0.5966 0.8425 0.8555
PC9 -0.3887 -0.9416 -0.1892

PC10 -0.0686 -0.5231 -0.8056
PC11 0.4352 0.8446 0.8446
PC12 0.5564 0.3434 0.9045
PC13 -1.0946 0.4238 0.5813
PC14 -0.7809 0.9271 -0.6412
PC15 0.9280 0.8799 -0.7462
PC16 -0.1804 -0.6625 -0.9652
PC17 -1.1451 0.5859 0.0620
PC18 1.0392 -0.9809 0.3277
PC19 -0.5882 -0.9208 0.4424
PC20 0.2543 -0.8603 0.4146
PC21 -0.5059 0.9937 -0.6794
PC22 -1.1198 0.9119 0.5040
PC23 -1.1853 -0.3764 0.6872
PC24 0.9831 0.8598 0.9830
PC25 -0.9166 0.9654 0.9860
PC26 -0.9693 0.9217 0.3974
PC27 -0.9597 0.9324 0.4954
PC28 -0.8922 0.4049 0.6355
PC29 1.1372 -0.9235 -0.6698
PC30 0.0580 0.7313 0.0481
PC31 1.0813 -0.8937 -0.8937
PC32 0.9890 0.9267 -0.6450
PC33 -1.1424 0.9173 -0.4993
PC34 -0.2711 0.9358 0.4266
PC35 0.8764 -0.2312 -1,2
PC36 -0.8175 0.6842 0.3484
PC37 -0.9246 0.8270 0.5156
PC38 1.0550 0.6525 -0.4073
PC39 1.1355 -0.9178 -0.8974
PC40 -0.9920 0.1007 -0.8210
PC41 0.2335 -0.8916 -0.8915
PC42 0.7572 -0.8843 -0.3471
PC43 -0.6587 -0.8817 -0.8818
PC44 -0.1846 -1.0036 -1.0019
PC45 0,78 -0.1168 -0.7821
PC46 -1.0256 1.0231 0.7547
PC47 1.0734 0.8870 -0.9823
PC48 -0.9596 -0.9608 -0.8500
PC49 1.1686 -0.8346 -0.8345
PC50 0.3464 -0.7939 -0.9189
PC51 0.6764 0.6399 0.9455
PC52 -0.2276 0.9020 0.9020
PC53 -1.1949 0.8200 0.6311
PC54 1.1623 -0.8767 -0.8767
PC55 -0.6344 1.1186 -0.0582
PC56 0.9923 -1.0098 0.3754
PC57 0.2670 0.2895 -1.0791
PC58 -1.1969 0.8519 0.8311
PC59 -1.1689 -0.2257 0.8371
PC60 -1.2129 0.8519 0,42

Tabla 4.4: Vector de pesos de las neuronas 22, 38 y 39 de la SOM de salida
22105. Cada variables del vector de pesos corresponde a una de las 60 componentes
principales que componen la salida de la red OJA (102). Se han señalado en negrita
aquellos que pesos que difieren más entre las tres neuronas.
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Señal Nº de veces relevante

DalphaIn 8
TI 5

Rad 5
Ipla 5

ELON 3
Q95 3

TRIU 1
TRIL 1
TOG 1
RIG 1
ROG 1
TeO 1
LI 1

Tabla 4.5: Señales con valores de θ más elevados en las componentes principales
que influyen en activar la neuronas de la SOM de salida donde se concentran las
transiciones L-H. Se indica el número de veces que esa seña ha resultado relevante
para alguna de las estructuras de THEFUMO con red OJA que se han probado.

Señales influyentes con MSOM ¿Coincide con OJA?

BnDiam Sí
Q95 Sí

ZXPL No
ROG Sí
TRIL Sí

Tabla 4.6: Comparación de algunas señales halladas como relevantes en THE-
FUMO con arquitectura MSOM y si coinciden con las halladas con arquitectura
OJA.



Capítulo 5

Conclusiones y desarrollos
futuros

A partir de lo desarrollado en esta tesis, se pueden obtener algunas con-
clusiones sobre la capacidad de AIPAKA de proveer de un entorno de trabajo
que permite la aplicación de técnicas de Aprendizaje Automático en gran
número de situaciones, tanto en el campo industrial como en los ámbitos
más científicos o experimentales. Posibilitando trabajar con estas técnicas
incluso a personas que no tengan un conocimiento o experiencia relevantes
sobre Inteligencia Artificial o el modelado predictivo.

De una manera estructurada, las conclusiones más relevantes y trabajos
futuros a los que puede dar lugar esta tesis se enumeran a continuación.

Como conclusiones destacadas se presentan las siguientes:

Disponer de un procedimiento de trabajo, para la aplicación de las ca-
pacidades del Aprendizaje Automático en gran número de problemas.
Y accesible a un amplio número de profesionales e investigadores no
necesariamente relacionados directamente con los campos de la Inteli-
gencia Artificial. Pero que se pueden beneficiar de las capacidades de
estas técnicas de inferiencia de conocimiento en sus respectivas profe-
siones o campos de investigación.
No se trata tanto de que con AIPAKA se construyan sistemas inte-
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ligentes a partir de la experiencia acumulada en las diferentes fuen-
tes de datos, haciendo innecesaria la labor de los analistas. Sino, al
contrario, hacer más eficiente y productiva la labor de los profesiona-
les, al facilitarles el estudio de la realidad reflejada en los datos. Esto
se ve especialmente, cuanto más complejos son los sistemas aborda-
dos, intentar explicarlos recurriendo a las leyes fundamentales que los
gobiernan puede ser en la práctica imposible. Debido al número de
variables involucradas y a la complejidad de sus relaciones. Sin em-
bargo, si se dispone de un procedimiento para estructurar y modelar
la información disponible, modelando los diferentes comportamientos
observados; se facilitará en gran medida la labor de los analistas e
investigadores expertos en el campo de actuación del sistema. Este
trabajo con sistemas complejos con el fin de ayudar a los expertos en
el campo del saber al que pertenece el sistema, se puede ver en esta
tesis en los casos de aplicación a los dispositivos de fusión (4.2), de-
terminación de los riesgos en las solicitudes y concesiones de créditos,
etc.

Estructuración de los procesos de modelado, permitiendo la trazabi-
lidad, repetibilidad, monitorización, implantación, mantenimiento y
desarrollo.
El proceso de creación de un modelo predictivo, mediante la aplica-
ción de algoritmos de Aprendizaje Automático puede ser más o menos
complejo. Pero no hay que olvidar, que ese proceso debe ser trazable
y repetible. No vale de nada, en un extremo, hallar un modelo y no
ser capaces de conocer exactamente cómo se calcularon las entradas,
de qué variables se obtuvieron originalmente, cómo fue parametrizado
el algoritmo de aprendizaje, etc. Se estaría ante un caso único de mo-

delo que dejaría de ser válido a lo largo del tiempo, siendo muy difícil
repetirlo y adaptarlo a los cambios ocurridos en el sistema real.
En muchas ocasiones, la persona que realiza el modelado no es quien
implanta ese modelo software en el proceso o sistema de producción
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final. Por tanto, los modelos deben poder ser implantados fuera de la
plataforma o sistema que se usó para su creación, es decir, en los siste-
mas de producción industriales o de experimentación. Permitiendo la
monitorización de los modelos desplegados para asegurar que el rendi-
miento es el mismo en el entorno de producción que en el de desarrollo.
Por último, ningún modelo predictivo de sistemas complejos va a per-
manecer estable por mucho tiempo, siempre habrá cambios en el siste-
ma modelado o ajustes que se quieran hacer, como por ejemplo, añadir
nuevas variables que han aparecido durante la operación del modelo
y que no estaban disponibles en el entrenamiento de éste. AIPAKA
facilita enormemente las tareas anteriores, ya que, provee de un marco
estructurado desde la fase inicial del modelado hasta que los modelos
son liberados para su despliegue o integración en entornos de produc-
ción o experimentales. Conociendo en todo momento cuál ha sido el
camino seguido para la obtención del modelo: datos usados, paráme-
tros de entrenamiento, medición del rendimiento y validación de los
modelos creados.

Durante la elaboración de AIPAKA se han creado una serie de he-
rramientas muy útiles para la estandarización de los procesos de mo-
delado, y para la propia creación de los modelos predictivos. Son de
destacar aquellas capacidades desarrolladas para el trabajo y manejo
de las variables disponibles:

• Entradas Potenciales. Es algo fundamental en AIPAKA poder
tener la capacidad de definir todas las variables, que pueden ser
usadas como entradas a un modelo para cualquier clase de pro-
blema. Cuestión que no estaba resuelta y para la cual se ha crea-
do el mecanismo de las Entradas Potenciales. Convirtiéndose en
una potente herramienta, fácilmente implementable en cualquier
lenguaje de programación. Las Entradas Potenciales permiten la
organización de las variables, su cálculo, el uso en los vectores
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de entrada y la trazabilidad de todo el proceso: desde las prime-
ras descargas de las bases de datos originales, hasta las variables
finalmente usadas en los entornos de producción.

• Detección de la importancia de variables. Se ha trabajado en va-
rias vías para la selección características y variables ([ABCP09]
y [PVM+15]), detectar qué variables son independientes y cuáles
combinaciones de otras en espacios de muy alta dimensionalidad
[FP15]. Estos trabajos son importantes en la fase de Modeliza-

ción de AIPAKA, pero también son muy relevantes para cual-
quier problema que se aborde mediante el uso de las técnicas de
Aprendizaje Automático. Donde siempre se tendrá que decidir
qué variables son las que se usan de todas las disponibles, evitan-
do perder información relevante y tampoco caer en problemas de
sobre-ajuste o tener que manejar variables que no son relevantes
para el problema que se quiere solucionar.

AIPAKA permite focalizar los esfuerzos, de las empresas e institucio-
nes dedicadas a la investigación, en la obtención de datos relevantes y
en su area de conocimiento específico. Sin gastar recursos en el campo
de la Inteligencia Artificial, que puede ser un ámbito que no resulte de
su interés principal. Permitiendo avanzar más rápidamente en aquellas
áreas en las cuales son diferenciales y centrándose en el núcleo de su
trabajo de investigación o negocio.
En definitiva, AIPAKA permite concentrar los esfuerzos en aquellos
puntos que más valor aportan o son más complejos de resolver. Al te-
ner “resueltos” gran número de los problemas de modelado predictivo,
segmentación y clasificación a partir de grandes repositorios de datos.

Modularidad. Permite crear sistemas complejos a partir de módulos
más simples. AIPAKA ayuda a afrontar grandes problemas, dividién-
dolos en partes y tratando cada parte de manera estructurada depen-
diendo de su tipo. Lo anterior, es una ventaja no sólo a la hora de crear
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el sistema sino también en el momento del despliegue en producción
y en el mantenimiento posterior. Al tener un sistema modular se pue-
de optimizar el despliegue, asignando a cada módulo aquellos recursos
que lo optimicen y evolucionar cada módulo por separado haciendo el
mantenimiento más sencillo y óptimo.
Esta modularidad también facilita la aplicación de las capacidades ac-
tuales de procesamiento distribuido, permitiendo optimizar los tiem-
pos de ejecución de las técnicas de Inteligencia Artificial. Las cuales
suelen ser computacionalmente muy costosas durante la ejecución del
entrenamiento de los modelos.

Sistema abierto y escalable. A lo largo de los años de trabajo, que
han dado lugar a esta tesis se han ido incorporando y afinando algo-
ritmos basados en técnicas de Inteligencia Artificial. No se imponen
límites al tipo de técnicas a usar para resolver cada clase de problema:
segmentación, clasificación y predicción. Por otro lado, tampoco está
restringido el número de partes que pueden formar un sistema dado.
Permitiendo elegir la arquitectura de módulos del sistema que sea más
adecuada para dar una solución óptima.
Por último, AIPAKA es un sistema abierto en cuanto a facilitar la inte-
gración de los modelos desarrollados en los sistemas finales, pudiendo
en todo momento tener claras cuáles son las variables de entrada que
se han usado y cómo se han obtenido o calculado (recordemos las en-
tradas potenciales).

Prototipado rápido a partir de grandes cantidades de datos. Permite
comprobar, entre otras cosas, qué variables de las muchas que se guar-
dan son realmente relevantes. AIPAKA habilita mecanismos para la
explotación rápida de la información guardada con el fin de resolver
los problemas que se plantean. No se quedará en un marco teórico de
ciclo de trabajo sino que se dan herramientas prácticas para construir
modelos predictivos por Aprendizaje Automático. También se huye
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del mero guardar mucha información porque se puede hacer, cayendo
en una especie de síndrome de Diógenes moderno. Sino que se guar-
da información porque se puede usar para avanzar en los objetivos
planteados por el negocio o por la investigación.

Por otra parte, están las líneas futuras de trabajo surgidas a partir
de las líneas de investigación llevadas a cabo durante la elaboración de esta
tesis, quizás las más interesantes sean las siguientes:

Automatización completa del procedimiento. AIPAKA puede permitir
la creación automática de modelos predictivos a partir de las fuentes de
datos y de los objetivos a alcanzar. Habría que crear un meta-lenguaje
con el que se permitiera definir las diferentes fuentes de datos, tipo de
variables que contienen, y cuál es el objetivo que se quiere conseguir.
A partir de ahí el sistema crearía los modelos que cumplen con el ob-
jetivo marcado usando para ello el Aprendizaje Automático.
Una parte importante de esta automatización es la integración de las
Entradas Potenciales en ella, junto con la capacidad de elegir automá-
ticamente las mejores variables para componer los vectores de entrada
de todas las disponibles.
Algunos avances en este sentido para ir automatizando el proceso ya
se han hecho. Por ejemplo, en los siguientes dos casos:

• Implementación del Razonamiento Basado en Casos. A partir de
los datos usados, el algoritmo distingue si se encuentra ante un
caso de clasificación, o de estimación de valores continuos. Esti-
mando si la salida es una variable discreta, en cuyo caso sería una
clasificación, o es una variable continua, por lo que se trataría de
una predicción; creando en consecuencia el modelo más adecuado.

• Predicción de indicadores a partir de series temporales. Donde
a partir de la serie temporal histórica del indicador que se quie-
re predecir y el horizonte temporal con el adelanto requerido, el
algoritmo de aprendizaje construye la estructura del modelo y
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ajusta los parámetros del mismo. Lo anterior ya se ha implemen-
tado con éxito en alguno caso, por ejemplo, en los de predicción
de la demanda (uno de ellos ha sido la predicción de llamadas
entrantes).

Fase de despliegue. En la figura donde se muestra el esquema de AI-
PAKA, el último nivel o fase, es el de despliegue. Esta fase no ha sido
desarrollada en esta tesis. Se trataría de desplegar los modelos hallados
en producción, interactuando con los sistemas y procesos finales pa-
ra los cuales fueron construidos. O llevarlos a entornos de explotación,
aunque en un principio sólo fueron desarrollados para realizar estudios
experimentales.
En el despliegue es importante tener en cuenta las siguientes cuestio-
nes:

• Independiente de herramientas analíticas que no estén disponi-
bles en los entornos de producción. Los entornos de análisis y
desarrollo de modelos, en una mayoría de casos, son diferentes
a los entornos de producción u operación. Esto genera una serie
de problemáticas a la hora de “extrapolar” modelos obtenidos
por Aprendizaje Automático desde la herramienta analítica usa-
da a producción. En la mayoría de casos, se requiere un análisis
y desarrollos específicos para exportar los modelos al entorno de
producción definitivo.

• Capacidad de comprobar que realmente lo que se ha desplegado
es el mismo modelo creado. Parece una obviedad, pero en muchas
ocasiones es realmente complejo llevarlo a la práctica. Hay que
prever las herramientas de chequeo suficientes para asegurar que
el despliegue ha sido correcto y que los sistemas creados en el
laboratorio son los que realmente se han desplegado.

• Interacción con otros sistemas. Actualmente muy pocas aplica-
ciones trabajan de manera completamente aislada. Normalmente
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necesitan interactuar con otras. En definitiva, se debiera proveer
de interfaces de comunicaciones para poder interconectarse de
manera fácil con otros sistemas. Se ha presentado un caso de có-
mo sistemas basados en modelos predictivos pueden comunicarse
con el resto de aplicaciones clientes y fuentes de datos a través de
unas interfaces web (o usando el término inglés: Web APIs).

• Ajuste en tiempo real. Las realidades modeladas son muy diná-
micas. Ese dinamismo se verá reflejado en los datos, obligando a
los modelos desplegados a ajustarse para seguir manteniendo el
rendimiento original e incluso mejorarlo. No hay que olvidar que
la base es el Aprendizaje Automático, y por tanto hay que llegar
a aprender de las entradas que se están produciendo durante la
operación del sistema.

• Protección de la propiedad intelectual y de los derechos de ex-
plotación. Todo software desplegado en entornos operativos debe
instalarse conociendo cuáles son los requerimientos de uso, inclui-
da la parte legal. Hay que definir si es una licencia, un servicio o
proyecto llave en mano. Según lo anterior, puede tener más o me-
nos connotaciones en el despliegue de los modelos. Por ejemplo,
ante una licencia habría que definir el software licenciado, para
cuántos usuarios o instancias en las máquinas, etc.
Desde el punto de vista de la ciencia tiene poca relevancia más
allá de proteger la propiedad intelectual de los investigadores.

Lenguaje natural. Incorporar análisis provenientes de documentación
o información escritas en lenguaje natural. Yendo más allá de proveer
simplemente una serie de librerías para la Minería de Textos (del tér-
mino inglés Text Mining); llegando a construir los mecanismos para
proveer de una validación adecuada, que mida la bondad de estos mo-
delos. En otras palabras, que se pueda validar el rendimiento de los
reconocedores semánticos construidos. Esto se podría hacer extrapo-
lando los conjuntos de entrenamiento, prueba y nuevo a este contexto,
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creando un corpus de textos previamente etiquetados que posibilite un
entrenamiento supervisado y la medida de la bondad de las conclusio-
nes obtenidas por los modelos de reconocimiento semántico.
Desde otro punto de vista, también podría proveer a AIPAKA de una
interfaz en lenguaje natural, mediante el que iteractuar para facilitar
la creación de los modelos.

Desarrollo de mecanismos de optimización compleja. La idea es desa-
rrollar una capa de optimización transversal a las fases de AIPAKA,
sobre todo a aquellas fases de datos y modelización. Esta capa recibiría
las entradas de los modelos predictivos (modelado) y de los datos; aña-
diendo otras entradas para definir los objetivos que se deben alcanzar
y las restricciones del sistema. Dando como resultado una función de

coste que haya que minimizar (o maximizar), encargándose la optimi-
zación de encontrar una solución óptima que ajuste lo máximo posible
los objetivos, sin violar las restricciones, teniendo en cuenta las predic-
ciones y estimaciones de los modelos, y manteniendo siempre un coste
mínimo.
Las aplicaciones son innumerables, pensemos en algunos de los casos
que hemos visto en el capítulo 4:

• Detección de oportunidades comerciales: cómo se optimizan las
rutas de los comerciales, rentabilidad del cliente y del producto,
optimización de sus procesos productivos, etc.

• Predicción del riesgo, cómo hacemos que el cliente sea lo más ren-
table posible: cuáles son los parámetros óptimos del crédito para
que sea aceptado por el cliente y, a la vez, optimice la rentabilidad
para el banco: tiempo de amortización, intereses, etc.

• Optimización del número de agentes que deben atender las lla-
madas en el CAC o en qué tipos de llamadas o colas serán más
necesarios.

Lo anterior son sólo tres ejemplos de los muchos en los que se podría
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aplicar la optimización. Para que pudiera ser factible esta aplicación
es necesario haber desarrollado mecanismos de paralelización y cálculo
masivo sobre las diferentes técnicas de modelización y optimización en
las que se apoya AIPAKA. Ya que los problemas de optimización son
computacionalmente muy costosos.
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