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Resumen

El andlisis de documentos médicos supone un gran reto a dia de hoy. Exis-
te mucha informacién desestructurada, que dificilmente puede ser analizada.
Es por esto, que una de las tareas de Procesamiento del Lenguaje Natural es
poder ser capaces de extraer las Entidades Nombradas en los textos, asi como
también ciertas relaciones que existen entre éstas, lo que facilita en gran me-
dida el posterior analisis de los datos biomédicos. Para realizar estas tareas
existen modelos avanzados, basados en modelos de lenguaje entrenados con
grandes cantidades de datos. Lo que se propone en este trabajo, es utilizar
modelos transformers junto con modelos de aprendizaje automatico como
SVM o Redes Neuronales para realizar la tarea de extraccién de entidades,
ya sea utilizando modelos previamente entrenados en grandes cantidades de
texto biomédico en espanol, o bien realizando el entrenamiento del modelo a
partir de estos modelos previamente entrenados. Esta tltima aproximacién
ha conseguido superar los resultados de otros sistemas del estado del arte
para la tarea del reconocimiento de entidades. Respecto a la tarea de ex-
traccién de relaciones, se han utilizado también estos modelos transformers
entrenados con texto biomédico en espanol junto con modelos de Redes Neu-
ronales, ademas de utilizar técnicas de aumento de datos como SMOTE-NC
y reduccién de dimensionalidad como LDA, lo que ha dado como resultado

sistemas comparables a los del estado del arte.






Abstract

The analysis of medical documents is a considerable challenge nowadays.
There is a lot of unstructured information. For this reason one of the tasks
of Natural Language Processing is to be able to extract the Named Enti-
ties in the texts, as well as certain relationships that exist between them,
which greatly facilitates the subsequent analysis of biomedical data. To per-
form these tasks, advanced models are available, based on language models
trained on large amounts of data. In this work, we propose to use transfor-
mers models together with machine learning models such as SVM or Neural
Networks to perform the task of entity extraction, either by using models
previously trained on large amounts of biomedical text in Spanish, or by
training the model from these previously trained models, which has mana-
ged to overcome the results of other state-of-the-art systems for the task of
entity recognition. Regarding the relation extraction task, we have also used
these F'1Score models trained with biomedical text in Spanish together with
Neural Network models, in addition to using data augmentation techniques
such as SMOTE-NC and dimensionality reduction such as LDA, which has

resulted in comparable state-of-the-art systems.
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Capitulo 1

Introduccion

1.1. Motivacion

Actualmente nos encontramos en una época en la cual la medicina esta con-
tinuamente desarrollando nuevas técnicas de diagndstico y tratamiento gra-
cias a la tecnologia, lo que permite mejorar la salud general de la poblacion.
Estas técnicas incluyen el uso de tecnologia como escaneres o herramientas
quirdrgicas, pero también software para ayudar y facilitar el trabajo a los
profesionales de la salud. Debido a la gran cantidad de datos que se han digi-
talizado, como por ejemplo, informes, diagnodsticos, historiales, etc., también
se han utilizado multiples técnicas de inteligencia artificial para gestionar y
estructurar esta informacion, asi como también aprovechar ese conocimiento
para la automatizacion de tareas.

Centrandonos en concreto en el drea del Procesamiento del Lenguaje
Natural (PLN), existen muchos retos que llevar a cabo mediante el andlisis
de documentos médicos, tales como la clasificaciéon de documentos, recono-
cimiento de entidades médicas nombradas en el texto, o la extracciéon de
relaciones entre esas Entidades Nombradas (ENs). Un ejemplo de textos eti-
quetados utilizados para el reconocimiento de entidades es el corpus NCBI
Disease Corpus Dogan et al. (2014), que contiene las siguientes entidades:
Mencién compuesta, como por ejemplo: cancer de mama o de ovario (breast
or ovarian cancer); Modificador, como por ejemplo: tumor (tumour); Enfer-
medad especifica, como por ejemplo: hemocromatosis (hemochromatosis), y
por tltimo, Tipo de enfermedad, como por ejemplo tumores (tumours).

Otros corpus muy utilizados son BioCreative II Gene Mention para nom-

bres de genes Smith y Tanabe (2008) y el corpus BioCreative V Chemicals
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Disease Relationship para nombres de enfermedades y sustancias quimicas
Li et al. (2016). Cabe destacar que estos corpus son en inglés, de ahi la
importancia de fomentar el uso de corpus en castellano para este tipo de
tareas.

La recopilacion relaciones entre estas sustancias, enfermedades o enti-
dades de forma general también tiene una importancia significativa para la
investigacién biomédica, pero se ve afectada por su elevado coste en tiempo y
el rapido crecimiento de la literatura biomédica. En los tltimos anos, ha cre-
cido el interés por desarrollar enfoques computacionales para la extraccion
automatica de relaciones quimico-enfermedad, como por ejemplo, la tarea
BioCreative V Chemical Disease Relation (CDR)!, cuyo corpus estd forma-
do por 1500 articulos de PubMed Wei et al. (2016). Dicho corpus, relaciona
enfermedades con quimicos, por ejemplo, en el texto: “Lithium carbonate
may be a factor [...] It also causes neurologic depression, cyanosis [...]”, la
enfermedad cyanosis mantiene relacion con el quimico Lithium carbonate.

Todos estos textos son en lengua inglesa, pero existen también algunos
corpus en castellano, como los utilizados en este trabajo. Por ejemplo, para
la frase “Esta afecta principalmente a las personas mayores de 60 anos”,
encontramos la relacién entre la acciéon “afecta” y el predicado “mayores”,
entre otras.

Reconocer estas entidades y sus relaciones puede facilitar en gran medi-
da el andlisis de los informes médicos, notas, y demas material con el que
trabajan los profesionales de la salud, pudiendo incluso descubrir factores
o relaciones desconocidas hasta la fecha. Asi pues, la motivacién de este
trabajo es resolver un problema de reconocimiento de entidades médicas y
sus relaciones entre si, para textos médicos en castellano, ayudando asi a la
investigacién y mejora de los sistemas de procesamiento de texto biomédico

en espanol.

1.2. Objetivos

En este trabajo, se propone utilizar varios modelos de Machine Learning
y transformers para realizar las tareas de reconocimiento de entidades y
extraccion de relaciones en textos biomédicos en espanol.

A lo largo de la memoria se explicaran cada uno de los modelos propues-

"https://biocreative.bioinformatics.udel.edu/tasks/biocreative-v/track-3-cdr/
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tos y sus resultados, asi como también, las técnicas utilizadas. Por lo tanto,

los objetivos que se busca conseguir con este trabajo son los siguientes:

= Aplicacién de algoritmos de Machine Learning a partir de las carac-
teristicas extraidas de un modelo transformer a las tareas de recono-

cimiento de entidades y extraccién de relaciones.

= Realizar un estudio comparativo entre distintos modelos de transfor-
mers entrenados previamente en textos biomédicos en espanol, y su

eficacia para ambas tareas.

= Ajustar un modelo completo de transformers entrenado previamente
con grandes cantidades de texto, para realizar la tarea de reconoci-

miento de entidades.

= Resolver los problemas encontrados durante el analisis del estado del
arte, tales como el desbalanceo entre las distintas entidades y relaciones
a clasificar. Asi como también se propone el uso de modelos entrenados

con texto biomédico en espanol.

= Evaluar los modelos realizados y su desempeno, y compararlos con los

modelos utilizados por otros sistemas para estas mismas tareas.

= Realizar un buen anélisis de errores, y encontrar puntos de mejora de

cara a futuros trabajos.

1.3. Estructura del documento

Este trabajo se estructura en varios capitulos dedicados a tratar distintos
aspectos del trabajo, dicha estructura se explica a continuacién.

En el capitulo 2, se hace una revision de los trabajos realizados para las
tareas de reconocimiento de entidades y extraccién de relaciones, asi como
también se especifican y explican los modelos y técnicas utilizadas en el
desarrollo de este trabajo, y su posicién en el estado del arte actual. También
se realiza un andlisis critico, detectando posibles problemas a mejorar.

En el capitulo 3, se explica detalladamente la problemaética a resolver, y
se analiza el conjunto de datos con los que se va a trabajar.

En el capitulo 4, se explica la propuesta que se plantea en este trabajo

y se profundiza en los modelos y técnicas utilizadas en la propuesta.
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En el capitulo 5, se indica la metodologia y las métricas de evaluacion
del trabajo, y se presentan los resultados obtenidos, frente a los resultados
de otros investigadores que resolvieron la misma tarea.

En el capitulo 6, se discute y se analiza sobre los resultados obtenidos
en el capitulo 5, se realiza un andlisis de la problematica encontrada, y se
analizan los modelos que mejores resultados han proporcionado.

Por tltimo, en el capitulo 7, se concluyen los resultados del trabajo,

ademds de plantear lineas de trabajo futuro.



Capitulo 2

Estado del arte

Este trabajo involucra varios conceptos sobre inteligencia artificial y diversas
técnicas que se explicaran en este capitulo, introduciendo el Procesamiento
del Lenguaje Natural, asi como también, se describiran las diversas técnicas
que se utilizan en cada etapa del desarrollo de un modelo, fundamentalmente
las utilizadas en este trabajo.

También se dard una visién sobre las técnicas y la evolucién de estos
modelos aplicados en especifico al procesamiento de textos biomédicos, tanto

en inglés como en castellano.

2.1. Aprendizaje automatico

El aprendizaje automatico (Machine Learning en inglés) es un subcampo
de las ciencias de la computacién y una rama de la inteligencia artificial,
cuyo objetivo es desarrollar técnicas que permitan que las computadoras
aprendan’.

La estadistica y el Machine Learning implican el desarrollo o uso de
algoritmos que permitan a un programa inferir patrones sobre datos. Para
el caso del aprendizaje supervisado, los algoritmos realizan estas inferen-
cias generalmente sobre datos de entrenamiento, que a su vez le permiten
“generalizar” y hacer predicciones sobre nuevos datos. Dichos algoritmos se
conocen como “modelos” en Machine Learning. Durante la fase de aprendi-
zaje, los pardmetros numéricos que caracterizan el modelo de un determina-

do algoritmo se calculan optimizando una medida numérica, normalmente

"https://es.wikipedia.org/wiki/Aprendizaje_autom%C3%Altico
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a través de un proceso iterativo Nadkarni et al. (2011).

Por normal general, el aprendizaje se puede dividir en cuatro ramas,
aprendizaje supervisado, no supervisado, semi-supervisado y por refuerzo.
Siendo las dos principales ramas mas utilizadas la supervisada y la no su-
pervisada. En este trabajo se utilizan modelos de aprendizaje supervisado,

por lo que se profundizara mas en este tipo de aprendizaje.

2.1.1. Aprendizaje supervisado

En el aprendizaje supervisado, cada elemento de los datos de entrena-
miento estd etiquetado con la respuesta correcta, por lo que el modelo tiene
que basarse en la informacién obtenida en el entrenamiento para ser capaz
de predecir la etiqueta de salida correctamente. En este tipo de modelos se
corre el riesgo de realizar un sobreajuste en el entrenamiento (over-fitting).
El modelo puede ajustarse a los datos de ejemplo casi a la perfeccién, pero
haciendo malas predicciones para los nuevos casos que no hayan sido vis-
tos anteriormente. Esto se debe a que puede aprender el ruido aleatorio de
los datos de entrenamiento en lugar de sélo sus caracteristicas esenciales y
deseadas Nadkarni et al. (2011).

Para minimizar ese riesgo de sobreajuste se utilizan técnicas como la
validacién cruzada (cross-validation), que divide los datos de ejemplo de
forma aleatoria en conjuntos de entrenamiento y de prueba para validar in-
ternamente las predicciones del modelo. Este proceso de particion de datos,
entrenamiento y validacion se repite a lo largo de varias rondas, y los re-
sultados de la validacion se promedian entre todas estas Refaeilzadeh et al.
(2009).

En esta seccion, se introduciran los modelos utilizados durante el desa-
rrollo del trabajo, mientras que en las secciones 4.2, 4.3 y 4.4 se hablara mas

en detalle de su uso en el mismo.

2.1.1.1. Ma&quinas de Vectores de Soporte

Uno de los modelos de Machine Learning utilizados en este trabajo, son
las Maquinas de Vectores de soporte o Support Vector Machine en inglés
(SVM) Hearst et al. (1998). Este algoritmo se utiliza en clasificacién bina-
ria, y se basa en realizar una separacion lineal de los datos en el espacio,

donde cada clase deberd ser representada a un lado de la frontera de decision,
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si estos son linealmente separables. En caso de que los datos no sean lineal-
mente separables, se deberd aplicar una funciéon kernel Patle y Chouhan
(2013) que proyecte los datos a un espacio en el cual sean linealmente sepa-
rables, generalmente a un espacio de mayores dimensiones. En la Figura 2.1
se puede observar como se realiza una proyeccién de un espacio no lineal-
mente separable de dos dimensiones, a uno de tres dimensiones en el cual

los datos se puedan separar?.

’
5 @
®

Figura 2.1: Proyeccién de un espacio con una funcién kernel.

El algoritmo se compone de dos vectores de soporte, paralelos a dicha
frontera de decision, y el objetivo del algoritmo es maximizar la distancia
entre ambos vectores de soporte, lo que se conoce como margen. Es decir,
se trata de maximizar la distancia entre clases. En la Figura 2.2, se pueden

observar los vectores de soporte que separan ambas clases®.

o

A
2
>

Figura 2.2: Clasificacién binaria con SVM.

2https://numerentur.org/nucleo-kernel-de-las-svm/
3https://en.wikipedia.org/wiki/Support-vector_ machine
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Al tratarse de un algoritmo de clasificacion binaria, si se quisiera aplicar
a un problema con multiples clases, es necesario construir K clasificadores
para separar una clase de todas las demas siguiendo una estrategia one-to-
rest Zhou et al. (2005). En la Figura 2.3 se muestra un ejemplo de aplicar

dicha aproximacién a un conjunto de datos de tres clases’.

x4

X2

Figura 2.3: Clasificacién multiclase one-to-rest con SVM.

Otro enfoque que se puede utilizar es el conocido como one-to-one. En
este enfoque, se genera un hiperplano para separar entre cada dos clases,
ignorando los puntos del resto de clases. Esto significa que la separacion
sélo tiene en cuenta los puntos de las dos clases que se estén dividiendo. En
la Figura 2.4 se muestra la aplicacién de esta técnica con el mismo conjunto

de datos de tres clases que se ha mostrado en la Figura 2.3.

X1

>

X2

Figura 2.4: Clasificacién multiclase one-to-one con SVM.

“https://www.baeldung.com/cs/svm-multiclass-classification
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2.1.1.2. Random Forest

Dentro del Machine Learning, existen una serie de técnicas para tratar
de mejorar el rendimiento de los modelos, una de esas técnicas se conoce
como entrenamiento ensamblado. Dicha técnica consiste en entrenar varios
modelos, y combinar las predicciones de éstos a la hora de dar la prediccion
final. Esta técnica aporta una serie de ventajas respecto al entrenamiento
de un tnico modelo, como por ejemplo, reducir el sobre-ajuste, ya que al
combinar los resultados de varios modelos, se reduce la probabilidad de
error Sagi y Rokach (2018). En este trabajo se ha utilizado el modelo en
ensamblado Random Forest.

Antes de comenzar a explicar este modelo, es necesario introducir el
modelo de Arbol de Decisién. Los drboles de decisién son modelos con es-
tructura de arbol, formados por un nodo raiz, nodos internos y nodos hoja.
Este tipo de estructura permite discriminar los datos entre varios nodos
basandose en las caracteristicas de los datos de entrada Song y Ying (2015).
El modelo selecciona las caracteristicas que utilizar en cada nodo mediante
el algoritmo CART, el cual se basa en la idea de ir dividiendo de manera
consecutiva los datos de entrenamiento en dos grupos, hasta alcanzar una
profundidad méxima, o lograr la méxima pureza de los nodos hoja Loh
(2011).

© T
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Figura 2.5: Arbol de decisién y sus predicciones.

En la Figura 2.5 se puede observar en la parte derecha un ejemplo de
arbol de decisién, y en la parte izquierda las predicciones del mismo para

un determinado conjunto de datos Loh (2011).



10 CAPITULO 2. Estado del arte

El modelo Random Forest Breiman (2001) estd formado por una com-
binaciéon de arboles de decisién, de forma que cada arbol depende de los
valores de un vector aleatorio muestreado independientemente del resto de
arboles, y con la misma distribucién para todos los arboles del bosque. En la
Figura 2.6a se puede ver como se distribuyen los datos de manera aleatoria

entre los distintos drboles que componen el bosque Machado et al. (2015).

o
J:‘;Px

/\\

//O\ /

Tree 1 Tree N @b&

(a) Distribucién de datos en Random Forest. (b) Arquitectura de Random Forest.

Figura 2.6: Distribucién de datos y arquitectura de Random Forest.

Por otro lado, en la Figura 2.6b, se puede observar como el modelo se
compone de varios drboles, entrenados con subconjuntos del conjunto de test,
y a su vez, los resultados proporcionados por estos modelos se combinaran

en un unico resultado Machado et al. (2015).

2.1.1.3. Perceptrén

El modelo Perceptrén Rosenblatt (1958) fue creado baséndose en el fun-
cionamiento de una neurona del cerebro. El modelo mas bésico de Perceptron
seria equivalente a una tunica neurona. El potencial de este modelo es la ca-
pacidad de asociarse con otras neuronas, para formar lo que llamariamos
una Red Neuronal. Las Redes Neuronales (NN) son modelos complejos que
contienen varias capas de neuronas unidas entre si, que se comunican me-
diante las conexiones. Esto se explicard en detalle mas adelante, en la seccion
2.1.1.4.

En la Figura 2.7 se puede observar la arquitectura del modelo Perceptrén,

en este caso para cinco entradas, siendo x; los datos de entrada, y w; los

Majority F;Z;‘é:
o " -

.....
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pesos asociados a cada entrada’.

T o—s Funcién de
activacion

Senales de
entrada

I Y

Salida

Unién
T4 @ sumadora

Iy o—>

Pesos
sindpticos

Figura 2.7: Arquitectura de Perceptréon con cinco senales de entrada.

La forma de aprendizaje de este modelo es mediante la actualizacién de
los pesos de cada dato de entrada, buscando que éstos sean los que consigan
que la salida del algoritmo sea la deseada. La férmula para calcular si un
dato pertenece o no a una clase, se muestra en la ecuacion 2.1, siendo x el
vector de entrada, w el vector de pesos para cada entrada, y uw el umbral,

como un margen para fijar un nivel minimo de actividad de la neurona.

1, Siw-z—u>0
flz) = (2.1)
0, Otro caso.
Existe también un tipo mas avanzado de Perceptron, llamado Perceptrén
multicapa, que combina varias neuronas para obtener un modelo méas com-

plejo. Dicho modelo es la forma mas basica de una Red Neuronal, que se

explicard en detalle en la seccién 2.1.1.4.

2.1.1.4. Aprendizaje profundo

El aprendizaje profundo o Deep Learning (DL) es un érea del Machine
Learning cuya premisa se basa en el uso de un tipo de modelo, las Redes
Neuronales, cuyo comportamiento se asemeja al del cerebro humano. La
arquitectura del modelo se basa en una serie de unidades, llamadas neuronas,

conectadas entre si a lo largo de varias capas, una de entrada de datos,

Shttps://es.wikipedia.org/wiki/PerceptrC3%B3n
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otra de salida, y una o varias intermedias, llamadas capas ocultas. Dichas
neuronas cuentan con la arquitectura del modelo Perceptrén. En la Figura

2.8 se muestra un esquema de una Red Neuronal®.

Cada neurona, se conecta una a otra y tiene un peso y un sesgo asociado.
Ademas, se utiliza una funcién de activacién que crea un umbral determi-
nado para cada neurona; si la salida de dicha neurona estd por encima del
valor umbral, ésta se activa, enviando datos a la siguiente capa de la red,
de lo contrario, no se envian los datos. El aprendizaje consiste en encontrar
pesos y sesgos que hagan que la Red Neuronal muestre el comportamiento
deseado Schmidhuber (2015).

Deep neural network
Input layer Multiple hidden layers Output layer

Figura 2.8: Arquitectura de una Red Neuronal.

Una de las principales diferencias entre el Machine Learning (ML) y el
Deep Learning (DL), es que los algoritmos de ML necesitan recibir como en-
trada vectores de caracteristicas numéricas extraidas previamente mediante
otras técnicas de extraccién de caracteristicas, como se hablara en la seccién
2.2.2. Sin embargo, los modelos de DL son capaces de calcular en el propio
modelo las caracteristicas de los datos que sean Optimas para el modelo.
Ademsds de esto, se pueden optimizar esas caracteristicas mediante el propio
proceso de aprendizaje de la red. En la Figura 2.9 se puede observar dicha
diferencia Khan et al. (2021).

Shttps://www.ibm.com/cl-es/cloud/learn/neural-networks
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I MACHINE LEARNING

N
" a—>® —Jp Disease Detected
L Disease not Detected
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INPUT FEATURE EXTRACTION  CLASSIFICATION QUTPUT

DEEP LEARNING
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Figura 2.9: Diferencias entre el Machine Learning y el Deep Learning.

La forma mas comiin de aprendizaje de las Redes Neuronales, es el algo-
ritmo de Backpropagation, el cual se utiliza para regular el peso y el sesgo de
cada neurona de la capa. Dicho algoritmo, se basa en una funcién de coste
que recoge el valor de salida de la neurona y calcula cuan distinto es al valor
de salida esperado (lo que se denomina la pérdida o loss); y en una funcién
de optimizacién, que se basa en la funcién de coste, para actualizar el valor
del peso y el sesgo. En la ecuacién 2.2 se puede observar la formula que cal-
cula la salida de la j-ésima neurona de la i-ésima capa de la Red Neuronal,

siendo w y b, el peso (weight) y el sesgo (bias), y z la salida asociada a esa

neurona7 .

A1 = wlle 4ol (2.2)

El proceso de BackPropagation tiene dos fases: la primera, propagacién
hacia delante (forward propagation), donde la senal de entrada es propagada
desde la capa de entrada, hasta la capa de salida, donde el valor de los
pesos y el sesgo se mantiene constante. La segunda, propagacion hacia atras
(backward propagation), utiliza la funcién de coste para calcular las pérdidas,
y dicha pérdida se propaga desde la capa de salida hasta la capa de entrada,
donde los pesos y sesgos se regulan mediante el calculo de la funcién de

optimizacion, para ello, se calcula la derivada parcial de la funcién de coste

"https://stanford.edu/~shervine/teaching/cs-229/cheatsheet-deep-learning
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para el pardmetro 6 (peso y sesgo), tal y como se muestra en la ecuacién 2.3,
siendo a el resultado de aplicar a z la funcién de activacién de la neurona®.
Este proceso se repite hasta que el modelo es capaz de devolver la salida

deseada Li et al. (2012).

OL(zy) _OL(sy) 0a 02
20  Oa o0 00

Las funciones de coste pueden variar segin el modelo, se calculan en base

(2.3)

a una funcién de pérdida. En la Figura 2.10 se pueden observar los ejemplos
més comunes de funciones de pérdidas’. En la ecuacién 2.4 se muestra la
funcién de coste .J () en funcién de la ecuacién de pérdida L(59, y), siendo
6 los parametros del modelo (peso y sesgo), hg(z®) y §@ la prediccién del

modelo para el dato de entrada (¥, y y(® la salida real para dicho dato de

entrada’.

Least squared error Logistic loss Hinge loss Cross-entropy

1 . = [wlog(z) + (1 - y)10g(1 -

5= log(1 + exp(yz)) max(0, 1 yz) ‘ ]
.uzl—l ,u:l—l !/I=U i
+ + ! :_, :\1
yeR y=1 y=1 0 y=1

Linear regression Logistic regression SVM Neural Network

Figura 2.10: Funciones de pérdida.

m

J(0) = L(hg(2'),y@) (2.4)

i=1
Por otra parte, como funcién de optimizacion la mas utilizada es el Gra-
diente Descendente, el cual actualiza los pesos y el umbral en funcién del
valor obtenido en la funcién de coste y un factor de aprendizaje, dicha férmu-
la se muestra en la ecuacién 2.5, siendo « el factor de aprendizaje, que sirve

para determinar cuanto se actualiza el pardmetro®.

8https://stanford.edu/~shervine/teaching/cs-229/cheatsheet-deep-learning
“https://stanford.edu/~shervine/teaching/cs-229/cheatsheet-supervised
-learning
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OL(z,y
0=0-— oz((%) (2.5)
En este trabajo se han aplicado modelos basados en Redes Neuronales,
debido a que funcionan especialmente bien para las tareas de PLN, dichos
modelos son versiones més complejas de esta misma arquitectura, que se

explican a continuacion.

» Redes Neuronales Convolucionales (CNN) LeCun et al. (1998):
son redes enfocadas a la extraccion de caracteristicas invariantes dentro
del texto. Este tipo de redes son més utilizadas en modelos de image-
nes, ya que fueron disenadas para lidiar con datos de 2 dimensiones,
pero también se han desarrollado bastante en el area de PLN. Presen-
tan una organizacién jerarquica, localidad e invariacién espacial (los
objetos se detectan aunque estén rotados, escalados o transformados).
La arquitectura de las CNN se basa en 3 tipos de capas distintas:
la capa de entrada, que recibe un mapa de caracteristicas, general-
mente de 2 dimensiones; la capa de convolucién, que principalmente
se compone de un kernel (nicleo) que se desplaza sobre los datos de
entrada, calculando el producto escalar y extrayendo de esta manera
un mapa de caracteristicas, los coeficientes de cada kernel se apren-
den durante el entrenamiento gracias al descenso del gradiente y al
algoritmo de backpropagation. Mientras que una capa densa captura
patrones y caracteristicas globales, una convolucional captura patrones
y caracteristicas locales. Por ultimo, la capa de pooling, cuyo objetivo
fundamental es reducir el nimero de caracteristicas utilizadas, para
ello, realiza operaciones que utilizan ventanas para agrupar valores de
la entrada, ya sea tomando el valor maximo (Maz Pooling, utilizada
generalmente) o el valor medio (Average Pooling). En la Figura 2.11a,

se puede observar su arquitectura Yin et al. (2017).

» Redes Neuronales Recurrentes (RNN) Elman (1990): éstas redes
estdn enfocadas en extraer informacién de datos a lo largo del tiem-
po. Su arquitectura permite a las capas procesar tanto la informacién
actual, como la informacién anterior, de esa forma se tiene una con-
cepcién del contexto y el histérico de los datos. Esta aproximacién es
ampliamente utilizada para PLN por su naturaleza secuencial. Los pri-

meros modelos de RNN tenian un inconveniente conocido, aplicados a
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largas cadenas de texto el significado del contexto se perdia debido a
que el gradiente se va desvaneciendo a valores muy pequenos, impidien-
do eficazmente el peso de cambiar su valor, lo que puede impedir que la
Red Neuronal contintie su entrenamiento. Este problema es conocido
como el problema de desvanecimiento de gradiente ( Vanish Gradient).
Por este motivo, existen modelos de RNN que resuelven este problema:
Long Short-Term Memory (LSTM) Hochreiter y Schmidhuber (1997)
y Gated Recurrent Unit (GRU) Cho et al. (2014), los cuales tienen
neuronas mas complejas, con mayor nimero de puertas, encargadas
de seleccionar la informacién que se mantiene y se traslada a la si-
guiente capa. Dichas arquitecturas se pueden ver en la Figura 2.11b y
¢, siendo r y f las puertas que indican el reseteo de la secuencia, y z

la capa que indica cuanta informacién o qué informacién se mantiene.

h
Max-Pooling ; —of
Layer — — C N L —
h —Z—) p -.I\ff
L_| E L] L - L
-Z 1t
TV - f"\ — — ‘\_I_ —
Convolution T s q 3
Layer LW L L | LI L_|
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input X X
(a) CNN (b) GRU (c) LSTM

Figura 2.11: Arquitectura de las 3 Redes Neuronales més utilizadas.

2.1.1.5. Transformers

Los modelos de transformers Vaswani et al. (2017) son modelos de apren-

dizaje profundo que incorporan un mecanismo de atenciéon denominado self-

attention, que permite atender a distintos elementos de una secuencia sin

que tengan que atravesar procesamientos intermedios, tal y como se hace en

las RNN. La Figura 2.12 muestra la arquitectura del Transformer, siendo la

parte izquierda del modelo lo que se denomina encoder, y la parte derecha
el decoder Vaswani et al. (2017).

Dichas partes se pueden utilizar de distintas maneras, usando de forma

aislada cualquiera de las partes, o ambas en conjunto, debido a ello, exis-
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ten tres tipos de modelos que utilizan la arquitectura del transfomer. Los
modelos que utilizan ambas partes son conocidos como modelos sequence-
to-sequence, el mas utilizado es el TH Raffel et al. (2020) sobre todo para
tareas de traduccién. Los modelos auto-regresivos o generadores, solamen-
te hacen uso de la parte del decoder, siendo GPT el més conocido Radford
et al. (2018). Por tltimo, los modelos auto-regresivos o discriminativos hacen
uso exclusivo del encoder, siendo Bidireccional Representations from Trans-
formers (BERT) Devlin et al. (2018) el modelo més comtin. En secciones
posteriores (4.3.4 y 4.3.5) se explicard mas en detalle la variedad de modelos

de encoder utilizados tanto de forma general, como en este trabajo.

Output
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Figura 2.12: Arquitectura del Transformer.

El encoder recibe la secuencia de entrada y genera una representacion
de alto nivel de dicha entrada que puede ser usada tanto por el decoder
como por capas adicionales para realizar distintos tipos de tareas (clasifica-
cién, prediccion, entre otras). Por otra parte, el decoder utiliza la salida del
encoder y otras entradas para generar una salida. Con el mecanismo de self-
attention que usan los transformers, la representacién de cada elemento a la

entrada depende de los demds elementos, dando lugar a una representacion
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contextualizada. En la ecuacién 2.6 se muestra la funcion de atencion.

, QKT
Attention(Q, K,V) = softmax(ﬁ)v (2.6)
K

La funcién de atencién estd formada por una consulta () y un conjunto
de pares clave-valor como salida. La consulta () representa el vector de una
palabra, las claves K son el resto de palabras de la secuencia, de dimensién
di v V el valor vectorial de la palabra que se procesa en ese instante. En
otras palabras, en este mecanismo de atencién el vector de resultante se
calcula como una suma ponderada de los valores, donde el peso asignado a
cada valor se calcula mediante una especie de “funcién de compatibilidad”
de la consulta con la clave correspondiente.

Respecto a la funcién de auto-atencion o self-attention, esta varia cier-
tamente de la atencién convencional. La diferencia es que los vectores @,
K y V no son los vectores de entrada originales, si no una transformacion
de éstos, Wq, Wi, Wy . La transformaciéon es simplemente una multiplica-
cién matricial entre los vectores de entrada y las matrices de transformacion
correspondientes. La razén de hacer esto, es que si no transformamos los
vectores de entrada, el producto escalar para calcular el peso del valor de
cada entrada siempre dard una puntuacién de peso maxima para el propio
token de entrada. En otras palabras, cuando calculamos los n pesos de aten-
cién (j para j = 1,2,...,n) para el token de entrada en la posicién i, el peso
en i (j == i) es siempre mayor que los otros pesos en j = 1,2,...,n(j <> 1i).
Este puede no ser conveniente. Por ejemplo, para el token del pronombre,
necesitamos que atienda a su referente, no al propio token del pronombre.

Ademaés de este motivo, también es posible que la transformacién pro-
duzca mejores representaciones para la los vectores ), K y V. Los pesos
de las matrices de transformacién se entrenan a medida que se realiza el
entrenamiento del modelo.

La mayoria de modelos actuales utiliza lo que se conoce como multi-head
attention, lo cual se basa en anadir varias unidades de self-attention, que en
lugar de ejecutar una funcién de atencion sola cada vez, proyecta Q, K y V
a varios espacios lineales para realizar la funcién de atencién en paralelo en
cada uno de ellos, produciendo asi vectores de salida de dimensién dy que
posteriormente se concatenan.

Al tener varias capas de atencién tendremos varias matrices de pesos

Wgq, Wk y Wy. Cada conjunto de matrices se inicializa de forma aleato-
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ria y después del entrenamiento, cada conjunto de matrices se utiliza para
proyectar los vectores de entrada en un subespacio diferente. Esto permite
al modelo que preste atencidon conjuntamente a informacién de representa-
ciones sobre diferentes subespacios y posiciones, lo cual permite generalizar

mejor Garcia Garcia (2021).

2.1.2. Aprendizaje no supervisado

En el aprendizaje no supervisado, no se tiene informacién sobre la salida
correcta correspondiente con los datos que se tiene, por lo que el proceso de
aprendizaje trata de reconocer patrones autométicamente, aplicando varios
tipos de inferencia.

Las tareas que llevan a cabo los modelos de aprendizaje no supervisado
suelen basarse en agrupacién o asociacién. La agrupacién (clustering), es un
proceso por el cual se agrupan los datos basdndose en la similitud que tengan
entre si en base a diferentes criterios de similitud, tratando que los datos de
cada grupo (cluster) sean lo mas parecidos entre si, y lo mas distintos a los

miembros del resto de grupos Sharma et al. (2020).

2.1.3. Aprendizaje semi-supervisado

En el aprendizaje semi-supervisado se trata de aprender en presencia
de datos etiquetados y no etiquetados. Tradicionalmente, el aprendizaje se
ha estudiado en el paradigma no supervisado, en el que todos los datos
estan sin etiquetar, o en el paradigma supervisado, en el que todos los datos
estan etiquetados. El objetivo del aprendizaje semi-supervisado es entender
c6mo la combinacion de datos etiquetados y no etiquetados puede cambiar el
comportamiento del aprendizaje, y disenar algoritmos que aprovechen dicha
combinacién.

A su vez, el aprendizaje semi-supervisado se puede utilizar principal-
mente en tres tareas, clasificacion, regresiéon y agrupamiento. Los modelos
de clasificacién y regresion son entrenados tanto con datos etiquetados como
no etiquetados, esperando asi mejorar los resultados de los modelos supervi-
sados. Por otro lado, los modelos de agrupamiento o clustering se entrenan
con los datos no etiquetados y aportando informacion al modelo con los
datos etiquetados, mejorando asi las divisiones entre los distintos clusters
Yang et al. (2022).
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El aprendizaje semi-supervisado es de gran interés en el aprendizaje au-
tomatico y la mineria de datos porque puede utilizar datos no etiquetados
facilmente disponibles para mejorar las tareas de aprendizaje supervisado
cuando los datos etiquetados son escasos o caros. Algunos ejemplos de mo-
delos semi-supervisados son los modelos de autoentrenamiento, los modelos

de mezcla y el coentrenamiento Zhu y Goldberg (2009).

2.1.4. Aprendizaje por refuerzo

El aprendizaje por refuerzo se inspira en la psicologia conductivista, que
permite determinar qué acciones debe escoger el modelo en un entorno dado,
con el objetivo de conseguir una “recompensa’ o premio de algtn tipo.

Este tipo de modelos se utiliza principalmente en teoria de juegos u
optimizacion, para tratar de encontrar la decisién o decisiones éptimas a un
problema en base a las recompensas obtenidas para cada decisién tomada,
buscando maximizar dichas recompensas Sutton y Barto (2018).

Los problemas més destacados del Procesamiento del Lenguaje Natural
para este tipo de algoritmos son el analisis sintactico, la comprensién del
lenguaje, los sistemas de generacién de textos, la traduccién automatica y

los sistemas conversacionales Uc-Cetina et al. (2022).

2.2. Procesamiento del Lenguaje Natural

La informacién no estructurada digitalizada ha sufrido un gran aumento en
los ultimos anos en volumen, accesibilidad y relevancia debido a la revolucién
digital de este siglo. Actualmente se han digitalizado millones de documentos
de todos los tipos, generando un volumen de datos inmenso.

En esencia, el Procesamiento del Lenguaje Natural es una disciplina
en la que converge la Inteligencia Artificial, el aprendizaje automatico y
la lingiiistica computacional. Esta disciplina, trata de hacer entender a las
computadoras el lenguaje humano, basdndose en establecer una comunica-
ci6on humano-maquina Khurana et al. (2017). La mineria de textos (text
mining) o el PLN, presentan una serie de aproximaciones capaces de ex-
plorar grandes cantidades de informacion textual de una manera eficiente,
permitiendo que los investigadores obtengan interpretaciones realistas de los
datos Antons et al. (2020). El proceso de anélisis de textos se puede dividir

en un conjunto de fases secuenciales, las cuales se muestran en la Figura
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2.13 Antons et al. (2020).
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Figura 2.13: Procesos y técnicas de mineria de textos.

La fase inicial, es la recoleccién de los datos que se van a utilizar y habi-
tualmente dichos datos son extraidos de paginas web, redes sociales, revistas,
articulos y libros. Para el caso de los textos biomédicos, la mayor parte de los
datos son extraidos de articulos o abstracts cientificos, o informes médicos.
La segunda fase, es el preprocesamiento del texto obtenido mediante técnicas
de procesamiento del lenguaje, que se explicaran en la seccion 2.2.1; dicho
proceso esta dividido en dos partes principales, el preproceso de los datos y
la extraccién de caracteristicas Naseem et al. (2021). La tercera fase, es el
andlisis del contenido, en el cual se introducen dichas caracteristicas al mo-
delo apropiado de Machine Learning, tal y como se introdujo en la seccion

2.1. Por ultimo, se integran los resultados del estudio en el 4rea interesada.

2.2.1. Preprocesado de los datos textuales

Los modelos utilizados para el PLN, requieren que los datos de entra-
da introducidos hayan sido tratados y representados previamente de forma
numérica. Por esta razon, es vital realizar un preprocesado del conjunto de
datos textuales a utilizar y, posteriormente, realizar una representacién de
dichos datos o una extraccién de caracteristicas, generalmente a un espacio
vectorial de diversas dimensiones.

Los datos textuales utilizados para los modelos generalmente contienen
lenguaje informal, como abreviaciones, signos de puntuacién o errores or-
tograficos. Este tipo de imperfecciones del lenguaje pueden causar ruido,

por lo que es importante aplicar ciertas técnicas de preprocesado de datos y
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hacer lo posible por mitigar o reducir dicho ruido. El texto a su vez puede
verse como una coleccién de documentos, frases, palabras o incluso caracte-
res, segin lo que sea mas interesante para el modelo en cuestion, segun el
tipo de informacién que se quiera extraer.

El primer paso para entrenar un modelo de PLN es convertir los datos
a un lenguaje que entienda la maquina. Los datasets de texto usualmente
contienen palabras sin significado, signos de puntuacion, errores ortografi-
cos, etc., lo que puede producir un empeoramiento de la efectividad del
modelo. Por ello, existen una serie de técnicas que se suelen aplicar para el

preprocesado del texto:

s Tokenizacion: se trata de un proceso por el cual se transforma el tex-
to en tokens. Los tokens pueden ser frases, palabras o incluso simbo-
los, son pequenas unidades de significado textual. Generalmente es el
primer paso del preprocesamiento Giachanou et al. (2017) y se suele

aplicar para dividir el texto en palabras.

= Reemplazo de caracteres: en los datos textuales habitualmente se
utilizan abreviaturas o acrénimos, que pueden ser confusos para el

modelo, por lo que si es posible se reemplazan por la forma larga.

= Correccién de ortografia: existe la posibilidad de que el texto uti-
lizado contenga errores de ortografia, por lo que existen herramientas
para corregir estos errores y que el modelo no interprete estas palabras
como distintas. Una de estas herramientas es la librerfa Textblob!?, en
Python.

= Eliminacion de stop-words: en el lenguaje existen palabras que no
aportan significado a la frase, sélo sirven como nexo entre los sus-
tantivos o verbos, dichas palabras son las preposiciones, conjunciones,
articulos, etc. Son muy frecuentes en el texto y no sirven de ayuda a los
modelos de clasificacién, por lo que usualmente se eliminan. Existen
diversas herramientas para ello, como por ejemplo Natural Language

Toolkit!! o scikit-learn'?, ambas librerfas en Python.

» Stemming: una palabra puede tener diversas formas (prefijos, sufijos,

tiempos verbales, etc), sin embargo su significado raiz sigue siendo el

Ohttps://textblob.readthedocs.io/en/dev/
Uhttps://www.nltk.org/
2https://scikit-learn.org/stable/
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https://scikit-learn.org/stable/
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mismo, por lo que usualmente se sustituyen estas palabras por su lexe-
ma, o raiz, con el fin de que las variaciones de las palabras no interfieran
en el significado Mejova y Srinivasan (2011). Existen distintos algorit-
mos para realizar el stemming, como el algoritmo de Porter Willett
(2006), de Lancaster o Snowball.

= Lematizacién: un proceso parecido al Stemming, pero en este caso
las palabras no se “cortan” por la raiz, si no que se traducen a su
forma base, lo que supone un aumento de la complejidad de la técnica.
Esta lematizacién se puede aplicar utilizando bases de datos léxicas,

t'3, que contiene palabras y sus relaciona-

como por ejemplo, WordNe
das léxicas y seméanticas. Dicha técnica se puede aplicar también con

las herramientas vistas anteriormente (NLTK y Textblob, entre otras).

» Part of Speech Tagging (POS) o Etiquetado de parte del dis-
curso: se trata de una técnica para etiquetar a las palabras con sus
categorias gramaticales, lo que en ocasiones puede facilitar el entrena-

miento del modelo.

Las técnicas de preprocesamiento que se han utilizado en este trabajo se

detallardan mas adelante, en la seccién 4.3.1.

2.2.2. Extraccion de caracteristicas

La extraccién de caracteristicas es el proceso mediante el cual se trans-
forma el texto previamente preprocesado en informacion que el modelo de
Machine Learning pueda entender, para ello existen diversas aproximacio-
nes. Algunas de ellas utilizadas durante el desarrollo de este trabajo y se

muestran a continuacién:

= Representacion categorica. En las formas més basicas de represen-
tacion, se representan las palabras mediante un vector con valores 1s 6
0s, como por ejemplo en los modelos one-hot enconding y Bag-of-words
(BoW).

e One-hot enconding: en este modelo cada palabra del vocabulario
esta representada mediante un vector del tamafio del vocabulario,
donde todos los elementos tienen un valor de 0, a excepcion del

elemento que representa dicha palabra, cuyo valor es 1.

Bhttps://wordnet.princeton.edu/
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e Bag-of-words: este modelo es una extension de One-hot encon-
ding, en el cual se pueden representar grupos de palabras, o frases
realizando una combinacion de los one-hot vectors de las palabras
que lo forman. En la Figura 2.14 Naseem et al. (2021) se muestra
un ejemplo de dichas representaciones. Cabe destacar que am-

bos modelos ignoran las relaciones sintdcticas y seménticas entre

Worl
Hello—\

'Hello' [1, 0, 0]
"World' [0, 1, 0]

palabras.

'Hello World' = [1, 1, 0]

Figura 2.14: Ejemplo de one-hot enconding y Bag-of-words.

= Representacion frecuencial. La siguiente forma a nivel de comple-

jidad son las representaciones frecuenciales. La mds comun es Term
Frequency-Inverse Document Frequency (TF-IDF) Willett (1988), la
cual se utiliza para representar las palabras basdndose en su frecuen-
cia de aparacion en los documentos, pero reduciendo el efecto de las
palabras muy comunes, como conjunciones, preposiciones, etc, y dan-
do valor a las palabras poco frecuentes. La funcién de calculo de dicha
representacién se muestra en la ecuacion 2.7, siendo t los términos, d
cada documento, D la coleccién de documentos, y df; la suma de los

documentos que contienen el término i Naseem et al. (2021).

TF —IDF(t,d,D) =TF\(t,d) x log(;;t) (2.7)
La funcién TF se muestra en la ecuacion 2.8, siendo fd; y fd; la
frecuencia del término ¢ e ¢ en el documento d, respectivamente, y
Ty el nimero de términos del documento d. De esta forma se calcula
el peso del término t en el documento d, mediante la division de las
veces que éste aparece en el documento entre las palabras totales del

mismol4.

Yhttps://es.wikipedia.org/wiki/Tf-idf
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fdi

TF(t,d) = Z%Fio Td

(2.8)

Sin embargo, todas estas formas de representacion no son capaces de
representar y capturar la sintaxis y semantica de las palabras, y co-
mienzan a tener problemas cuando se trata de grandes cantidades de
datos, debido a que las representaciones son proporcionales al tamano
del vocabulario, llegando a tener vectores de miles de dimensiones.
Por ello, es necesario desarrollar modelos que sean capaces de repre-
sentar dicho significado semantico, ademas de hacerlo para espacios de

representacion mas reducidos.

= Representacion continua de palabras. En el drea del procesamien-
to del lenguaje, se crearon modelos de aprendizaje no supervisado para
representar el significado textual en base a la seméantica y el contexto
de las palabras, como los modelos de Word Embeddings, un método
de aprendizaje que extrae las caracteristicas del texto, mapeando las
palabras a un vector de N dimensiones. Para ello, existen diversos

algoritmos, principalmente tres: Word2Vec, GloVe y FastText.

o Word2Vec Mikolov et al. (2013b): es un modelo de Redes Neuro-
nales que genera un vector para cada palabra, para ello, se sirve
principalmente de dos algoritmos distintos para tratar de captar
el significado seméntico de cada palabra. El primer algoritmo,
Continuous Bag of Words (CBOW), trata de predecir una pa-
labra en funcién de su contexto, representando a cada palabra
como una combinacién de las palabras de su alrededor, asi, pa-
labras utilizadas en contextos similares tienen representaciones
similares y cercanas en el espacio. El segundo algoritmo es Skip-
Gram, funciona de la forma opuesta, el cual trata de predecir el

contexto a raiz de una palabra central.

El modelo CBOW es mas rapido y suele ser mejor para grandes
conjuntos de datos, mientras que Skip-Gram suele ser mejor para
conjuntos mas pequenos, y en la representacion de palabras poco
frecuentes. En la Figura 2.15 se pueden observar ambas arquitec-
turas Mikolov et al. (2013a).
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INPUT PROJECTION OUTPUT INPUT PROJECTION ~ OUTPUT
w(t-2) wi(t-2)
w(t-1) wit-1)

SUM /
—_— w(t) w(t) '—r‘
wit+1) \\ wi(t+1)
w(t+2) w(t+2)

cBOw Skip-gram
Figura 2.15: Arquitectura CBOW y Skip-Gram.

Este modelo de representacion puede entrenarse directamente con
un conjunto de datos, o bien puede utilizarse un modelo previa-
mente entrenado con un conjunto de datos similar, mucho mas
grande que el que se va a utilizar. Esto permite obtener una re-

presentacién mejor, y mas precisa de las palabras.

e Global Vectors (GloVe) Pennington et al. (2014): este modelo se
basa en las ocurrencias de una palabra en el corpus, en primer
lugar creando la matriz de co-ocurrencias del corpus, para pos-
teriormente realizar una factorizacién para obtener los vectores
N-dimensionales que representardan a cada palabra. Sin embargo,
tanto GloVe como Word2Vec no son capaces de representar a pa-
labras fuera del vocabulario (OOV en inglés) con el que fueron

entrenados los modelos.

e FastText Bojanowski et al. (2017): es un modelo basado en CBOW,
que también se entrena mediante una Red Neuronal. A diferencia
de los dos modelos anteriores, este modelo preprocesa las pala-
bras, dividiéndolas en n-gramas en lugar de utilizar la palabra
completa. Este modelo proporciona muy buenos resultados para
el caso de palabras raras, y reduce el tiempo de entrenamiento del
modelo Word2Vec, ademéas de poder representar palabras OOV.
En este trabajo se utiliza un modelo preentrenado de FastText,

que se explicara en la seccién correspondiente 4.3.3.2.
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= Representacion contextual. En la representacién continua, se gene-
ran los vectores de palabras de forma estatica, basdndose en el contexto
global de la palabra, generando una sola representacién de esa palabra.
Esto puede provocar un problema a la hora de representar palabras
polisémicas, ya que todos los significados de esa palabra tendrian la
misma representacién, y ademds ésta seria una mezcla de todos los dis-
tintos contextos en los que aparece, lo cual no parece ser muy buena

forma de representar su significado.

Dadas estas limitaciones, se ha tratado de crear embeddings dependien-
tes del contexto de la palabra para asi tener mejores representaciones
de éstas. Los modelos mas comunes son ELMo Peters et al. (2018),
BERT Devlin et al. (2018) y GPT-2 Radford et al. (2019). Estos mo-
delos de lenguaje son capaces de generar representaciones para cada
palabra dado un contexto, pero esa misma palabra dentro de otro con-
texto tendria otra representacién distinta, ajustada a dicho contexto.
El éxito de este enfoque sugiere que estas representaciones capturan
propiedades altamente transferibles y agndsticas del lenguaje Ethaya-
rajh (2019). En la Figura 77 se puede observar como se representarian
distintos vectores para la palabra ratén (mouse) en los distintos con-

textos donde esta adopta varios significados'®.

fast-moving mouse ...
click on the mouse ...

cheese-loving mouse ..

Figura 2.16: Distintas representaciones para palabra polisémica mouse.

2.2.3. Procesamiento del lenguaje en textos biomédicos

Como la mayoria de los descubrimientos biomédicos se comunican en pu-
blicaciones académicas, encontrar y leer informacién relevante en la literatu-
ra es esencial para cualquier investigador en ciencias de la salud. Ademas de

la literatura cientifica, también es importante estudiar y extraer informacion

Ynttps://ai.stanford.edu/blog/contextual/
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sobre la historia clinica electrénica, la cual es generada en las instituciones

sanitarias con respecto a la atencién a los pacientes.

Por este motivo, la investigacién en PLN biomédica ha aumentado enor-
memente en los tltimos 30 anos. Se ha convertido en una actividad destacada
debido a la necesidad critica de aprovechar la cantidad de informacién en
textos relacionados con la investigacién biomédica y la atencién clinica, asi
como también la informacion relacionada con la salud en Internet, y la nece-
sidad de utilizar la informacion para aplicaciones relacionadas con muchas
facetas de la salud Friedman et al. (2013).

Dado que las publicaciones académicas, los historiales, informes y notas
clinicas son contenido textual, el procesamiento del lenguaje natural adquie-
re cada vez més importancia en la investigacién biomédica, ya que puede
facilitar en gran medida la productividad de la investigacién al extraer in-
formacion clave del texto libre y convertirla en conocimiento estructurado
para la comprension humana. Desde finales de la década de 1990, la cola-
boracién interdisciplinaria entre las comunidades de PLN y biomédica se ha
hecho més comin, formando una nueva area de investigacién conocida como
procesamiento de lenguaje natural biomédico (BioPLN), con el objetivo de
desarrollar métodos de PLN para varios tipos de aplicaciones biomédicas
Huang y Lu (2016).

Para ello, los desarrolladores de BioPLN incorporan tecnologias de ex-
traccién de informacién (IE), como por ejemplo, extraccién de eventos o
extraccién de entidad-relacién, para identificar el segmento de texto que
puede representar un foco de informacién objetivo. El foco puede ser una
interaccion entidad-entidad, por ejemplo, la interaccién farmaco-farmaco o
DDI Segura-Bedmar et al. (2011), la interaccién proteina-proteina o PPI
Krallinger et al. (2008), o la relacién entidad-entidad, como la relacién entre

genes Nédellec (2005), entre otras.

Por ello, nace la necesidad de desarrollar nuevos paradigmas de PLN
que involucren e integren estadistica, conocimiento lingiiistico, conocimiento
especifico e inteligencia artificial del &mbito biomédico y clinico, tal y como

se muestra en la Figura 2.17 Friedman et al. (2013).
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Text
Carpora for training Methods
Domain model —_ Tools
Domain knowledge —~ Systems
Linguistic knowledge J

Structured data — Applications

Figura 2.17: Aspectos de un sistema PLN.

A pesar de contar con una gran cantidad de texto con el que se pue-
de trabajar, la dificultad de la aplicacién de los algoritmos de aprendizaje
supervisado reside en la inaccesibilidad a gran cantidad de corpus clinicos
anénimos, lo cual es necesario para el desarrollo y la evaluacién de siste-
mas de PLN Friedman et al. (2013). Este problema, es el principal cuello
de botella en cuanto al desarrollo del BioPLN se refiere. El acceso a notas e
historiales clinicos es limitado, debido a las politicas de proteccién de datos
y confidencialidad con los pacientes. Por lo general, sélo los investigadores
afiliados con un centro médico pueden acceder a la informacién clinica con
aprobacién institucional, pero dichos documentos no pueden ser compartidos
a la comunidad de PLN a menos que éstos estén anonimizados y se hayan
establecido acuerdos de uso de datos. Para la anonimizacion existen modelos
como MITRE Identification Scrubber Toolkit (MIST) Aberdeen et al. (2010),
que se encargan de detectar informacién sensible en los informes médicos.

Respecto a textos en espanol existe una campana de evaluacion de sis-
temas de anonimizacién, MEDDOCAN: Medical Document Anonymization
Track %, que cuenta con un corpus de 1000 casos clinicos seleccionados ma-
nualmente. Dicha tarea se estructurd en base a dos subtareas, la primera fue
el reconocimiento de entidades, y la segunda la deteccion de partes sensibles
en el texto.

Otro problema que existe es la dificultad de obtener grandes cantidades
de datos médicos etiquetados, debido al alto coste que esto supone. Por este
motivo, es importante explorar otras técnicas como el Transfer Learning, que
permite utilizar el conocimiento aprendido por un modelo en otro modelo,
para asi mejorar los resultados sin la necesidad de entrenar un nuevo modelo

con grandes cantidades de datos. Por ejemplo, algunos investigadores reali-

https://temu.bsc.es/meddocan/
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zaron un entrenamiento de un modelo lingliistico y transfirieron sus pesos
para preentrenar un modelo de NER biomédico con la misma arquitectura,
lo que obtuvo buenos resultados Sachan et al. (2018).

Con el fin de facilitar la tarea de obtenciéon de documentos, existen ba-
ses de datos médicas dedicadas a publicar informacién clinica, como citas o
abstracts de articulos de la literatura biomédica, asi como también ciertas
partes de articulos médicos, con el fin de ayudar al entrenamiento y eva-
luacién de los modelos biomédicos. Por ejemplo, PubMed!” es una base de
datos bibliografica que comprende mas de 21 millones de citas de la litera-
tura de investigacién biomédica; las entradas estan anotadas con términos
del Medical Subject Heading (MeSH)!®.

Cabe destacar también que en Espana existe una iniciativa por parte del
gobierno de Espana llamada Plan de Impulso de las Tecnologias del Lenguaje
(Plan TL)'”, que tiene como objetivo fomentar el desarrollo del PLN, la
traduccién automatica y los sistemas conversacionales en lengua espanola y
lenguas cooficiales. Es por esto que han proporcionado una serie de modelos
de transformer entrenados con conjuntos de textos en espanol, y algunos
de ellos, especificamente en el dominio biomédico en espanol®. Algunos de
estos modelos se utilizan en este trabajo, y se hablard especificamente de

ellos en la seccién dedicada al desarrollo del trabajo 4.2.

2.2.3.1. Retos de BioPLN

Para promover esta colaboracién interdisciplinar, evaluar y hacer avanzar
las técnicas de PLN en biomedicina, se han organizado a lo largo de los anos
un sinfin de tareas y/o retos compartidos de BioPLN. Las evaluaciones de
los retos BioPLN se agrupan principalmente por el género del texto: las
tareas bioldgicas se centran en las publicaciones académicas, mientras que
las tareas clinicas se centran en los registros clinicos. Las tareas de desafio se
introdujeron por primera vez en la comunidad de BioPLN en la ACM KDD
Cup?! en 2002, seguida por TREC Genomics?? en 2003, ambas utilizando

corpus en inglés, y muchas otras en los siguientes anos.

Yhttp://www.ncbi.nlm.nih.gov/pubmed
8http://www.nlm.nih.gov/meshd
nttps://plantl.mineco.gob.es/Paginas/index.aspx
nttps://huggingface.co/PlanTL-GOB-ES
2https://kdd. org/kdd-cup/view/kdd-cup-2002/Intro
2Znttps://trec.nist.gov/data/t12_genomics.html
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Los primeros retos, como la KDD Cup y la TREC Genomics, se centra-
ban en las tareas de recuperacion de documentos o de clasificacién de los
mismos. En 2004, BioCreative?® y JNLPBA empezaron a abordar la necesi-
dad de detectar automéaticamente entidades biomédicas en textos libres. En
concreto, la tarea de mencién de genes (GM) de BioCreative I tenfa como
objetivo la deteccién de nombres de genes, mientras que la tarea de JNLPBA
Kim et al. (2004) incluia multiples tipos de entidades, como el ADN, el ARN
y el tipo de célula. El Reconocimiento de Entidades Nombradas (NER) en el
ambito biolégico es esencial, ya que constituye la base de muchas tareas de
PLN de nivel superior, como la interaccién proteina-proteina o la extraccion
de la regulacién génica (GR).

En 2013 se puso a prueba un nuevo evento de evaluacion denominado
ShARe/CLEF eHealth?*. En él se abordaron tres tareas distintas: NER tra-
dicional sobre nombres de enfermedades en notas clinicas y normalizacion,
mapeo de acrénimos y abreviaturas en documentos clinicos a UMLS CUIs y
recuperacién de documentos relevantes para responder a las preguntas que
los pacientes puedan tener al leer resimenes de alta, cabe mencionar que los
textos utilizados en estd tarea estan escritos en espanol.

También en 2014 el track TAC BiomedSumm?® desafié a los participantes
a aprovechar el conjunto de oraciones de citaciéon que hacen referencia a un
articulo especifico (‘citaciones’) para su resumen, un problema importante
en la investigacion BioPLN. Mas adelante, se pusieron en marcha nuevos
retos, como IberEval 2017%%, que propuso una tarea de reconocimiento y
resolucién de abreviaturas utilizando abstracts de articulos biomédicos en
espanol. En el afio 2018, se puso en marcha la segunda ediciéon del reto en
IberEval 2018%7, que extendia el material introduciendo textos clinicos y
casos de estudio.

En el ano 2018, también se comenzé un nuevo reto llamado eHealth-
KD Challenge 201828, que planteé una serie de tareas con textos médicos
en espanol. La primera tarea de este reto era la identificacién de palabras
clave, la segunda la clasificacion de fichas palabras, y la dltima la extraccion

de relaciones entre las mismas. Al ano siguiente, se presenté el reto eHealth-

Bhttps://biocreative.bioinformatics.udel.edu/
Znttps://sites.google.com/site/shareclefehealth/
Znttps://tac.nist.gov/2014/BiomedSumm/
%nttps://temu.bsc.es/BARR/
*"https://temu.bsc.es/BARR2/
2nttp://wuw.sepln.org/workshops/tass/2018/task-3/
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KD 2019%?, que contaba también con dos tareas de clasificacién de palabras
clave y sus relaciones. Por 1ltimo, los retos eHealth-KD 2020%° y eHealth-KD
20213! se basaron en reconocimiento de entidades y extraccién de relaciones.
Se describirda ampliamente el reto eHealth-KD 2021 en la seccién 2.3, ya que
se trata del reto que se aborda en este trabajo.

Ademés de los retos ya descritos, en el afio 2020, la tarea IberLEF 202032
plante6 un reto de mineria de textos relacionados con el cancer (CANTE-
MIST: CANcer TExt Mining Shared Task), el cual se componia de varias
fases. En primer lugar se realizaba una tarea de NER, para reconocer men-
ciones sobre tumores, después se realizaba una normalizacion, y finalmente
se codificada para generar un indice de menciones para cada documento.
El afio siguiente, el reto IberLEF 202132 MEDDOPROF: MEDical DOcu-
ments PROFessions recognition shared task, se basaba en la deteccién de
profesiones en textos médicos, con la intencién de detectar posibles riesgos y
accidentes laborales entre los profesionales de la salud. Ambas tareas fueron
con textos en espanol.

Por tltimo, en el ano 2022 se propuso el reto DISTEMIST: DISease TExt
Mining Shared Task, el cual se estructura en dos tareas independientes. La
primera tarea consiste en detectar menciones de enfermedades en casos clini-
cos publicos, mientras que la segunda tarea asignaba un cédigo SNOMED
CT a dichas menciones Miranda-Escalada et al. (2022). SNOMED CT es
una terminologia clinica integral, multilingiie y codificada. Puede utilizarse
para codificar, recuperar, comunicar y analizar datos clinicos permitiendo a
los profesionales de la salud representar la informacién de forma adecuada,

precisa e inequivoca’?.

2.2.4. Reconocimiento de Entidades Nombradas

El Reconocimiento de Entidades Nombradas (NER) tiene como objetivo
reconocer las menciones que se realizan a entidades de todo tipo en los textos.
Dichas entidades pertenecen a tipos seménticos predefinidos, como persona,

lugar, organizacion, etc. Nadeau y Sekine (2007). NER no sélo actia como

2https://knowledge-learning.github.io/ehealthkd-2019/

30nttps://knowledge-learning.github.io/ehealthkd-2020

3https://knowledge-learning.github.io/ehealthkd-2021

32https://temu.bsc.es/cantemist/

33https://temu.bsc.es/meddoprof/

34nttps://www.sanidad.gob.es/profesionales/hcdsns/areaRecursosSem/
snomed-ct/quees.htm
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una herramienta independiente para la extraccién de informacién (IE), sino
que también desempena un papel esencial en diversas aplicaciones de PLN
como la comprensién de textos, la recuperacién de informacion, el resumen

automatico de textos, la respuesta a preguntas y la traduccién automatica.

Normalmente se divide la tarea de NER en dos categorias: NER genéricas
(persona, lugar, etcétera) o NER de dominio especifico, como por ejemplo el
dominio biomédico. En cuanto a las técnicas aplicadas en NER, hay cuatro
corrientes principales: enfoques basados en reglas, que no necesitan datos
anotados ya que se basan en reglas elaboradas a mano; enfoques de aprendi-
zaje no supervisado, que se basan en algoritmos no supervisados sin ejemplos
de entrenamiento etiquetados a mano; enfoques de aprendizaje supervisado
basados en caracteristicas y, por dltimo, enfoques basados en el aprendizaje
profundo, que descubren automaticamente las representaciones necesarias
para la clasificacién y/o la deteccién a partir de la entrada en crudo Li et al.

(2020).

Antes de comenzar a explicar las distintas técnicas y aproximaciones, es
importante definir la tarea de manera formal. Una entidad nombrada es una
palabra o una frase que identifica claramente un elemento de un conjunto de
otros elementos que tienen atributos similares Sharnagat (2014). Ejemplos de
entidades nombradas son los nombres de organizaciones, personas y nombres
de lugares en el ambito general, nombres de genes, proteinas, farmacos y

enfermedades en el &mbito biomédico.

NER es el proceso de localizar y clasificar las entidades nombradas en
el texto en categorias de entidades predefinidas. Formalmente, dadas una
secuencia de tokens s =< wi,ws,...,wy >, NER obtiene como resultado
una lista de tuplas, de la forma < I, I.,t >, donde cada elemento es una
entidad mencionada en la secuencia s, siendo I € [1,N] e I. € [1,N], el
inicio y el final de los indices de la entidad respectivamente, y siendo t el
tipo de entidad de un conjunto de tipos de entidades predefinidas. En la
Figura 2.18 se observa un ejemplo de un sistema NER reconociendo las
entidades de una frase Li et al. (2020).
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< wy, ws, Person > Michael Jeffrey Jordan
< wry, wy, Location > Brooklyn
< wg, Wy, Location > New York

ﬁ < I I.,t>

Named Entity Recognition

ﬁ s =< Wi, Ws, ..., WN >

Michael Jeffrey Jordan was born in Brooklyn . New York
w1 (%) w3 Wqe Wy Weg wry wWg W9 Wip W11

Figura 2.18: Sistema NER reconociendo una frase.

A la hora de gestionar entidades que sean formadas por méas de una
palabra se suele utilizar la notacién 10B (Inside—OQutside—Beginning) para
representar las entidades. IOB proporciona etiquetas para indicar los limites
de la entidad. Estas etiquetas son las siguientes: B-entity, para indicar la
primera palabra de la entidad; I-entity, para las palabras siguientes; y O para
indicar palabras sin entidad Ramshaw y Marcus (1999), siendo entity el tipo
de entidad en cuestién. Este tipo de etiquetado es ampliamente utilizado en
NER.

De forma similar a como se ha comentado en la seccién 2.2.3 sobre los
recursos que existen para tareas de PLN, existen también una serie de re-
cursos disponibles para sistemas NER, como datasets anotados para el caso
especifico de NER biomédico, como por ejemplo, NCBI Disease Corpus®’,
una colecciéon de 793 resumenes de PubMed, anotando menciones a enfer-

medades.

Respecto a las métricas de evaluacién utilizadas, éstas suelen calcularse
comparando sus resultados con anotaciones humanas. La comparacion puede
cuantificarse por coincidencia exacta o relajada. Si se utiliza la comparacion
exacta, para que una entidad sea reconocida como correcta, tienen que ser
correctos sus dos indices, tanto el inicial como el final. Por otro lado, la
coincidencia relajada Grishman y Sundheim (1996), permite que un caso sea
valido siempre y cuando se le asigne a la palabra el tipo correcto de entidad,
independientemente de sus limites, siempre y cuando haya un solapamiento

entre los limites predichos y los reales.

3https://www.ncbi.nlm.nih.gov/research/bionlp/Data/disease/
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2.2.4.1. Modelos y aproximaciones NER

Dentro de la tarea de reconocimiento de entidades, existen cuatro apro-

ximaciones principales para realizar la misma:

= Modelos basados en reglas: Los sistemas NER basados en reglas se
basan en reglas elaboradas a mano, o también de forma automatica a
partir de ciertas directrices. Las reglas pueden disenarse a partir de una
nomenclatura especifica de un dominio y de patrones sintactico-1éxicos,
como por ejemplo, FACILE Black et al. (1998) o SRA Aone et al.
(1998). Estos sistemas se basan principalmente en reglas seménticas
y sintécticas elaboradas a mano para reconocer entidades, por lo que
funcionan muy bien cuando el 1éxico es exhaustivo. El problema de este
tipo de sistemas es que debido a las reglas especificas del dominio, y si
no se cuenta con diccionarios completos, no suelen obtener unos buenos

resultados, ademéas de que no pueden transferirse a otros dominios.

= Modelos de aprendizaje no supervisado: Un enfoque posible del
aprendizaje no supervisado es el clustering Nadeau y Sekine (2007).
Los sistemas NER basados en clustering extraen las entidades nombra-
das de los elementos agrupados basandose en la similitud del contex-
to. La idea clave es que los recursos 1éxicos, los patrones léxicos y las
estadisticas calculadas en un gran corpus pueden utilizarse para infe-
rir las entidades nombradas. Aplicado al dominio biomédico, existe un
enfoque en el cual el modelo recurre a las terminologias, a las estadisti-
cas del corpus (por ejemplo, la frecuencia inversa de los documentos
y los vectores de contexto) y al conocimiento sintactico (por ejemplo,
la fragmentacion de las frases) para extraer las entidades nombradas
Zhang y Elhadad (2013).

= Modelos de aprendizaje supervisado: Aplicando el aprendizaje
supervisado, NER se convierte en una tarea de clasificacién multi-clase
o de etiquetado de secuencias. A partir de muestras de datos anota-
das, las caracteristicas se disenan para representar cada ejemplo de
entrenamiento. A continuacion, se utilizan algoritmos de aprendizaje
automatico para aprender un modelo que permita reconocer patrones
similares a partir de datos no vistos. Los principales modelos supervi-
sados utilizados son: Modelos Ocultos de Markov (HMM) Morwal et al.
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(2012), Arboles de Decisién, modelos de Méxima Entropfa Chieu vy Ng
(2003) y SVM.

= Modelos de aprendizaje profundo: En este tipo de modelos las ca-

racteristicas se aprenden entrenando el propio modelo, a diferencia de
los modelos supervisados tradicionales, lo que favorece una mejor re-
presentaciéon de los datos, ya que existe la posibilidad de que el modelo
encuentre caracteristicas ocultas. Existen muchos trabajos que utilizan
el aprendizaje profundo para tareas de NER en el &mbito biomédico,
por ejemplo utilizando arquitecturas CNN Yao et al. (2015), o redes
LSTM bidireccionales (BiLSTM) Cho y Lee (2019), proporcionando

resultados bastante buenos dentro de este &mbito.

s Modelos de transformers: Los modelos de transformers, han pro-

porcionado muy buenos resultados en muchos dambitos de PLN, in-
cluida la tarea de NER. Para esta tarea, una posibilidad es utilizar la
arquitectura del modelo BERT Devlin et al. (2018). Este calculara las
etiquetas IOB de salida para cada palabra de una secuencia de pala-
bras dada. En la Figura 2.19 se muestra un ejemplo de la arquitectura
de este modelo, compuesto por una capa de embedding, seguida de una
capa de encoding posicional, y finalmente una capa densa para calcular
las probabilidades de salida Arkhipov et al. (2019).
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Figura 2.19: Arquitectura del modelo BERT para la tarea NER.
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Figura 2.20: Arquitectura del modelo TENER para la tarea NER.

Otro ejemplo de la utilizacién de estos modelos es el compuesto por una
capa de embedding, seguida de una capa de encoding, y finalmente una
capa de Conditiona Random Field (CRF), en lugar de una capa densa,
la cual calcula la probabilidad final de que una palabra pertenezca a
una entidad. La arquitectura de este modelo se muestra en la Figura
2.20 Yan et al. (2019).

2.2.5. Relaciones entre entidades nombradas

Las entidades, como se ha visto en la secciéon 2.2.4, constituyen una
unidad bésica de informacién. Las ocurrencias de las entidades en una frase
suelen estar vinculadas a través de relaciones bien definidas; por ejemplo, las
ocurrencias de persona y organizacion en una frase pueden estar vinculadas
a través de relaciones como empleado en.

La tarea de la extraccién de relaciones (RE, Relation FExtraction en
inglés) consiste en identificar tales relaciones automaticamente. La extrac-
cién de relaciones es un paso muy util en la IE, después del NER. El éxito
de la RE requiere detectar tanto las entidades nombradas, como los tipos de
entidad, para posteriormente determinar el tipo de relaciéon que existe entre

ellas Pawar et al. (2017). En la Figura 2.21 se puede observar el resultado
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de ambos modelos, y la relacién que existe entre ellos Zhong y Chen (2020).

(a) Entity model
Method Method Task
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(b) Relation model
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Figura 2.21: Sistema NER y sistema RE.

Formalmente, una relacién se define como una tupla, de la forma r =
(e1,e2,...,en), siendo e; las entidades de una relacién predefinida r. La ma-
yoria de los sistemas de extraccién de relaciones se centran en extraer re-
laciones binarias, ya que la extraccion de entidades no binarias resulta una
tarea compleja Bach y Badaskar (2007).

Uno de los principales problemas que surgen en los métodos supervisa-
dos de RE es el del desequilibrio de clases. Esto ocurre porque el nimero
de instancias negativas (es decir, los pares de entidades que no tienen nin-
guna relacién significativa) supera en gran medida el nimero de instancias
positivas (es decir, los pares de entidades que tienen alguno de los tipos de
relacién predeterminados). Este desequilibrio de clases da lugar a que el re-
call de los sistemas sea bajo, ya que los clasificadores tienden a clasificar con
la clase sin relacion. Existen una serie de soluciones a este problema, una de
ellas se basa en la votacién entre un conjunto de clasificadores que mejoran
significativamente los resultados del modelo en estas situaciones Kambhatla
(2006). Otra posible solucién es tratar de balancear los datos anadiendo
instancias de las clases menos representadas, lo que se conoce como Data
Augmentation, estd practica esta detallada en la seccién 2.2.6.

De la misma forma que NER tiene datasets publicos para realizar la
tarea, en el caso de RE el conjunto de datos mas utilizado en la literatura
es ACE 20046, junto con dos conjuntos publicados posteriormente, ACE
2005%7 y ACE 200738, todos ellos plurilingiies. Los corpus del 2004 y 2005

36nttps://catalog.ldc.upenn. edu/LDC2005T09
3Thttps://catalog.ldc.upenn.edu/LDC2006T06
38https://catalog.ldc.upenn.edu/LDC2014T18
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contenian textos de distintos géneros, entre ellos noticias de varias fuentes
(radio o periddicos), y estaban escritos en inglés, arabe y chino. Respecto
al corpus lanzado en 2007, éste contenia exclusivamente datos de prensa en
espanol y blogs en drabe. Cabe mencionar que estos datasets son de tematica
general, y no pertenecen al ambito biomédico.

Respecto a las métricas de evaluacién utilizadas, suelen ser las tradicio-
nales para un sistema de clasificacién multi-clase, precision, recall, y F'1Score,

cuyo célculo se explicara la seccién 5.3.

2.2.5.1. Modelos y aproximaciones RE

Las modelos de RE tienen tres enfoques principales, aprendizaje super-
visado, semi-supervisado y no supervisado. Dentro de éstos, existen varios

tipos de modelos, como se muestran a continuacién:

= Modelos de aprendizaje supervisado: con los modelos de apren-
dizaje supervisado la tarea se orienta como una tarea de clasificacion
multi-clase, donde dada una frase s = w1, wa, ..., e1...,wj, ...€2, ..., wy
siendo e; entidades, se puede construir una funciéon G tal y como se

muestra en la ecuacion 2.9.

+1, Siejy e estan relacionadas mediante R.
Gr(f(s)) = (2.9)

0, Otro caso.

Siendo f(s) las caracteristicas de la frase s Bach y Badaskar (2007). Un
ejemplo de modelo de clasificacién utilizado para estd tarea es SVM.
También son utilizados otros modelos ya mencionados, como Redes
Neuronales Lin et al. (2016) o transformers, estos modelos se utilizan
en este trabajo, en la seccién 4.4.3 se ahondara maés en los parametros

vy modelos utilizados en detalle.

= Modelos de aprendizaje semi-supervisado: Debido a la escasez
de datos etiquetados para realizar modelos supervisados, el uso de mo-
delos no supervisados o semi-supervisados aumenta considerablemen-
te. Existen dos técnicas principales para el enfoque no-supervisado,
una de ellas es el Bootstrapping, que se basa en inducir un clasifica-

dor partiendo de un pequeno conjunto de datos etiquetados y un gran
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conjunto de datos no etiquetados Abney (2002), uno de los sistemas
de RE que utiliza esta técnica es DIPRE Brin (1998).

La otra técnica utilizada es conocida como Active Learning. La idea
clave es que el algoritmo de aprendizaje puede pedir las etiquetas ver-
daderas de algunas instancias seleccionadas no etiquetadas. La prin-
cipal ventaja, es que se consigue un rendimiento comparable al de
los métodos supervisados con muy pocas instancias etiquetadas. Un

ejemplo es el modelo LGCo-Testing Sun y Grishman (2012).

= Modelos de aprendizaje no supervisado: Uno de los primeros en-
foques para una RE completamente no supervisado es un algoritmo de
clustering. El algoritmo parte de la base de que los pares de entidades
que se dan en un contexto similar pueden agruparse y que cada par
de un cluster es una instancia de la misma relaciéon. Las relaciones
entre entidades se descubren mediante este proceso de agrupacién de

clusters Hasegawa et al. (2004).

Todas las técnicas de RE explicadas en la seccion anterior suponen que se
conocen de antemano los limites y los tipos de menciones de entidades. Si no
se dispone de estos conocimientos, para utilizar estas técnicas de extraccion
de relaciones es necesario aplicar primero alguna técnica de NER. Una vez
identificadas las entidades y sus tipos, se pueden aplicar las técnicas de RE.
Este método “en cadena” (pipeline) es propenso a la propagacién de errores
de la primera fase (NER) a la segunda fase (RE), por lo que es interesante

aplicar sistemas que sean capaces de realizar esta tarea de manera conjunta.

2.2.6. Estrategias de balanceo de datos

Como se ha comentado en anteriores secciones, uno de los problemas de
las tareas de NER y RE (especialmente RE) es que siempre va a existir un
desequilibrio entre las palabras o pares sin entidad o relacion, que con ellas.
Esto genera que una de las clases tenga mucha representaciéon con respecto
a las demads, dando lugar a modelos ampliamente sesgados y tendentes a

clasificar los datos como no relacién / entidad.

2.2.6.1. Aumento de datos textuales

Una practica comin para mitigar este problema es la ya mencionada

Data Augmentation. Esta practica tiene multiples técnicas posibles a la hora
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de ser aplicada, ya sea a nivel de palabra, de frase o incluso a nivel de
caracteres. Un ejemplo de estas técnicas es Back Translation, que se realiza
a nivel de palabra, y consiste en traducir la palabra en cuestion a otro idioma
con algin modelo de traduccion, y volver a traducirla a la lengua original,
con alta probabilidad de que la palabra no sea exactamente igual, pero si
con el mismo significado Edunov et al. (2018).

Otra técnica utilizada a nivel de palabra es la utilizacién de sinénimos
seleccionados a partir de una red de palabras como WordNet. Lo que se
traduce en utilizar palabras sinénimas para aumentar los datos de cierta
clase, sin utilizar la misma palabra.

Ambas técnicas son utilizadas en este trabajo, para la tarea de NER,
cuyos detalles se explicaran en la seccién 4.3.2. A parte de éstas, existen
otras técnicas que no son abordadas en este trabajo, como por ejemplo la
generacién de frases similares mediante algiin modelo de lenguaje generador
Kafle et al. (2017), como puede ser algiin modelo basado en transformers,
como GPT.

2.2.6.2. Aumento de datos sobre el espacio de caracteristicas

Las técnicas explicadas anteriormente sirven para realizar el aumento
de datos a nivel de datos textuales (palabras, en este caso), pero existen
otras técnicas utilizadas para aumentar el nimero de datos una vez que
yva se han calculado las caracteristicas de los mismos. Es decir, aplicar Data
Augmentation a una matriz de caracteristicas para generar muestras sintéti-
cas similares a las que ya pertenecen a la clase que se pretende aumentar.
Un ejemplo de esta técnica es Synthetic Minority Oversampling Technique
(SMOTE) Chawla et al. (2002).

El algoritmo SMOTE se basa en generar ejemplos sintéticos para la o
las clases minoritarias. Esto se hace operando directamente sobre el espacio
de caracteristicas, a diferencia de las técnicas explicadas anteriormente, uti-
lizando para ello el algoritmo de los K vecinos més préximos (KNN) Cover
y Hart (1967). Las muestras sintéticas se generan de la siguiente forma: se
calcula la diferencia entre el vector de caracteristicas sobre el que se preten-
de trabajar y su vecino més cercano. Después se multiplica esta diferencia
con un nimero aleatorio entre 0 y 1, y se suma al vector de caracteristicas
original. Este nuevo vector seria una muestra sintética.

Esta generacion de nuevas muestras aumenta el peso de la clase en el
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modelo, ademas de ayudar a la generalizaciéon del mismo, ya que se dispone
de més datos distintos para una misma clase. Esto se puede combinar tam-
bién con la reducciéon de muestras de la clase mayoritaria, conocido como
under-sampling.

Existen variantes del algoritmo original de SMOTE, como por ejemplo
SMOTE-NC, que esté disenado para trabajar con caracteristicas categoricas
y continuas (a diferencia de SMOTE, que no puede manejar caracteristicas
categoéricas). SMOTE-NC cambia ligeramente la forma en que se genera
una nueva muestra. Para la generacién de muestras sintéticas categoéricas se
calcula la distancia euclidea entre el vector de caracteristicas y los demés
vectores de caracteristicas (muestras de la clase minoritaria) utilizando el
espacio de caracteristicas continuas. Las caracteristicas continuas se calculan
de la misma forma que en SMOTE Chawla et al. (2002).

En este trabajo se han utilizado la técnicas SMOTE-NC para abordar la

tarea de RE, cuyos detalles se explicaran més adelante, en la seccién 4.4.2.

2.2.7. Estrategias de reducciéon de dimensionalidad

Ademsds de las técnicas explicadas en la seccién 2.2.6, otra forma para
mejorar los resultados en corpus desbalanceados es aumentar la separabili-
dad de las clases entre si, para que al modelo le resulte més facil discriminar
entre estas. Una de las técnicas para ello es la reduccién de dimensionalidad
a un espacio de caracteristicas donde los datos sean més separables. Existen
dos técnicas principales de reduccién de dimensionaldiad, Principal Com-
ponent Analysis (PCA) y Linear Discriminant Analysis (LDA), que es la
utilizada en este trabajo.

La técnica LDA se basa en maximizar la varianza entre clases y minimi-
zar la varianza dentro de la clase, garantizando asi la maxima separabilidad.
En el caso del PCA, la forma y la ubicacién de los conjuntos de datos origi-
nales cambian cuando se transforman a un espacio diferente, mientras que el
LDA no cambia la ubicacién, sino que sélo intenta proporcionar una mayor
separabilidad de las clases y dibujar una region de decisién entre las clases
dadas Balakrishnama y Ganapathiraju (1998).

La funcién objetivo del LDA consiste en buscar una matriz de proyeccion
W tal que los puntos de datos en el nuevo espacio que pertenecen a la misma
clase estén muy cerca, mientras que los puntos de datos de clases diferentes

estén lejos unos de otros Gado et al. (2017). En la ecuacién 2.10 se muestra
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el ratio a maximizar por la matriz W.

det(WT SyW)

J(W) = AX ——— 2.10
(W) = arg méx det(WTS, W) (2.10)
Siendo Sp la matriz de dispersién entre clases y S, la matriz de dis-
persion intraclases, las cuales se definen en la ecuacion 2.11, donde m es la
media global de todas las muestras, m;, N; y x;, son la media, el nimero de

elementos y el elemento jotaésimo de la clase ¢, respectivamente.

K
Sy = Z Ni(m; —m)T (m; —m)
1=1
X (2.11)
Sw = Z (5 — ma)T (xj —my)
=1 ijCZ

Una vez llegado a este punto, W se obtiene extrayendo los vectores pro-
pios de la matriz S;VIS;). Por definicién, un vector propio de una matriz
representa un subespacio invariante de una dimensién del espacio vectorial
en el que se encuentra la matriz. Los vectores cuyos valores propios son dis-
tintos de cero son linealmente independientes. Asi pues, cualquier espacio
vectorial puede representarse en términos de combinaciones lineales de los
vectores propios. Gracias a esto se puede obtener un conjunto no redundante
de caracteristicas, considerando a los vectores propios que tengan un valor
propio mayor que cero Balakrishnama y Ganapathiraju (1998).

La técnica de LDA se ha utilizado en este trabajo para reducir la com-
plejidad computacional, ademés de transformar los datos a unos con mayor
separabilidad lineal. En la seccién 4.4.2 se entrard mas en detalle en cémo

se ha utilizado esta técnica.

2.3. Reto eHealth Knowledge Discovery

Actualmente existen retos relacionados con las tareas de PLN en biomedi-
cina, tal y como se mencioné en la seccién 2.2.3.1. En esta seccién se va a
profundizar en el reto eHealth Knowledge Discovery>?, en concreto el del afio

202140, el tltimo que se celebré, ya que es el que se aborda en este trabajo.

3%https://ehealthkd.github.io/
4Onttps://ehealthkd.github.io/2021
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Este reto propone las tareas de NER y RE en textos clinicos en espaiiol.

El reto se compone de tres tareas: reconocimiento de entidades, extrac-
cion de relaciones y una tarea que combina ambas, donde se parte de un
texto sin entidades, en el cual se deben extraer tanto las entidades como las
relaciones entre éstas de forma conjunta. En este trabajo sélo se abordara
la tarea de NER y de RE por separado.

En esta seccion se hablara de los modelos y enfoques utilizados por los
participantes que obtuvieron los mejores resultados. La descripcion deta-
llada de las tareas, el conjunto de datos y la evaluacion, se trataran mas
adelante en los capitulos 3 y 5, especificamente en las secciones 3.1, 3.2 y

5.2 respectivamente.

2.3.1. Modelos utilizados en la tarea de NER

El equipo que obtuvo los mejores resultados en la tarea de NER fue
PUCRJ-PUCPR-UFMG Pavanelli et al. (2021). El modelo que presenta-
ron es un modelo basado en transformers, la versién plurilingiie de BERT
(mBERT) Devlin et al. (2018). Presentaron una arquitectura end-to-end,
que realiza ambas tareas de forma conjunta, tal y como se muestra en la
Figura 2.22.
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Figura 2.22: Sistema presentado por el equipo PUCRJ-PUCPR-UFMG en
eHealth-KD 2021.

En primer lugar, se realiza una codificacién del texto de entrada median-
te el encoder mBERT (punto 1 de la Figura 2.22). Una vez hecho esto, los
vectores se introducen en un clasificador softmax para realizar el reconoci-

miento de entidades (punto 2).
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El equipo que obtuvo el segundo puesto en esta tarea fue Vicomtech Cua-
dros (2021), el cual present6 tres sistemas, que se evaluaron para cada una de
las tareas. Para el caso de la tarea de NER, el que obtuvo mejores resultados
fue el modelo con un clasificador conjunto, formado por una Red Neuronal
que recibia los tokens de entrada y emitia conjuntamente predicciones para

las dos tareas, en la Figura 2.23 se puede observar su arquitectura.

Input sequence (S)

All vs All

DistilBERT encoder
5%x2(B+N)

Word
embeddings
SxB

concat + product

Entity

SxN

Relation
embeddings

Input sequence

o [+ ]2 [ 3] -]

El | dolor | puede |comensar] \

Entity predictions

Linear | 0 | 1 | 2 | 3 | ‘
l | o |B-act|on| o |B-act\'or|| ‘

Relation predictions

e
| | o frager | o | ‘

Relation predictions (52)

SR

Entity predictions (S)

Figura 2.23: Sistema presentado por el equipo Vicomtech en eHealth-KD
2021.

En primer lugar, el texto se introducia en el encoder de un modelo de
transformer IXAmBERT Otegi et al. (2020), el cual se trata de un modelo
plurilingiie para el inglés, el espanol y el euskera. Una vez obtenidos los
vectores codificados, se introducen en un clasificador. Cabe destacar que
este equipo también realizé una prueba aplicando el modelo de transformer
BETO Canete et al. (2020), un modelo entrenado con grandes conjuntos de
textos en espanol, pero los resultados con IXAmBERT fueron ligeramente
mejores.

El tercer equipo en conseguir los mejores resultados fue IXA Andrés
(2021). El sistema presentado se diseié6 como un pipeline de clasificadores,
cada uno de ellos ajustados independientemente para cada subtarea. Para la
tarea de NER, se codificaron los datos utilizando un modelo de transformer
XML-RoBERTa Conneau et al. (2019). Como clasificador se utilizé una Red
Neuronal Feed-Forward-Network (FNN), que clasificaba cada token con su

entidad correspondiente.
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Character input:
Input Layer

Character embedding:
TimeDistributed(Embedding)

Character Istm: Feature input: Input Laver Work embedding:
TimeDistributed(LSTM) putinp ¥ Input Layer

Concatenate

BiDirectional LSTM

BiDirectional LSTM

Tag output: TimeDistributed (Dense) Entity type output: TimeDistributed (Dense)

Figura 2.24: Sistema presentado por el equipo Vicomtech en eHealth-KD
2021.

Los tres equipos abordaron la tarea de NER y RE de forma conjunta,
pero el equipo UM-MMM Monteagudo-Garcia et al. (2021) alcanz6 el cuarto
puesto en la tarea de NER abordandola de forma independiente. Este equi-
po presenté un modelo de Redes Neuronales construido con varias capas
apiladas de LSTM y LSTM bidireccionales. El modelo recibié tres entradas,
la primera fueron las entidades a nivel de cardcter, que posteriormente pa-
sarfan a una capa de embedding, la segunda fue una concatenacién de las
POS tags de las palabras y los lemas de éstas (extraidos mediante lemati-
zacién y etiquetado de parte del discurso), y la tercera entrada serian los
vectores extraidos del modelo BERT. Dicha arquitectura se muestra en la
Figura 2.24 Monteagudo-Garcia et al. (2021).

2.3.2. Modelos utilizados en la tarea de RE

Los equipos que obtuvieron los tres mejores resultados fueron IXA, Vi-
comtech y uhKD4 Alfaro-Gonzélez et al. (2021). El equipo IXA, como se
indico en la seccion anterior 2.3.1, realizé dos clasificadores distintos para
cada tarea. Para el caso de la tarea de RE, se realiz6 la misma arquitectura

que para la tarea NER.
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Figura 2.25: Sistema presentado por el equipo uhKD4 en eHealth-KD 2021
para la tarea de RE.

El segundo equipo en obtener los mejores resultados, Vicomtech, utilizé
un modelo conjunto para ambas tareas, cuya arquitectura se mostré en la
Figura 2.23. Para la tarea de RE, se recibe como entrada los tokens codi-
ficados por el modelo de transformer, asi como las entidades gold standard
que se proporcionan en el reto, para que el modelo se enfoque exclusiva-
mente en la tarea de RE, en lugar de la tarea conjunta. Dada la entrada,
se obtienen todas las combinaciones de pares de tokens posibles, para pos-
teriormente introducirlos en un modelo DistilBERT Sanh et al. (2019). Una
vez codificados estos pares, se pasan finalmente a un clasificador.

Por ultimo, el tercer equipo en conseguir los mejores resultados fue
uhKD4. A diferencia de los dos sistemas anteriores que abordaban las tareas
de forma conjunta, el sistema presentado por uhKD4 se basé en dos arqui-
tecturas independientes basadas en DL, una para cada tarea. La tarea de
RE se aborda como un problema de clasificacién multiclase utilizando una

CNN. La arquitectura de la red se muestra en la Figura 2.25.

2.4. Valoraciéon del estado del arte e identificacion

de la linea de trabajo

Tras realizar un estudio del estado del arte se ha comprobado que el recono-
cimiento de entidades y la extraccion de relaciones es un tema que ha sido
de interés desde los anos 90 hasta la actualidad. Es un interés debido a que

proporciona una gran ayuda a otro tipo de sistemas, como recuperacion o
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extraccién de informacion, el resumen automatico de textos y la traduccion
automatica, entre otros.

Por este motivo, durante anos se han desarrollado todo tipo de siste-
mas para realizar estas tareas, de forma general y especifica para el ambito
biomédico. Sin embargo, para el dominio médico puede no ser suficiente,
ya que es un dominio complejo, con multiples entidades y palabras técnicas
especificas del dominio, por lo que es complicado generalizar un modelo. De-
bido a que se trata de un dominio complejo, es importante centrar esfuerzos
en el mismo, tratando de encontrar soluciones a cuestiones aun sin resolver
dentro de NER y RE en textos biomédicos.

Durante el analisis del estado del arte, se han identificado principalmente
tres problemas abiertos. Uno de ellos es la centralizacién de la mayoria de
corpus de datos en inglés. La mayoria de modelos de transformers que se
entrenan lo hacen con textos en inglés. Si bien es cierto que existen mode-
los entrenados con multiples lenguas (modelos plurilingiies, como mBERT),
éstos son minoria en comparacion con modelos entrenados en inglés. Tam-
bién existen modelos de espafiol, como BETO, pero a pesar de ello, estan
entrenados con textos muy generales, por lo que no estdn del todo ajustados
al dominio médico que estamos tratando.

Otro de los problemas encontrado, es que la mayoria de trabajos reali-
zados de NER y RE biomédico, no utilizan técnicas de Transfer Learning
(introducido en la seccién 2.2) con otros modelos del &mbito biomédico, si
no que se limitan a entrenar modelos generalistas, con el conjunto de da-
tos que se utilice en cuestién, lo que muy posiblemente esté limitando la
representacion de términos del d&mbito médico o biolégico.

Por ultimo, existe un problema de desbalance entre las clases sin entidad
para el caso de NER y sin relacién para el caso de RE, ya que lo mas comun
es que las palabras no sean una entidad, o no formen parte de una relacion.
En el caso de RE es més grave, ya que en las relaciones se dan entre los
pares de entidades de una oracién, y la mayoria de estos no forman ninguna
relacion, lo que deja en una proporcién muy baja a los pares con relacion,
especialmente si se trata de una frase larga. Este problema y algunas de sus
posibles soluciones ya han sido nombrados anteriormente en las secciones
2.2.6 y 2.2.7, mientras que en la seccién 4.4.2 se profundizard en cémo se

han utilizado en este trabajo.



Capitulo 3

Caso de estudio

En este capitulo se va a describir en profundidad el caso de estudio con la

problemaética que se ha de resolver.

3.1. Descripcién del caso de estudio

El caso a resolver se trata de la tarea IberLEF eHealth Knowledge Discovery
Challenge 2021, El eHealth-KD 2021 propone modelar el lenguaje humano
en un escenario en el que los documentos digitales médicos en espanol pue-
dan ser legibles para una maquina desde un punto de vista seméantico. Con
esta tarea, se espera fomentar el desarrollo de tecnologias de software para
extraer automaticamente una gran variedad de conocimiento de los docu-

mentos médicos escritos en lengua espanola.

La estructura semantica propuesta modela cuatro tipos de entidades.
Cada una de ellas representa una interpretacién seméantica especifica, y ha-
cen uso de trece relaciones semanticas entre ellas, que se explicard en las
secciones posteriores 3.1.1 y 3.1.2 Piad-Morfis et al. (2021).

El reto se compone de tres subtareas?: la primera subtarea trata sobre
NER; la segunda subtarea trata sobre RE basidndose en las entidades ya
existentes en el propio conjunto de datos. La dltima tarea es una combinacion
de ambas, debiendo extraer las entidades y las relaciones de forma conjunta.

En este trabajo sélo se abordan las tareas de NER y RE por separado.

'https://ehealthkd.github.io/2021
2https://ehealthkd.github.io/2021/tasks
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3.1.1. Subtarea A: Reconocimiento de entidades

Dada una lista de documentos con frases extraidas de documentos clini-
cos escritos en espanol, cuya explicacién detallada estd en la seccion 3.2, el
objetivo de esta subtarea es identificar todas las entidades por documento
y sus tipos. Estas entidades son todos los términos relevantes (de una o
varias palabras) que representan elementos semanticamente importantes en
una frase. La Figura 3.1 muestra las entidades relevantes que aparecen en

un conjunto de frases de ejemplo, con sus respectivos tipos.

El asma es una enfermedad que afecta las vias respiratorias .

~ [Action]  [Concep  [Con]  [Concept] [Action] [Con]
La exposicion prolongada al sol en verano provoca dafios en la plel .
[Ref] [Action] [Concept] (€] [Con]
—— —_—— - — ——_——

Esta afecta principalmente a las personas mayores de 60 afos .

Figura 3.1: Entidades detectadas en una frase de ejemplo.

Es importante tener en cuenta que algunas entidades, como “vias respi-
ratorias” y “60 afios”, abarcan m&s de una palabra. Las entidades siempre
estardn formadas por una o mé&s palabras completas, es decir, no un pre-
fijo o un sufijo de una palabra, y nunca incluiran simbolos de puntuaciéon

circundantes, paréntesis, etc. Dicho esto, existen cuatro tipos de entidades:

= Concept: identifica un término, concepto o idea relevante en el domi-

nio de la frase.

s Action: identifica un proceso o modificacién de otras entidades. Pue-
de indicarse mediante un verbo o una construccién verbal, como por
ejemplo “afecta”, pero también mediante sustantivos, como “exposi-
cion”, donde denota el acto de exponerse al Sol, y “danos”, donde
denota el acto de danar la piel, tal y como se observa en la Figura
3.1. También puede utilizarse para indicar relaciones funcionales no

verbales, como “padre”, entre otras.

= Predicate: identifica una funcién o filtro de otro conjunto de elemen-

tos, que tiene una etiqueta seméntica en el texto, como “mayores”,
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y se aplica a una entidad, como “personas” con algunos argumentos

adicionales como “60 anos”.

= Reference: identifica un elemento textual que se refiere a una enti-
dad, de la misma frase o de otra, que puede indicarse mediante pistas

textuales como “esta” o “aquella”.

3.1.2. Subtarea B: Extraccion de relaciones

La subtarea B contintia a partir del resultado de la subtarea A, relacio-
nando las entidades detectadas y etiquetadas en el documento de entrada.
El objetivo de esta subtarea es reconocer todas las relaciones seménticas
relevantes entre las entidades reconocidas. En la Figura 3.2 se puede ver un

ejemplo de ocho de las trece relaciones.

-------- subject--------. ,--target-~_

El asma es una enfermedad que afecta las vias respwatonas

——————— target-------

-"'n " [Concept - - -'target

La exposunon prolongada al sol en verano provoca dafios en la pleI .

--------------- target--------—------ -arg-‘

| Esta afecta principalmente a las personas mayores de 60 afios .

Figura 3.2: Entidades y sus relaciones detectadas en una frase de ejemplo.

Las relaciones seméanticas se dividen en diferentes categorias, las cuales

indican siempre una relacién binaria entre dos entidades:

= Relaciones generales: relaciones de propédsito general entre dos con-

ceptos. Las cuales son:
e is-a: indica que una entidad es un subtipo, instancia o miembro
de la clase identificada por la otra.
e same-as: indica que dos entidades son semanticamente iguales.

e has-property: indica que una entidad tiene una determinada

propiedad o caracteristica.

e part-of: indica que una entidad es parte constitutiva de otra.
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e causes: indica que una entidad provoca la existencia o aparicién

de otra.

e entails: indica que la existencia de una entidad implica la exis-

tencia o aparicién de otra.

= Relaciones contextuales: permiten refinar una entidad anadiendo

modificadores a ésta. Las cuales son:

e in-time: indica que algo existe, ocurre o se circunscribe a un mar-

co temporal, como por ejemplo: “exposicion” in-time “verano”.

e in-place: indica que algo existe, ocurre o se circunscribe a un

lugar o localizacién.

e in-context: indica un contexto general en el que ocurre algo,
como un modo, una manera o un estado, como en “exposicién”

in-context “prolongada”.

= Roles de accion: indican qué rol desempenan las entidades relacio-

nadas con una Action. Las cuales son:

e subject: indica quién realiza la accién, por ejemplo: el “asma’”
afecta |...]

e target: indica quién recibe el efecto de la accién, por ejemplo: |...]
afecta las “vias respiratorias”. Las acciones pueden tener varios
sujetos y objetivos, en cuyo caso la interpretacién semantica es
que la unién de los sujetos realiza la accién sobre cada uno de los

objetivos.

= Roles del predicado: indica qué papel desempenan las entidades

relacionadas con un Predicate. Las cuales son:

e domain: indica la entidad principal sobre la que se aplica el pre-

dicado.

e arg: indica una entidad adicional que especifica un valor para
que el predicado tenga sentido. La semdantica exacta de este ar-
gumento depende de la seméantica de la etiqueta del predicado,
por ejemplo en “mayores” de “60 anos”, donde la etiqueta “mayo-
res” indica que “60 anos” es una cantidad, que restringe la edad

minima para que el predicado sea verdadero.
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3.2. Analisis del conjunto de datos

El conjunto de datos con los que se va a entrenar el modelo es proporcio-
nado por eHealth en su repositorio®. En primer lugar, se debera entrenar
el modelo con el conjunto de entrenamiento, el cual esta formado por 1200
frases extraidas de MedlinePlus*, y 300 frases extraidas de Wikinews®.

En segundo lugar, se proporciona un conjunto de desarrollo, que se per-
mite utilizar también para entrenar los modelos, y asi poder realizar el fine-
tuning o ajustado. Este conjunto de desarrollo, esta formado por 25 frases de
MedlinePlus, 25 frases de Wikinews, y anade 50 frases extraidas del corpus
CORD-19 Wang et al. (2020), el cual cuenta con textos y articulos relacio-
nados con COVID-19, SARS-CoV-2 y coronavirus relacionados. Este corpus
que no se encuentra en el conjunto de entrenamiento.

Ademas, la mayoria de las frases estdn en espanol, pero también se in-
cluye un pequeno conjunto de frases en inglés, las cuales corresponden a
las extraidas del corpus del dominio biomédico CORD-19, para evaluar la
generalizaciéon entre dominios, aunque dicha evaluacién no se aborda en este

trabajo.

3.2.1. Analisis del conjunto de datos de entrenamiento

A continuacién, se va a realizar un anélisis de los datos de entrenamiento.
En la Figura 3.3 se muestra una gréafica con la frecuencia de cada entidad.
Como se puede observar, la entidad mas frecuente es Concept, mientras que
la menos frecuente es Reference, por lo que es muy probable que algunos de

los modelos sean incapaces de detectarla.

Por otra parte, es importante también analizar la frecuencia de las rela-
ciones que existen en el dataset de entrenamiento. En la Figura 3.4 se puede
ver que la clase mayoritaria es target, y que las relaciones menos represen-
tadas son has-property, same-as, entails y part-of. Es importante tener la
frecuencia en cuenta, ya que sirve para determinar que clases minoritarias
deben ser reforzadas, por ejemplo, agregando més peso a dichas clases dentro

del modelo.

3https://github.com/ehealthkd/corpora
‘https://medlineplus.gov/
Shttps://www.wikinews.org/


https://github.com/ehealthkd/corpora
https://medlineplus.gov/
https://www.wikinews.org/

54 CAPITULO 3. Caso de Estudio
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Figura 3.3: Frecuencia de aparicién de las entidades en el conjunto de entre-
namiento.
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Figura 3.4: Frecuencia de aparicién de las relaciones en el conjunto de en-
trenamiento.

También hay que tener en cuenta que la frecuencia de las relaciones que
se muestra en la Figura 3.4 es infima al lado de la frecuencia que tienen los
pares de entidades sin relacion, ya que esta frecuencia asciende a casi de 550
mil pares sin relacién, es decir, un 98.18 % de los pares de palabras posibles
no tienen relacién. Lo que de nuevo supone un desafio para los modelos,
por el gran desequilibrio que supone, esto se tratard de mitigar durante el
entrenamiento de los modelos.

Otro andlisis interesante que se puede realizar es estudiar qué palabras
son las més frecuentes en el corpus. En la Figura 3.5 se muestran las 10

palabras mas frecuentes en el conjunto de entrenamiento. Se puede observar
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que son palabras generales, sin terminologia médica, pero algunas de ellas
son palabras relacionadas con el dominio biomédico, como “enfermedad”,
“sangre”, “cuerpo” o “tratamiento”. Esto puede jugar un papel fundamen-
tal a la hora de utilizar Transfer Learning con modelos entrenados en este

dominio.
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Figura 3.5: Las diez palabras més frecuentes en el conjunto de entrenamiento,
eliminando stop-words.

3.2.2. Anadlisis del conjunto de datos de desarrollo

Una vez realizado el andlisis del conjunto de entrenamiento, es impor-
tante también hacerlo para el conjunto de desarrollo, ya que los modelos se
ajustaran con este conjunto. De la misma forma que en la seccién anterior,
en la Figura 3.6 se muestran las frecuencias de los tipos de entidad para

éste.

Se puede observar que el conjunto de desarrollo tiene la misma estructura
de entidades en cuanto a frecuencia se refiere, lo que significa que no se puede
contar con que el conjunto de desarrollo ayude a la hora de balancear las
clases. Respecto a las relaciones, en la Figura 3.7 se muestran las relaciones
de este conjunto. En este conjunto aparece un tipo de relacién que no esté
en el conjunto de entrenamiento, has-part. Esta relaciéon viene introducida
por el corpus CORD-19, como se comenté al principio de esta seccién 3.1.
Esta relacion también estd incluida en la coleccién de test, por lo que hay

que reentrenar los modelos con este conjunto de desarrollo.
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Figura 3.6: Frecuencia de aparicién de las entidades en el conjunto de desa-
rrollo.
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Figura 3.7: Frecuencia de aparicién de las relaciones en el conjunto de en-
trenamiento.

También destaca el hecho de que la frecuencia de las relaciones es distinta
con respecto al conjunto de entrenamiento, ademds de la adiciéon de esta
nueva relacion. Esto no es necesariamente malo, ya que puede ayudar a
que el conjunto de datos con el que estd entrenado el modelo final tenga
ligeramente menor desbalance de relaciones.

Por 1ltimo, como en la seccién anterior, es interesante observar qué pala-
bras son las més recurrentes en este conjunto de desarrollo. En la Figura 3.8
se muestran las 10 palabras més frecuentes del mismo. Lo principal que se
puede notar es que hay muchas referencias a la enfermedad COVID-19, y el

virus que la produce, SARS-CoV-2. Esto no es de extranar, ya que el corpus
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mas representativo de este conjunto es el CORD-19. Ademds se observan

palabras en inglés, como se ha comentado anteriormente en la seccién 3.1.
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Figura 3.8: Las diez palabras mas frecuentes en el conjunto de desarrollo,
eliminando stop-words.

Tras este analisis, se puede ver que existen varias diferencias sobre el tipo
de datos entre los conjuntos de entrenamiento y desarrollo, lo que aporta

generalidad al modelo, y facilita el desemperio con el conjunto de test.

3.2.3. Anadlisis de la influencia de las entidades en las rela-

ciones

La tarea de RE también puede verse influenciada en gran medida por
el tipo de entidades que forman parte de la relacién. Pueden existir ciertas
entidades que son mas propensas a formar ciertas relaciones. Por este motivo,
se ha decidido analizar qué parejas de entidades son mas comunes en segin
que relaciones.

En primer lugar, se extrajeron la cantidad de relaciones de cada tipo
que existen entre segiin qué pares de entidades, en la Figura 3.9 se muestran
los pares de entidades, y las lineas representan la cantidad de muestras de
un tipo especifico de relacion, para ese par. La etiqueta definida para pares
sin relacién, es la letra O. Las entidades estdn representadas por su inicial,
siendo A-A la pareja de entidades Action y Action, C-P Concept y Predicate,

y asf sucesivamente. Por cuestiones de visualizacién, en esta Figura 3.9 sélo
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se muestran pares de entidades, ya que en caso de que una de las palabras

del par no sea una entidad, siempre se trata de un par sin relacién.
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Figura 3.9: Cantidad de relaciones por cada par de entidades.
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Figura 3.10: Cantidad de relaciones por cada par de entidades sin incluir la
clase sin relacion.

Como se puede observar, la cantidad de pares sin relaciéon es muy alta
en comparacion con el resto. Otra cosa destacable es que hay ciertos pares
de entidades que son mas frecuentes que otros de forma general, y estos son:
el par Action-Concept, Concept-Concept y Predicate- Concept. El problema

de esto es que también se ve que la mayoria de relaciones se juntan en
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esos tres pares, lo que puede dificultar la diferenciacién entre las distintas
relaciones. En la Figura 3.10 se muestra la cantidad de relaciones para cada
par, teniendo solo en cuenta las relaciones, sin mostrar los casos sin relacion.

En esta Figura 3.10 se sigue observando que hay un predominio de pares
de entidades que acogen a la mayoria de las relaciones, aunque en este caso
se aprecian mas diferencias. Por ejemplo, en la relacion subject y target se
aprecia una predominancia del par Action-Concept. También el par Con-
cept-Concept estd muy relacionado con la entidad in-context, y por dltimo,
Predicate- Concept con las relaciones domain y arg.

Hay que tener en cuenta que esta Figura 3.10 esta sesgada por la canti-
dad de datos que hay con cada relacién, por lo que las relaciones con mas
ocurrencias coinciden con los tres picos principales de la figura. Para tratar
de tener una visién mas relativa, en la Figura 3.11 se muestra el porcentaje

de cada una de las relaciones para cada uno de los pares.
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Figura 3.11: Frecuencia de las relaciones por cada par de entidades.

En esta Figura 3.11, se aprecia méas que existe una variedad de relaciones
entre las distintas entidades. Aun asi, se aprecian ciertos patrones, como por
ejemplo que las relaciones domain y arg sélo se dan pares que contengan una
entidad de tipo Predicate. También se confirma que los pares sin relacién se
dan principalmente cuando una de las palabras o ambas no tiene entidad,
aunque si que se aprecia que también se da entre pares con entidades, como
es el caso de Concept-Concept o Action-Concept. También en esta Figura

3.11 se aprecian los picos que se observaban en las figuras anteriores entre
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los pares Action-Concept y Concept-Concept.

Tras este andlisis, es posible sacar ciertos patrones que pueden servir
de utilidad a la hora de desarrollar una propuesta para esta tarea, como el
hecho de poner més peso en ciertas relaciones, segin que tipo de entida-
des estén involucradas, esto se explicard mas en detalle en la seccion de la

implementacion de la tarea de RE, la seccién 4.4.3.



Capitulo 4
Propuesta

A la vista de las necesidades encontradas durante la valoracién del estado
del arte, lo que se propone es la resolucién del reto de eHealth Knowled-
ge Discovery, concretamente las tareas de NER y RE, intentando mejorar
los resultados de los anteriores participantes. En las sucesivas secciones se

detallard la propuesta realizada en este trabajo.

4.1. Propuesta detallada

Lo que se propone para la resolucién de la tarea de NER es construir dos
arquitecturas de modelos distintas. La primera de ellas consiste en aplicar
un modelo de transformer preentrenado para codificar la entrada de da-
tos y posteriormente introducir esos en un clasificador, para asi realizar el
Transfer Learning de modelos ya entrenados previamente. La seleccion de
los modelos utilizados se detalla en la seccién 4.2. La diferencia entre esta
propuesta y la realizada por otros sistemas del estado del arte, es que los
modelos transformer utilizados estaran previamente entrenados con texto
del dominio biomédico en espanol, por lo que se espera que esto proporcione
buenos resultados.

La segunda consiste en reentrenar uno de estos modelos preentrenados
(tanto con texto general como con textos del &mbito médico) con los datos de
entrenamiento. Con esto se pretende evaluar el uso de modelos previamente
entrenados en texto biomédico, y si esto supone una gran mejoria en los
resultados o por el contrario es mas conveniente entrenar el modelo desde
cero con los datos de entrenamiento.

Ademas de esto, y a diferencia de las propuesta realizadas anteriormente
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por otros sistemas, se propone utilizar las técnicas de Data Augmentation
para tratar de mitigar el desbalanceo entre las distintas clases de entidades
y la clase sin entidad, aplicando las técnicas de aumento de datos textuales
(seccién 2.2.6.1) a los modelos de transformer que se reentrenen.

Para la tarea de RE, el primer enfoque que se propone es realizar dos
clasificadores, SVM y Redes Neuronales, para realizar la clasificacién de
los pares de entidades. Como entrada el clasificador recibira los vectores de
caracteristicas resultantes de aplicar un modelo de transformer preentrenado
a los datos de entrada, tal y como se realizan para la tarea de NER. Los
modelos utilizados para ello son los mismo utilizados en la tarea de NER,
descritos en la seccién 4.2. De esta forma se aporta también en esta tarea
la novedad de utilizar estos modelos ya entrenados en texto biomédico en
espanol.

Como se trata de un problema con muchas clases, ademas de que existe
una clase sobre-representada, se propone un segundo enfoque que consiste
en utilizar un segundo clasificador de Redes Neuronales (NN) entrenado
solo con los datos que tengan relacién, para asi repuntuar con este segundo
clasificador las decisiones tomadas por el primer clasificador, pretendiendo
asi discriminar mejor entre las entidades detectadas.

Como en el caso de NER, una de las aportaciones de esta propuesta es la
utilizacién de técnicas de aumento de datos. En esta ocasién se aumentaran
las muestras en el espacio de caracteristicas antes de introducirlas en el
clasificador, esperando mejorar asi la representatividad de las entidades con
relacion.

Ademids de esto, al tratarse de un modelo que recibe como entrada dos
vectores de caracteristicas (uno por palabra), también se plantea utilizar
un modelo de reduccién de dimensionalidad para que adema&s de reducir las
dimensiones y facilitar el entrenamiento, aumente la separabilidad de los

datos, tal y como se explica en la seccién 2.2.7.

4.2. Selecciéon de modelos de preentrenados

La seleccién de modelos determina en gran medida los resultados obte-
nidos. Lo primero que hay que tener en cuenta es la lengua con la que estan
entrenados los modelos, en este caso en espaifiol. Lo segundo més importante

es con que tipo de datos ha sido entrenado, ya que en este trabajo se quiere
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explorar el uso de un modelo entrenado con textos del dominio biomédico.
Por ello, se proponen una serie de modelos, algunos de ellos més generales
y otros més especificos del dominio.

De los cinco modelos que se presentan a continuacion, los dos primeros
(secciones 4.2.1 y 4.2.1) son generales para el espanol. Los tultimos tres mo-
delos (secciones 4.2.3, 4.2.4 y 4.2.5) son modelos preentrenados con textos
de naturaleza biomédica y clinica en espanol, proporcionados por el Plan

L como se comenté

de Tecnologias del Lenguaje del Gobierno de Espana
anteriormente. Con estos modelos se pretender realizar Transfer Learning
y aprovechar su preentrenamiento para aplicarlo a las tareas que se estan
abordando, ya que no se dispone de material suficiente para entrenar un

modelo de tales caracteristicas.

4.2.1. BERT multilingual base model

El primer modelo con el que se va a entrenar es el modelo plurilingiie
de BERT (mBERT) Devlin et al. (2018). Este modelo ha sido entrenado en
104 idiomas con datos de Wikipedia, y fue entrenado para realizar modelado
lingiifstico enmascarado (Masked Language Modeling) (MLM). También es
sensible a las mayusculas y minusculas y distingue entre inglés y castellano.
El modelo puede encontrarse en el repositorio oficial Google Research?, y en
la librerfa HuggingFace?.

mBERT es un modelo de transformers preentrenado en un gran corpus
de datos plurilingiies de forma autosupervisada. Esto significa que fue pre-
entrenado sélo con los textos en bruto, sin que éstos fueran etiquetados de
ninguna manera.

De este modo el modelo aprende una representacién interna de las len-
guas en el conjunto de entrenamiento que puede utilizarse para extraer ca-
racteristicas utiles para tareas posteriores, por lo que es factible utilizar este
modelo para entrenar un clasificador utilizando las caracteristicas produci-
das por el modelo mBERT como entradas.

Respecto a las caracteristicas de este modelo, son las siguientes: 12 capas
de atencién, 768 estados ocultos (lo que significa que los vectores de carac-

teristicas de la entrada tendran 768 dimensiones), 12 cabezas de atencién y

"https://plantl.mineco.gob.es/tecnologias-lenguaje/PTL/Paginas/plan
-impulso-tecnologias-lenguaje.aspx

2https://github.com/google-research/bert

3https://huggingface.co/bert-base-multilingual-cased


https://plantl.mineco.gob.es/tecnologias-lenguaje/PTL/Paginas/plan-impulso-tecnologias-lenguaje.aspx
https://plantl.mineco.gob.es/tecnologias-lenguaje/PTL/Paginas/plan-impulso-tecnologias-lenguaje.aspx
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110 millones de pardmetros.

4.2.2. BETO: Spanish BERT

El segundo modelo a utilizar es BETO* Canete et al. (2020), un modelo
BERT entrenado con un gran corpus espainol. El modelo fue entrenado con
textos de Wikipedia, Wikinews, Wikiquotes en espaiiol, ademéds de fuentes
del proyecto OPUS con textos en espanol, textos de las Naciones Unidas,
charlas TED, publicaciones del gobierno, entre otras fuentes®. Modelos como
BERT-base y mBERT cuentan con 12 capas de atencion, 768 estados ocultos,
12 cabezas de atencién y 110 millones de parametros. Este modelo tiene el
mismo numero de parametros y capas de atencion, pero a diferencia de estos,

cuenta con 1024 estados ocultos y 16 cabezas de atencién.

Tanto este modelo como mBERT son modelos entrenados con datos ge-
nerales sin ser aplicados al dominio biomédico. Se ha decidido seleccionarlos
para poder evaluar las diferencias entre utilizar un modelo preentrenado con

textos generales y uno preentrenado con textos del dominio biomédico.

4.2.3. Biomedical language model for Spanish

El modelo RoBERTap;, se trata de un modelo lingiifstico biomédico en
el espafiol® Carrino et al. (2021b). Es un modelo basado en RoBERTa Liu
et al. (2019) entrenado en un corpus biomédico en espanol, el cual es recogi-
do de varias fuentes que se explicardn a continuacién. Al igual que mBERT
el preentrenamiento de este modelo se basa en el modelado lingiiistico en-
mascarado, siguiendo el enfoque empleado para el modelo base RoBERTa
con los mismos pardmetros que éste, en este caso: 12 capas de atencién, 768
estados ocultos, 12 cabezas de atencién, 125 millones de pardmetros.

El corpus de entrenamiento esta compuesto por varios corpus biomédicos
en espanol recogidos de corpus disponibles piblicamente, algunos de ellos
son: Spanish Biomedical Crawled Corpus Carrino et al. (2021a), SciELO

Spain” y articulos sobre ciencias de la vida en Wikipedia, entre otros.

“https://huggingface.co/dccuchile/bert-base-spanish-wwm-cased
Shttps://github.com/josecannete/spanish-corpora
Shttps://huggingface.co/PlanTL-GOB-ES/roberta-base-biomedical-es
"https://scielo.isciii.es/scielo.php
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4.2.4. Biomedical-clinical language model for Spanish

El modelo RoBERTacyinicar S trata de un modelo biomédico y clinico
en espaiiol®. Este modelo tiene la misma estructura que el modelo anterior,
y ha sido entrenado con corpus biomédicos en espafiol, pero en este caso
ademas de esto, se utilizé un corpus con informes clinicos reales de mas de

278 mil documentos y notas clinicas.

Ademas, estos modelos han sido evaluados para la tarea de NER con da-
tasets biomédicos en espafiol, como por ejemplo: PharmaCoNER Gonzalez-
Agirre et al. (2019) o Cantemist Miranda-Escalada et al. (2020); y han ob-

tenido muy buenos resultados.

4.2.5. Spanish RoBERTa-base biomedical for NER

Por 1ltimo, el modelo RoOBERTaygg, estd basado en RoBERTa y afi-
nado para la tarea de NERY. Ha sido preentrenado utilizando el mayor cor-
pus biomédico espafiol conocido hasta la fecha, compuesto por documentos

biomédicos, casos clinicos y documentos de historia clinica Electronic Health
Records (EHR).

Este modelo es un afinado del modelo anterior, descrito en 4.2.3, para el
dataset PharmaCoNER!, anotado con entidades de sustancias, proteinas y
compuestos. Por ello es interesante utilizarlo a pesar de no contar con los
mismos tipos de entidades, ya que el modelo ha sido afinado para la tarea
de NER.

4.3. Implementacion de modelos NER

Tal y como se comentd en la propuesta, para abordar esta tarea se propo-
nen dos arquitecturas de modelos distintas, las cuales se explicaran en las
posteriores secciones junto con las técnicas de aumento de datos. En primer
lugar, se explicard el preproceso de los datos antes de introducirlos en el

modelo.

8https://huggingface.co/PlanTL-GOB-ES/roberta-base-biomedical-clinical-es
“https://huggingface.co/PlanTL-GOB-ES/bsc-bio-ehr-es-pharmaconer
Onttps://temu.bsc.es/pharmaconer/
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4.3.1. Preprocesado de los datos

En primer lugar, se procede al preprocesado de los datos. Una vez leido
el texto de los ficheros de entrada mediante el script proporcionado por
el reto!!, se aplicé sobre las frases una serie de pasos, que se detallan a

continuacion:

s Eliminacion de caracteres no alfanumeéricos: se eliminaron los
signos de puntuacién (comas, puntos, signos de interrogacion y excla-
macién, etc). Estos elementos, pueden provocar ruido y que el modelo

no se centre tanto en las palabras.

= Eliminacion de tildes: se eliminaron las tildes, y se dejé la palabra
original sin tildes. Se eliminaron debido a que estos elementos son

dificiles de procesar y también pueden causar ruido.

También se probé a aplicar tanto lematizacién como stemming, aunque
los resultados no fueron satisfactorios, posiblemente debido a que habia pa-
labras con la misma raiz que podian pertenecer a entidades distintas, por lo
que se dejaron las palabras originales.

Por 1ltimo, se codificaron las etiquetas de las entidades siguiendo la
codificacién IOB explicadas en la seccién 2.2.4. Esto es debido a que muchas
entidades tienen més de una palabra y es necesario identificarlas todas. Cabe
mencionar también, que se han codificado las etiquetas de clase (entidades)
en valores numéricos del 0 a N — 1, siendo N el nimero de clases (tipos de
entidad).

4.3.2. Aumento de datos textuales

Tal y como se indicé la propuesta, para la tarea de NER, se propone uti-
lizar aumento de datos para tratar de mitigar el desbalance entre clases. En
este caso, y dada la informacién obtenida durante el andlisis de las entidades
realizado en la seccién 3.2.1, se plantea realizar un aumento de datos para
las clases Predicate y Reference debido a que son las dos minoritarias.

La técnica de Back Translation, tal y como se explicé en la seccién 2.2.6.1,
se basa en utilizar un modelo de traduccién para traducir la palabra que se
pretende aumentar a otra lengua (en este caso inglés, ya que los modelos

estdn mds trabajados que en otras lenguas) y después volver a traducirla al

Mhttps://github. com/ehealthkd/corpora/blob/master/scripts/anntools.py
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4.3 Implementacién de modelos NER 67

castellano. El modelo utilizado para traducir del castellano al inglés, es el
proporcionado por Language Technology Research Group at the University
of Helsinki'?, un grupo a investigacién PLN de la Universidad de Helsinki,
disponible en la librerfa HuggingFace?. El modelo para traducir de nuevo
del inglés al espaiiol es proporcionado también por este grupo'®.

Para la técnica de generacion de sinénimos se utilizé6 una red Wordnet
multi-idioma que soporta varias lenguas, incluido el castellano. Dicha red es
Open Multilingual Wordnet'®. La implementacién fue proporcionada por la
librerfa nlpaug!'®.

En la tabla 4.1 se muestra la cantidad de datos en cada fase del proceso de
aumento de datos. En la columna Original se muestran la cantidad de datos
originales en el conjunto de entrenamiento, en BackTranslation/Synonym
se muestra la cantidad de datos aumentada para esa clase utilizando una
técnica u otra, ya que no se utilizan al mismo tiempo para poder estudiar las
diferencias entre ambas. En la columna Aumentado se muestra la cantidad
de datos en el conjunto de entrenamiento final para cada clase. También se
puede observar que la frecuencia de las entidades Predicate y Reference en

el conjunto aumentado es el doble que en el conjunto original.

Cantidad de datos
Entidad Original | Back Translation |/ Synonym | Aumentado
Sin entidad | 10972 0 10972
Concept 8083 0 8083
Action 2405 0 2405
Predicate 955 955 1910
Reference 274 274 548

Tabla 4.1: Cantidad de datos iniciales y aumentados para la tarea NER.

Para aumentar los datos se seleccionaron las palabras pertenecientes a
dichas entidades y se generd por cada una de ellas una nueva palabra, es
decir, se duplicaron las entidades de esas clases para aumentar su repre-
sentatividad. En la Figura 4.1 se muestra la frecuencia de las entidades del
conjunto de datos de entrenamientos una vez duplicadas.

Con esto se pretende aumentar la representacion de los datos sin alterar

2https://blogs.helsinki.fi/language-technology/
Bnttps://huggingface.co/Helsinki-NLP/opus-mt-es—en
Yhttps://huggingface.co/Helsinki-NLP/opus-mt-en-es
https://github.com/globalwordnet/OMW
nttps://nlpaug.readthedocs.io/en/latest/augmenter/word/synonym.html


https://blogs.helsinki.fi/language-technology/
https://huggingface.co/Helsinki-NLP/opus-mt-es-en
https://huggingface.co/Helsinki-NLP/opus-mt-en-es
https://github.com/globalwordnet/OMW
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la predominancia de las clases mas frecuentes, ya que lo méas probable es que
en los datos de test también exista mayor frecuencia de éstos. Este aumento
se da con ambas técnicas de aumento de datos, tanto Back Translation como
la generacion de sinénimos. Esta accion se realiza antes de la extraccién de

caracteristicas o de introducirse en el modelo.
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Figura 4.1: Frecuencia de aparicién de las entidades en el conjunto de entre-
namiento.

4.3.3. Extraccién de caracteristicas

Una vez se han preprocesado los datos es necesario aplicar técnicas de
extraccion de caracteristicas, ya que los modelos de Machine Learning nece-
sitan recibir vectores de caracteristicas como entrada. Se seleccionaron una
serie de técnicas de extraccién de caracteristicas, que se detallaran a con-
tinuacién, pero los resultados de aplicar las mismas para cada modelo se
veran en la seccién 5.4.3. Todas las técnicas de extraccién de caracteristicas
han sido explicadas previamente en la seccién 2.2.2.

Hay que tener en cuenta que esta extraccién de caracteristicas solo aplica
para clasificadores, ya que los modelos de transformers no requieren de este

paso adicional, ya que calculan sus propias caracteristicas.

4.3.3.1. Frequency-Inverse Document Frequency

La primera técnica de extracciéon de caracteristicas es TF-IDF, la cual

se explica en la seccién 2.2.2. Esta técnica genera una matriz donde cada



4.3 Implementacién de modelos NER 69

fila representa cada palabra, y las columnas son el valor de la funcién TF-
IDF para esa palabra en el conjunto de entrenamiento. Si se selecciona un

subconjunto de frases de entrenamiento, tal que asi:

“La presencia del gen de células falciformes y otro normal se
denomina rasgo drepanocitico.”, “Entre los factores de riesgo

estan ser de raza afroamericana o el exceso de peso”

La matriz de caracteristicas de estas dos frases quedaria tal y como se
muestra a continuacién, siendo las filas los tokens y las columnas el peso de

los tokens en cada frase:

phrase; phrases

La 0,272 0,000
presencia | 0,272 0,000
del 0,272 0,000
exceso 0,000 0,246
de 0,193 0,524
peso 0,000 0,245

4.3.3.2. Word Embedding

Otra de las técnicas utilizadas habitualmente para representar palabras
son los Word Embeddings, un método que se basa en generar un vector para
cada palabra del conjunto de datos basdndose en los contextos en los que
aparece en los textos. Dicha técnica se explico en la seccién 2.2.2. En esta
ocasion se ha utilizado un modelo de FastText, entrenado previamente con
textos biomédicos en espanol e inglés.

El modelo se ha obtenido del proyecto NLPMedTerm, el cual tiene como
objetivo aportar a la comunidad investigadora recursos para el procesamien-
to del lenguaje natural en el dominio médico en espaiiol'”. El proyecto fue

18 en la Universidad

finalizado por InterTalentum Posdoctoral Programme
Auténoma de Madrid, y proporciona varios recursos, entre ellos los vectores

entrenados con el modelo FastText.

Yhttp://www.111f .uam.es/ESP/nlpmedterm_es.html
https://congresos.fuam.es/fuamcongresos/intertalentum-posdoctoral
-programme/home
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El modelo ha sido entrenado siguiendo el algoritmo Skip-Gram, expli-
cado anteriormente, generando vectores de 100 dimensiones. Los datos de
entrenamiento del modelo provienen de dos fuentes, una de ellas es el cor-
pus de textos de la Agencia Europea del Medicamento (European Medicines
Agency) (EMEA) | con casi 14 millones de tokens, y la otra son articulos
médicos del repositorio Scientific Electronic Library Online (SciELO)?° con
aproximadamente 25 millones de tokens.

Una vez se ha cargado el modelo, cada token es representado por su
vector correspondiente del modelo, generando asi vectores de caracteristicas
de 100 dimensiones.

También existen otros embeddings entrenados en texto biomédico en es-
panol Soares et al. (2019) generados a partir de los textos completos de
articulos biomédicos de SciELQO, los articulos de salud de Wikipedia y una
concatenacién de ambos corpus. Dichos embeddings fueron entrenados en

Word2Vec y FastText?' y no han sido utilizados en este trabajo.

4.3.4. Implementacion de modelos de clasificacion en NER

En primer lugar y a modo de baseline, se entrenaran una serie de cla-
sificadores con las caracteristicas explicadas en la seccién anterior, para asi
tener unos primeros resultados a mejorar por los modelos transformers. Los
clasificadores escogidos son SVM, Random Forest y Redes Neuronales, que
se explicaran a continuacion.

En segundo lugar, tal y como se coment6 en la propuesta (seccién 4.1),
se implementaran estos mismos clasificadores, que recibirdn como entrada
los vectores de caracteristicas extraidos de aplicar el modelo transformer
preentrenado a las palabras de entrada.

Una vez se ha seleccionado el modelo con el que se va a realizar la clasifi-
cacién, explicados en las posteriores secciones, se realizard un procesamiento
del texto y una extraccion de caracteristicas utilizando el modelo de trans-
former preentrenado, y una vez obtenidos los embeddings que representen a
cada palabra, pasarselos a un modelo o capa de clasificacién. Por lo tanto, la
arquitectura propuesta se muestra en la Figura 4.2. Es importante tener en

cuenta que los modelos transformer tienen en cuenta el contexto de la frase,

®nttps://opus.nlpl.eu/EMEA. php

Onttps://scielo.org/

Znttps://plantl.mineco.gob.es/tecnologias-lenguaje/actividades/
infraestructuras/Paginas/Word-embeddings.aspx
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por lo que una misma palabra en distintos contextos no tendra el mismo

vector.
Input Tokens Embeddings
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Figura 4.2: Arquitectura del modelo transformer con capa de clasificacion
para NER.

El comportamiento del modelo es el siguiente: en primer lugar, la prime-
ra capa del modelo recibe como entrada las frase del conjunto, tal y como
se muestra con una frase de ejemplo en la Figura 4.2. Esta capa de pre-
procesamiento (punto 1) tokenizard las palabras, partiéndolas en unidades
mé&s pequenas o tokens (la lista de tokens de la frase, seria un vector de T’
dimensiones) que luego el modelo utilizara para calcular un mapa de carac-
teristicas en la capa de codificacién (punto 2), donde cada token tendra un
vector de caracteristicas de F' dimensiones, por lo que la salida de la capa
de codificacién serd una matriz de caracteristicas de la forma Tz F'.

La problematica de esto, es que el modelo estd clasificando los tokens,
que no son necesariamente las palabras, que es lo que se necesita en este
caso. Es por esto, por lo que el tercer paso consiste en pasar la matriz
de caracteristicas resultante por una capa adicional (punto 3). Esta capa
calculard la media de los tokens pertenecientes a cada palabra (en caso de
que exista més de un token para esa palabra), y generard un nuevo mapa
de caracteristicas de la forma Wz F', siendo W la cantidad de palabras de la
entrada.

Una vez se tienen los vectores de caracteristicas para cada palabra de
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entrada, por tltimo, se le pasan a una capa de clasificaciéon (punto 4) para
que realice la prediccién de entidades o relaciones para cada palabra o pares
de palabras. Esta capa de clasificacién serd uno de los clasificadores que se

explicaran a continuacién.

4.3.4.1. Implementacion del clasificador SVM

El primer modelo a implementar es un modelo de SVM. La razén de
escoger este modelo es que se trata de un modelo sdlido en cuanto a clasi-
ficacién, con un coste computacional de entrenamiento no demasiado alto,
y ademaés ha sido bastante utilizado en la tarea de NER, como se comen-
ta en la seccién 2.2.4.1. Los hiperparametros seleccionados para entrenar el

modelo fueron los siguientes:

s Funcién de penalizacién: esta anade penalizacién al modelo a me-
dida que aumenta su complejidad, en este caso se seleccioné la funcion
de penalizacién L2. En la ecuacién 4.1 se muestra dicha funcién, siendo
A pardametro de regularizacién que penaliza los parametros para que
el modelo generalice los datos y no se sobre-ajuste. Dicha penalizacién

se suma a la funcién de coste.

J(0) = J(0) + A Zp: 03 (4.1)
j=1

= Funcién de pérdida: esta funcién es la encargada de indicar la cali-
dad de las predicciones del modelo respecto a los datos. En este caso,
se ha utilizado la funcién de pérdida Squared Hinge-Loss debido a que
es altamente utilizada con el modelo SVM Lee y Lin (2013). En la

ecuacion 4.2 se muestra dicha funcion, siendo N el ntimero de datos.

N

L(y,9) = Y _(max(0,1 - y;,5;)%) (4.2)
i=0

= Parametro C: se puede considerar como el grado de optimizacién
que tiene que cumplir el modelo. Para este caso, se ha utilizado el

parametro por defecto, 100.

» Estrategia multiclase: la estrategia multiclase seguida es one-to-

rest, tal y como se especifica en la seccién 2.1.1.1 para los problemas
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multiclase.

= Pesado de clases: el pesado de clases es equilibrado, es decir, utiliza
la cantidad de datos de cada clase para ajustar automaticamente las
ponderaciones de forma inversamente proporcional a las frecuencias
de las clases en los datos de entrada. Lo cual sirve para combatir el
desequilibrio entre clases. La funcion que calcula el peso de la clase i es
la mostrada en la ecuacion 4.3, siendo N el niimero total de muestras,

C el nimero de clases, y NN; el nimero de muestras de la clase i.

W (i) = (4.3)

4.3.4.2. Implementacion del modelo Random Forest

El segundo modelo a implementar, es el modelo de ensamblado Random
Forest. Con este modelo se pretendia ver que tal funcionan los modelos en-
samblados para esta clase de problemas, ya que son ampliamente utilizados
en tareas de clasificacién. Los hiperparametros utilizados con este modelo

se detallan a continuacion:

= Numero de estimadores: este pardmetro indica el niimero de Arbo-
les de decisién que se integran en el modelo ensamblado, en este caso

se han utilizado 100 estimadores.

= Criterio de pureza: este pardmetro indica la funcién que mide la
calidad de la divisién de los datos en los siguientes nodos. La calidad
de una posible divisiéon del nodo es computada por la funcién de im-
pureza. En este caso se ha utilizado la funcién Gini Breiman (1996)
que se muestra en la ecuacion 4.4, siendo k el nimero de clases, y p;

la probabilidad de que el un dato de D pertenezca a la clase i.

k
GD)=1-Yp} (4.4)
=1

= Maximo nimero de caracteristicas: el nimero maximo de carac-
teristicas a considerar para realizar la mejor divisién de nodos. En este

caso se ha seleccionado la raiz cuadrada del nimero de caracteristicas.
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= Pesado de clases: como en el caso anterior, se utiliza un pesado de
clases balanceado para mitigar el desbalance entre clases. La funcién

de pesado es la que se explicé anteriormente en la ecuacion 4.3.

4.3.4.3. Implementacién de Redes Neuronales

El tercer y tltimo modelo a implementar se trata de una red neuronal. En
esta ocasion, se trata de una red neuronal sencilla, con pocas capas, encar-
gada de realizar la tarea de clasificacion. La estructura de la red propuesta

es la siguiente:

= Capa de entrada: la primera capa del modelo, compuesta por 768
neuronas debido a las dimensiones de los vectores de caracteristicas

generados por el transformer.

= Capa de dropout: esta capa es utilizada para evitar el sobreajuste

aplicando un dropout del 25 %.

s Capa oculta: capa intermedia entre la capa de entrada y de salida,

contiene la mitad de neuronas que la capa de entrada, 384 neuronas.

= Capa de dropout: de nuevo otra capa intermedia para evitar el so-

breajuste, en este caso aplicando un dropout del 50 %.

= Capa de salida: la ultima capa, una capa softmax para calcular las
probabilidades de cada clases, y estd compuesta por la misma cantidad
de neuronas que clases hay para clasificar. Siendo cuatro tipos de enti-
dades distintas, con la notacién IOB pasarian a ser ocho, y anadiendo

la clase sin entidad nueve clases, por lo tanto, nueve neuronas.

En la Figura 4.3 se puede ver el diagrama de dicha arquitectura. Respecto

a los hiperparametros de la red, se muestran a continuacion:

= Funcién de coste: se ha utilizado la funciéon Cross-entropy Zhang y

Sabuncu (2018), ampliamente utilizada en tareas de clasificacion.

s Funcién de optimizacién: se ha utilizado el optimizador Adam
(Adaptive Moment Estimation) Ruder (2016) también muy utilizado,

basado en tasas de aprendizaje adaptativas.

= Tasa de aprendizaje: se ha utilizado una tasa de aprendizaje de
0.001.
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= Epocas maximas: se ha fijado un nimero méximo de épocas para el

modelo, en este caso 80.

» Callbacks: en caso de que el modelo deje de aprender se ha utilizado
Early Stopping con paciencia 10, para que el aprendizaje se detenga
cuando lleve més de 10 épocas sin mejorar los resultados de la evalua-

cion.

= Funciones de activacién: en las capas de entrada e intermedia se ha
utilizado la funcién de activacién ReLU (Rectified Linear Unit). En la

capa de salida se ha utilizado la funcién softmaz.

= Pesado de clases: como todos los casos, se utiliza un pesado de clases

balanceado para mitigar el desbalanceo entre clase (ecuacién 4.3).
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n=768

Figura 4.3: Aquitectura de la Red Neuronal.

Los resultados de la aplicacién de este modelo, junto con los anteriores

se veran mas adelante en la seccién de resultados 5.4.3.

4.3.5. Implementacion del modelo transformer

El segundo enfoque que se propone, es utilizar como base uno de los mo-
delos preentrenados descritos en la seccion 4.2 y reentrenar la arquitectura
de transformer completa con los datos de entrenamiento, para ajustar el
modelo a los datos con los que se estd trabajando. El modelo recibe como

entrada una secuencia de tokens (palabras) equivalente a una frase, y obtiene
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como resultado una secuencia de entidades, donde cada entidad corresponde
a cada palabra de la frase de entrada.

La arquitectura del modelo base es el modelo BERT, en esta ocasion,
entrenado para la tarea de NER. Ya que se trata de un modelo contextual lo
interesante es pasarle como entrada la secuencia completa, es decir, la frase
completa, y que éste prediga la secuencia de etiquetas.

En primer lugar, es necesario tokenizar la frase de entrada. Para ello, se
utiliza un método llamado tokenizacién WordPiece Wu et al. (2016). Se trata
de una estrategia de tokenizacion que trata de lograr un buen equilibrio entre
el tamano del vocabulario y las palabras fuera del vocabulario. El algoritmo
segmenta las palabras en partes m&s pequenias y construye el vocabulario
utilizando la combinacion de estas partes individuales. Cada una de estas
partes o tokens serd convertido a un vector de 768 dimensiones.

Una vez hecho esto, para un token dado, su representacién de entrada se
construye sumando los embeddings del token, los embeddings del segmento
(en caso de que la entrada tenga mas de una frase, en el caso de NER, no) y
de posicion correspondientes, tal y como se muestra en la Figura 4.4 Devlin
et al. (2018). El cdlculo de estos embeddings se realiza en las respectivas

capas, que se explicaran a continuacién.
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Figura 4.4: Representaciones de entrada en la arquitectura BERT base.

El modelo utilizado se compone de dos médulos: el médulo deembeddings,
formado por una serie de capas de embeddings, proporciona una salida que
posteriormente es utilizada como entrada a la segunda parte. Esta segunda
parte o médulo es el encoder, que realizaria la clasificacion. Asi pues, el

médulo de embeddings estd compuesto por las siguientes capas:

= Capa de embedding: la capa de entrada, que recibe la lista de to-
kens que se han tokenizado previamente con el algoritmo WordPiece,

y contienen las etiquetas de inicio y fin de secuencia. Con un tamano
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de vocabulario de 52000 tokens y unas dimensiones de embedding de
768.

= Capa de embedding posicional: esta capa se necesita para identi-
ficar la posicién de cada token dentro de la frase, ya que una misma
palabra en distintas posiciones debe tener una representacion distinta

segun el contexto.

= Capa de embedding de segmentos: esta capa se utiliza para sa-
ber que token en particular pertenece a cada secuencia. En el caso
este trabajo, el modelo recibe sélo una secuencia (frase) por lo que
el embedding siempre contendra el mismo valor para cada uno de los

tokens.

= Capa de normalizacién: hay que tener en cuenta que los cambios en
la salida de una capa tenderdn a causar cambios altamente correlacio-
nados en las entradas sumadas de la siguiente capa. Por este motivo se
realiza la normalizacién, para reducir esta influencia fijando la media

v la varianza de las entradas sumadas dentro de cada capa.

= Capa de dropout: se aplica un dropout del 10% y es la tltima capa

del modulo.

El médulo del encoder estda formado por 12 capas de atencion, donde
se implementa el mecanismo de auto-atencion, previamente explicado en la
seccion 2.1.1.5. Respecto a los hiperparametros utilizados para el entrena-

miento, se muestran a continuacion:
= Numero de épocas: se entrenaron los modelos con 25 y 40 épocas.

= Tamano del lote: el tamano de lote seleccionado fue 64, para ajus-
tarlo a las prestaciones de las maquinas utilizadas para entrenar los

modelos.

= Tasa de aprendizaje: se seleccion6 una tase de aprendizaje de 0.00002

durante el ajustado.

4.4. Implementaciéon de modelos RE

Tal y como se coment6 en la propuesta (seccién 4.1), para abordar esta tarea

se propone utilizar en primer lugar un modelo de clasificacién, encargado de
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clasificar pares de palabras. Y en segundo lugar, entrenar otro clasificador
secundario sélo con los datos de las entidades, esperando que éste ayude al
primer modelo a discriminar mejor entre entidades.

El modelo principal recibira como entrada los dos vectores concatenados,
generados por el modelo de transformer aplicado a cada par de entidades del
conjunto de datos. Mientras que el modelo secundario recibird las muestras
de datos con relacién, que han sido pasadas por una serie de procesos, que
se detallardn las posteriores secciones. También se explicard el preproceso

de los datos antes de introducirlos en el modelo.

4.4.1. Preprocesado de los datos

Tal y como se explicé para la tarea de NER (seccién 4.3.1), se reali-
zan sobre el texto dos pasos, el primero es la eliminaciéon de caracteres no
alfanuméricos, y el segundo es la eliminacién de tildes. Respecto a la codi-
ficacién de las etiquetas de clase (relaciones) en valores numéricos del 0 a

N — 1, siendo N el nimero de clases (tipos de relacién).

4.4.2. Aumento de muestras y reduccion de dimensionalidad

Como se indicé la propuesta, para la tarea de RE se propone utilizar
aumento de datos para tratar de mitigar el desbalance entre clases. Debido
a la cantidad tan grande de datos con los que se pretende entrenar el modelo
(aproximadamente 600 mil pares de palabras) resulté inviable aplicar técni-
cas de aumento de datos a los datos inicialmente, por lo que éstas, junto
con la reduccién de dimensionalidad se aplicardan a los datos con los que se
entrena el modelo secundario (sélo con entidades).

Para realizar el aumento de muestras se ha utilizado el algoritmo SMOTE-
NC, explicado en la seccion 2.2.6.2, para aumentar los datos de entrada una
vez ya se hayan extraido las caracteristicas. Es decir, una vez se han obtenido
los vectores de caracteristicas de los pares entidades, se aplica el algoritmo
para aumentar la cantidad de muestras de una determinada clase.

En primer lugar, se probé a utilizar el algoritmo SMOTE, pero se observo
que aplicando SMOTE-NC e introduciendo ciertas de las caracteristicas co-
mo categoricas, daba unos resultados ligeramente superiores. Para ello se
seleccionaron las 15 primeras caracteristicas como categoricas.

En segundo lugar, a la hora de seleccionar a que clases se les realiza el

aumento, las clases candidatas eran las minoritarias, las cuales siguiendo el
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andlisis realizado en la seccion 3.2.1, son has-property, same-as, entails y
part-of. Por lo que se probd a aumentar las muestras de dichas clases. Sin
embargo, tras analizar la matriz de confusion se observé que habia casos en
los que se producian confusiones entre las clases minoritarias, lo que daba
lugar a falsos positivos de éstas. Finalmente la mejor combinacién de clases
para aumentar fueron las clases in-time, entails y same-as, dejando a un
lado part-of y has-property y anadiendo in-time. Tal y como se realizé en la
tarea de NER, el aumento se produjo duplicando el nimero de muestras de

estas clases.

Cantidad de datos
Relacion Original | SMOTE-NC | Aumentado
Sin relaciéon | 602133 0 602133
causes 502 0 502
m-time 447 447 894
has-property 339 0 339
same-as 222 222 444
entails 211 211 422
part-of 172 0 172

Tabla 4.2: Cantidad de datos iniciales y aumentados para la tarea RE.

En la tabla 4.2 se muestra la cantidad de datos en cada fase del proceso
de aumento de datos, por cuestiones de visualizacién se muestran sélo las
seis relaciones menos frecuentes. En la columna Original se muestran la
cantidad de datos originales en el conjunto de entrenamiento junto con el de
desarrollo, en SMOTFE — NC' se muestra la cantidad de datos aumentada
para esa clase, y por ultimo en la columna Aumentado se muestra la cantidad
de datos en el conjunto de entrenamiento final para cada clase.

Una vez realizado este aumento, se aplica el algoritmo PCA para reducir
las dimensiones de los datos, en este caso se redujeron a 12 caracteristicas,
siendo min(Neigsses — 1 Nfeatures)) €l minimo de dimensiones posibles para

el algoritmo, en este caso 14, ya que se trata de un problema con 15 clases.

4.4.3. Implementacion de modelos de clasificacién en RE

En la tarea de RE, al igual que en NER, se han implementado dos
clasificadores, SVM y Redes Neuronales, ya que son ampliamente utilizados
en la tarea de RE. La implementacién de SVM es la misma que para la tarea
de NER descrita en la seccién 4.3.4.1.
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Por otro lado, la implementacién del modelo de Redes Neuronales tam-
bién es la misma que fue utilizada en la tarea de NER, la cual se explica
detalladamente en la seccién 4.3.4.3. La unica diferencia es en el pesado de
las clases del modelo principal, en esta ocasién también se utiliza la funcién
mostrada en la ecuacién 4.3, pero se anade més peso en la clase sin entidad,
ya que se observé que se producian muchos falsos positivos de entidades. El
mejor peso encontrado, fue multiplicando por 18 el peso para la clase sin

entidad obtenido por la formula 4.3.

Pair

Input Pair Tokens Embeddings
@ células Las @
células Las
Preprocess | ¢ Las Encoder
falciformes Las Layer | Laver
#ici Las
T . & TXTXFXF
##formes Las
Relations
v
0.1138 . -0.0922 0.1138 . -0.0922 @
0.1159 .. -0.0567 0.1159 .. -0.0567 Mean 01675 . -0.0562
Layer 0
0.1318 .. -0.0312 0.1318 . -0.0312 »
WxWxFxF 0.1358 ... -0.0663 7
0.0568 ... -0.0841 0.0565 ... -0.0841
0.1032 . -0.0891
0.1558 ... -0.0209 0.1558 ... -0.0209

Figura 4.5: Arquitectura del modelo transformer con capa de clasificacién
para RE.

En la Figura 4.5 se muestra la arquitectura del modelo principal de
Redes Neuronales, similar al modelo creado para NER. La diferencia en
este caso, es que el modelo recibe los dos vectores concatenados, fruto de
realizar la codificacién de ambas entidades, en lugar de solo una entidad. El
funcionamiento es el mismo que en la tarea de RE, explicado anteriormente
en la seccién 4.3.4.

Hasta ahora se ha explicado el funcionamiento del modelo de Redes
Neuronales, pero la segunda propuesta es realizar dos modelos, uno principal
encargado de realizar la clasificacion de todos los pares de palabras, y otro
secundario o de refuerzo, encargado de realizar la clasificacion entre los pares
de entidades con relacion, para asi repuntuar los pesos que el modelo inicial

da a cada clase, por cada par de palabras. La arquitectura de este sistema se
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muestra en la Figura 4.6. Notese que en esta Figura los puntos 1 y 4, cada

uno de ellos corresponderia al modelo que se muestra en la Figura 4.5.

Pair Tokens

Input
@ Output probabilities
N Main 0.864 0.126 ... 0.0046
células Las Classifier
falciformes Las
Data Augmentation =
A Weighted | £ 1
Dimensionality Reduction Pair Tokens Mean S 6
w
Relations Input @

células  Tfalciformes | gmoTENC
Output probabilities
0.0064 0.644 ... 0.189

Figura 4.6: Arquitectura del modelo transformer con dos clasificadores.

El funcionamiento es el siguiente: en primer lugar se realiza la clasifi-
cacién con el modelo explicado anteriormente (punto 1), pero en lugar de
aplicar una funcién softmax a la salida del primer modelo, para obtener la
clase seleccionada, se mantienen las probabilidades para cada una de las
clases. Por otro lado, para entrenar al segundo modelo (punto 4), primero se
seleccion6 un subconjunto del conjunto de entrenamiento, este subconjunto
estd compuesto por las muestras que tienen una relacién, es decir, se dejaron
de lado las muestras sin relacién. El objetivo de esto, es construir un modelo
que esté entrenado exclusivamente con pares de entidades con relacion, para
asi diferenciar entre las distintas relaciones. Después de esto, se pasan estos
datos por el algoritmo SMOTE-NC y posteriormente LDA (puntos 2 y 3).

Una vez hecho esto, se introducen finalmente en el segundo modelo, el
cual tiene la misma arquitectura que el primero. Para finalizar, se han ob-
tenido las probabilidades de salida de ambos modelos y se combinan las
probabilidades para aquellas muestras que el modelo principal ha detectado
como entidad, con una media ponderada, mediante la ecuacion 4.5, don-
de ¢ seria la clase final que el sistema ha predicho, §mqin seria el vector
de probabilidades del modelo principal, ¥ §reiation €l vector del modelo de

relaciones.



82 CAPITULO 4. Propuesta

Z)main : 0770 + @rela on ° 073
5 ! ) (4.5)

Finalmente, tras el andlisis de la influencia de los distintos tipos de en-

g = arg max(

tidad en las relaciones realizado en la seccion 3.2.3, se pretende realizar una
serie de reglas, con las cuales se aumente la probabilidad de que ciertas re-
laciones se den para determinados pares de relaciones. En la Tabla 4.3 se
muestran los pesos utilizados para ayudar reforzar ciertas relaciones para
segun que entidades. Dichos pesos son sumados a la prediccion del clasifica-

dor principal.

Tabla 4.3: Pesado para cada relacién segun el tipo de entidades.

Relaciones
Entidades Sin relacion | arg | domain | has-property | subject
Sin alguna entidad 0.5 0 0 0 0
Concep-Concept 0.35 0 0 0.15 0
Action-Concept 0.35 0 0 0.15 0.15
Predicate- Concept 0.2 0.15 0.15 0 0.15

El calculo de las probabilidades de cada relacién para cada par de enti-
dades se muestra en la ecuacién 4.6, la cual es la misma que la anterior 4.5,
pero en este caso anadiendo 1os pesos (Yentities) Para las relaciones que se
muestran en la Tabla 4.3. No obstante, anadir estas reglas apenas obtuvo
efecto en los resultados, posiblemente debido a que eran redundantes y el
modelo fue capaz de extraerlas de los propios datos. Por este motivo no se

mostraran los resultados de aplicar esto en el capitulo de evaluacion 5.

(gmain + yentities) : 0770 + grelation : 073)

. (4.6)

7 = arg max(



Capitulo 5

Evaluacion

En este capitulo se describe la metodologia utilizada para evaluar el caso
de estudio propuesto, a la vez que presenta los resultados obtenidos en las

diferentes tareas y sobre la coleccién de evaluacion.

5.1. Colecciones de evaluaciéon

Para la edicion de eHealth-KD 2021, los sistemas se evaluaran con el con-
junto de test. Como ya se vio en la seccién 3.2, los datos de entrenamiento
y de desarrollo, asi como los de test contendran frases extraidas de Medline-
Plus?, Wikinews® y el corpus CORD-19, todas ellas relacionadas con temas
de salud, pero mostrando una importante variedad en cuanto a formato y
estructura. Todas ellas fueron anotadas manualmente. Los ficheros con las
frases de test anotadas se encuentran en el repositorio de eHealth!. El con-
junto de test de las tareas de NER y RE estd compuesto por 50 frases en

espafiol y 50 frases en inglés.

5.2. Metodologia de evaluacién

Una vez el modelo propuesto ha sido entrenado es necesario realizar la pre-
diccién del conjunto de test para poder evaluarlo. El reto eHealth-KD pro-
porciona una coleccién de desarrollo y de test. Los archivos de entrada de
los conjuntos de desarrollo y test son archivos de texto plano en formato
UTF-8 con una frase por linea. Las frases no han sido preprocesadas en

ningun sentido. Un ejemplo de esto se puede ver en la Figura 5.1.

"https://github.com/ehealthkd/corpora/tree/master/2021/eval/testing
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Sony formed a joint wventure with Ericsson, a mobile phone
company based in Sweden.
Sony announced today that ...

Figura 5.1: Fichero de texto de ejemplo.

La salida de modelo tiene que ser un archivo en formato BRAT standoff?,
donde cada linea representa una entidad o una relacién. En la Figura 5.2
se muestra un ejemplo de las entidades extraidas para el texto de ejemplo
de la Figura 5.1, donde la primera columna representa el identificador de
la entidad, la segunda columna representa el tipo de entidad, junto con las
posiciones inicial y final respecto al texto completo donde se encuentra la
entidad; y la tdltima columna muestra el texto de la entidad. Para el caso
de las entidades con mas de una palabra, se deben separar las posiciones

@,

mediante “;

T1 Location @ 5;16 23 North America
T2 Location 18 23 South America

Figura 5.2: Fichero de ejemplo en formato BRAT para las entidades.

Para el caso de las relaciones, se muestra un ejemplo en la Figura 5.3
donde de nuevo, la primera columna representa el identificador y la segunda
columna el tipo de entidad, en este caso Origin. Los elemenos Argl y Arg2
hacen referencia a los identificadores de las dos entidades que participan en

la relacion.

R1 Origin Argl:T3 Arg2:T4

Figura 5.3: Fichero de ejemplo en formato BRAT para las relaciones.

A continuacién, se muestra un ejemplo real del conjunto de frases de test
de este trabajo. Para la frase de ejemplo: “La espina bifida es un defecto del
tubo neural, un tipo de defecto congénito del cerebro, la columna vertebral
o de la médula espinal.”, las entidades extraidas, se pueden ver en la Figura

5.4. Las entidades junto con las relaciones entre éstas, se pueden observar

2https://brat.nlplab.org/standoff.html
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en la Figura 5.5.

Tl Concept 3 9;18 16 espina bifida

T2 Concept 23 38  defecto

T3 Concept 35 39;48 46 tubo neural

T4 Concept 59 66 defecto

T3 Concept &7 76 congénito

T6 Concept 81 88 cerebro

T7 Concept 93 186;181 118 columna vertebral
T8 Concept 119 125;126 133 médula espinal

Figura 5.4: Entidades extraidas en formato BRAT para frase de ejemplo.

T1 Concept 3 9;18 16 espina bifida
T2 Concept 23 3@ defecto

T3 Concept 35 39;4@ 46 tubo neural

T4 Concept 59 66 defecto

T5 Concept 67 76  congénito

TG Concept 81 88 cerebro

17 Concept 93 180;1081 118 columna vertebral
T8 Concept 119 125;126 133 médula espinal
Ra in-place Argl:T2 Arg2:T3

R1 is-a Argl:T1 Arg2:T2

R2 in-context Argl:T4 Arg2:T5

R3 in-place Argl:T4 Arg2:76

R4 in-place Argl:T4 Arg2:T7

R5 in-place Argl:T4 Arg2:T8

R& is-a Argl:T2 Arg2:T4

Figura 5.5: Entidades y relaciones extraidas en formato BRAT para frase de
ejemplo.

Para agilizar la entrada y salida de datos, el reto proporciona scripts de
Python para leer y escribir este formato en el repositorio de eHealth-KD
20213.

El orden en que aparecen las entidades y las relaciones en el archivo
de salida es irrelevante. S6lo es importante ser coherente con respecto a los
identificadores. Cada entidad tiene un identificador tinico que se utiliza en
las anotaciones de las relaciones para referirse a ella. Su archivo de salida
puede tener identificadores diferentes a los de la salida gold, y los scripts de
evaluacién podréan encontrar correctamente las anotaciones que coincidan.

Una vez se ha obtenido la salida del modelo en el formato BRAT nece-
sario, se deberd ejecutar el script de evaluacién proporcionado por el reto?,
que calculara las métricas necesarias para la evaluacion, éstas métricas estan

detalladas en la seccién siguiente 5.3.

3https://github.com/ehealthkd/corpora/tree/master/scripts
“https://github.com/ehealthkd/corpora/blob/master/scripts/score.py
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5.3. Meétricas de evaluacion

La evaluacién final de los sistemas se realiza evaluando cada uno de los
escenarios que componen la tarea de forma independiente. Las métricas de
evaluacion son la precision, el recall y el F1Score, siendo el F1Score la métri-
ca que determina el ranking de los participantes del reto. Dichas métricas
estdn definidas de forma especifica para cada tarea, las cuales se descri-
ben en las posteriores secciones. A continuacién se definen las métricas de

evaluacién para cada escenario.

5.3.1. Evaluacién NER

La evaluacion aislada de la tarea NER evalia el escenario 2. Para cal-
cular las puntuaciones a continuacién se definen las coincidencias correctas,

parciales, ausentes, incorrectas y espurias para este problema:

» Coincidencias correctas: se notifican cuando un texto en el archivo
proporcionado por el modelo coincide exactamente con un tramo de
texto correspondiente en el archivo gold en los valores de inicio y final y
también el tipo de entidad. Solo puede haber una coincidencia correcta
por entrada en el archivo gold. Por lo tanto, las entradas duplicadas

contardn como espurias.

s Coincidencias incorrectas: se notifican cuando los valores inicial y

final coinciden, pero no el tipo.

» Coincidencias parciales: se notifican cuando dos intervalos [inicio,
fin] tienen una interseccién no vacia. Una frase parcial sélo se compa-
rard con una unica frase correcta. Por ejemplo, “tipo de cancer” podria
ser una coincidencia parcial tanto para “tipo” como para “cancer”,
pero sélo se cuenta una vez como coincidencia parcial con la palabra
“tipo”. La palabra “cancer” se cuenta entonces como desaparecida. El
objetivo es evitar que unos pocos tramos de texto grandes que abarcan

la mayor parte del documento obtengan una puntuaciéon muy alta.

s Coincidencias ausentes: se notifican cuando las entidades no apa-

recen en el fichero de salida del modelo, pero si en el fichero gold.

» Coincidencias espurias: se notifican cuando las entidades no apare-

cen en el fichero gold, pero si en el fichero de salida del modelo.



5.3 Métricas de evaluacién 87

Con estas definiciones, se define la precision, recall y F1Score de la ta-
rea NER en las ecuaciones 5.1, 5.2 y 5.3, respectivamente, siendo C, P, I,

S y M las entidades correctas, parciales, incorrectas, espurias y ausentes,

respectivamente.
cC+1ip
P = 27 5.1
TENER = G T Y P+ S (5-1)
cC+1ip
R = 2 5.2
CNER= T+ P+ M (5:2)

Precngr - RecNER
F1 =2 5.3
NER Precygr + RecNER ( )

Una mayor precisién significa que el nimero de identificaciones espu-
rias es menor en comparacién con el nimero de identificaciones ausentes,
y un mayor recall significa lo contrario. Las coincidencias parciales reciben
la mitad de la puntuacién de las coincidencias correctas, mientras que las

identificaciones erréneas y espurias no reciben ninguna puntuacion.

5.3.2. Evaluacién RE

La evaluacién aislada de la tarea RE evalia el escenario 3. Para evaluar
esta tarea, el fichero de salida debe contener las entidades proporcionadas
por el gold standard y las relaciones reconocidas por el modelo. Para calcular
las puntuaciones, a continuacién se definen las coincidencias correctas, las

ausentes y las espurias:

» Coincidencias correctas: se notifican cuando las relaciones coinci-
den exactamente con el archivo gold, incluyendo el tipo y los identifi-
cadores correspondientes a cada una de las entidades participantes en

la relacion.

» Coincidencias ausentes: se notifican cuando las relaciones no apa-
recen en el fichero de salida del modelo, pero si en el fichero gold, ya
sea por que el tipo de relacién es incorrecto o por que alguno de los

identificadores de las entidades no coincide.

» Coincidencias espurias: se notifican cuando las relaciones no apa-

recen en el fichero gold, pero si en el fichero de salida del modelo, ya
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sea por que el tipo de relacién es incorrecto o por que alguno de los

identificadores de las entidades no coincide.

Una vez definidas las métricas, se define la precision, recall y F1Score la
tarea RE en las ecuaciones 5.4, 5.5 y 5.6, respectivamente, siendo C, S'y M

las entidades correctas, espurias, y ausentes, respectivamente.

C
PTeCRE = m (54)

C
Recrg = O M (5.5)
Flpp =2 Precrg - Recrg (5.6)

Precrg + Recrg

5.4. Resultados

En esta seccion, se presentaran los resultados obtenidos durante el desarrollo
de este trabajo para cada uno de los modelos implementados, junto con las
caracteristicas utilizadas para entrenar a cada uno de ellos, si lo requiere.
También se comentaran los resultados obtenidos por el resto de participantes
del reto, para poder comparar las técnicas utilizadas con las realizadas en

este trabajo.

5.4.1. Resultados de los participantes de eHealth-KD

En primer lugar, en esta secciéon se expondran los resultados obtenidos
por los participantes del reto eHealth-KD. Estos resultados sirven como base
para saber a que resultados aspirar con la propuesta de este trabajo, asi como
también descubrir la dificultad del mismo. También es interesante comparar
estos resultados con los obtenidos durante el trabajo, para ver en que medida
se ha conseguido mejorar, o en caso de no hacerlo, por que motivos.

En la Tabla 5.1 se muestran los resultados de los cinco mejores partici-
pantes de la tarea de NER, los cuales son bastante buenos de forma general.
Los mejores resultados para cada tabla se senalan con un asterisco. Tam-
bién se muestran los resultados de una baseline sencilla computacionalmente,

proporcionada por el reto Piad-Morfis et al. (2021).
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Tabla 5.1: Resultados de los participantes de eHealth-KD en la evaluacién
de NER con mejores resultados.

Equipo F1Score | Precision | Recall
PUCRJ-PUCPR-UFMG | 0.706* 0.715* 0.697
Vicomtech 0.684 0.699 0.747*

IXA 0.653 0.614 0.698
UH-MMM 0.608 0.546 0.685
uhKD4 0.527 0.517 0.537

baseline 0.306 0.350 0.272

Por otro lado, la Tabla 5.2 muestra los resultados de los cinco mejores
participantes de la tarea de RE. En esta tarea se han obtenido resultados
m&s bajos, debido a su dificultad. Una vez se tiene conocimiento de los
resultados obtenidos por el resto de participantes, en las posteriores secciones

se muestran los obtenidos en este trabajo.

Tabla 5.2: Resultados de los participantes de eHealth-KD en la evaluacion
de RE con mejores resultados.

Equipo F1Score | Precision | Recall

IXA 0.430* 0.453 0.409%*
Vicomtech 0.372 0.542 0.283
uhKD4 0.318 0.556* 0.222
PUCRJ-PUCPR-UFMG | 0.263 0.366 0.205
UH-MMM 0.054 0.077 0.041
baseline 0.033 0.437 0.017

5.4.2. Resultados de la propuesta para la tarea NER

En primer lugar, se presentan los resultados obtenidos para la tarea de
NER. Los resultados obtenidos se mostraran junto con los resultados de
los anteriores participantes, ordenados de mayor a menor por la métrica
F1Score, y mostrando en negrita los resultados de este trabajo.

Como primeros resultados, en la Tabla 5.3 se muestras los obtenidos por
los modelos de clasificacion propuestos en la secciéon 4.3.4, utilizando las
caracteristicas que se explicaron en la seccion 4.3.3, vectores TF-IDF y los
embeddings de FastText del dominio biomédico 4.3.3.2. También se muestran

los participantes que obtuvieron los 3 primeros puestos. Tal y como era de
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esperar, los resultados no son demasiado buenos, atin asi consiguen superar
a la baseline propuesta por el reto. El modelo que mejor parece funcionar es

SVM junto con las caracteristicas extraidas de la representacion TF-IDF.

Tabla 5.3: Resultados obtenidos por los modelos de clasificacién en la eva-
luacién de NER.

Modelo Caracteristicas | F'1Score | Precisién | Recall
PUCRJ-PUCPR-UFMG - 0.706%* 0.715% 0.697
Vicomtech - 0.684 0.699 0.747*
IXA - 0.653 0.614 0.698

SVM TF-IDF 0.571 0.493 0.678

NN FastText 0.478 0.308 0.643

SVM FastText 0.470 0.419 0.532
Random Forest TF-IDF 0.460 0.572 0.384
NN TF-IDF 0.389 0.560 0.298
Random Forest FastText 0.374 0.316 0.458
baseline - 0.306 0.350 0.272

En segundo lugar, en la Tabla 5.4 se muestran los resultados de aplicar
los modelos transformers descritos en la secciéon 4.2, para cada modelo de
clasificador planteado para esta tarea, explicados en la seccién 4.3.4.

Como se puede ver, los resultados mejoran respecto a los modelos an-
teriores en algunos casos mejorando significativamente, rozando el segundo
puesto para el caso del modelo SVM con el transformer RoBERTag;,, lo
cual indica que el modelo entrenado en a&mbito médico proporciona una ven-
taja respecto al resto de modelos. A continuacién, se muestran los resultados
de aplicar el ajustado a los modelos de transformer explicada en la seccion
4.3.5. Los resultados para cada modelo escogido, para 25 y 40 épocas, se
muestran en la Tabla 5.5.

Como se puede ver, los resultados son mucho mejores, llegando a superar
a los resultados de los participantes y alcanzando el podio en el reto. Los
mejores resultados los ha obtenido el ajustado del modelo RoBERTacyinical
entrenado con texto biomédico, lo que confirma la hipdtesis anterior. Res-
pecto al niimero de épocas, no parece tener demasiados efectos.

Tal y como se comentd en la seccion 4.3, que explica las propuestas
de NER, se aplicaron dos técnicas de aumento de datos. Los resultados de
aplicar la primera técnica, Back Translation, se muestran en la Tabla 5.6.

Se puede observar que existen diferencias al aplicar dicha técnica en algunos
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Tabla 5.4: Resultados obtenidos por la arquitectura transformer + clasifi-
cacion en la evaluacién de NER.

Modelo Clasificador F1Score | Precisién | Recall
PUCRJ-PUCPR-UFMG - 0.706* 0.715% 0.697
Vicomtech - 0.684 0.699 0.747*
RoBERTag;, SVM 0.683 0.676 0.690
mBERT SVM 0.666 0.656 0.675
RoBERTa;ical SVM 0.665 0.645 0.685
BETO SVM 0.662 0.665 0.660

IXA - 0.653 0.614 0.698
RoBERTaygR SVM 0.648 0.621 0.677
RoBERTag;, NN 0.646 0.653 0.640
RoBERTacynical NN 0.624 0.620 0.630
BETO NN 0.607 0.591 0.623
BETO Random Forest 0.594 0.606 0.581
RoBERTag;, Random Forest 0.585 0.605 0.566
mBERT Random Forest 0.573 0.628 0.526
RoBERTa;pical Random Forest 0.568 0.605 0.535
mBERT NN 0.562 0.605 0.524
RoBERTaygR NN 0.540 0.478 0.622
baseline - 0.306 0.350 0.272
RoBERTayEgR Random Forest 0.243 0.411 0.172

Tabla 5.5: Resultados obtenidos de los modelos transformer ajustados.

Modelo Epocas | F1Score | Precisién | Recall
RoBERTac;,ica 25 0.736* 0.731%* 0.740
mBERT 40 0.730 0.720 0.741
RoBERTa(;,ical 40 0.728 0.727 0.728
mBERT 25 0.727 0.706 0.750%
RoBERTag;, 40 0.724 0.712 0.736
RoBERTag;, 25 0.723 0.710 0.736
RoBERTaygR 25 0.718 0.716 0.719
RoBERTaygpr 40 0.716 0.711 0.721
PUCRJ-PUCPR-UFMG - 0.706 0.715 0.697
BETO 25 0.698 0.682 0.713
BETO 40 0.693 0.674 0.712
Vicomtech - 0.684 0.699 0.747
IXA - 0.653 0.614 0.698
baseline - 0.306 0.350 0.272
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Tabla 5.6: Resultados obtenidos de los modelos transformer ajustados con
Back Translation.

Modelo Epocas | F1Score | Precisién | Recall
RoBERTag;, 40 0.739%* 0.730 0.750%*
RoBERTag;, 25 0.738 0.731* 0.747

mBERT 40 0.723 0.717 0.730
RoBERTac;nical 40 0.720 0.711 0.728
RoBERTac;nical 25 0.717 0.726 0.708

mBERT 25 0.715 0.713 0.716

RoBERTaygr 40 0.707 0.712 0.701
PUCRJ-PUCPR-UFMG - 0.706 0.715 0.697
BETO 40 0.701 0.692 0.710

BETO 25 0.697 0.681 0.713
RoBERTaygr 25 0.696 0.706 0.687
Vicomtech - 0.684 0.699 0.747

IXA - 0.653 0.614 0.698

baseline - 0.306 0.350 0.272

casos mejoran los resultados y en otros empeoran. En el caso del modelo
RoBERTap;, mejoran ligeramente, obteniendo un nuevo mejor resultado de
un 0.739 de F1Score. En BETO, también parece tener resultados positivos

a diferencia del resto de modelos.

La otra técnica de aumento de datos utilizada es la generacion de sinéni-
mos de las palabras. Los resultados de aplicar esta técnica se muestran en la
Tabla 5.7. Como se puede observar, los resultados son ligeramente peores que
en el caso de no utilizar la técnica, a excepcion del modelo RoBERTapg;,,
en el cual se han mejorado ligeramente los resultados. También se puede
ver que en este caso el aumento de épocas ha empeorado los resultados,

posiblemente debido a un sobre-ajuste.

Por lo tanto, los mejores resultados obtenidos en este tarea se han conse-
guido reentrenando el modelo RoBERTapg;, con los datos de entrenamiento
de la tarea, ademas de haber aplicado la técnica de Back Translation para
el aumento de datos, obteniendo asi un primer puesto en el reto, con un

F1Score de 0.739. El analisis de estos resultados se vera en el capitulo 6.
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Tabla 5.7: Resultados obtenidos de los modelos transformer ajustados con
sinénimos.

Modelo Epocas | F1Score | Precision | Recall
RoBERTag;, 25 0.726* 0.724* 0.728
RoBERTacnical 25 0.720 0.724 0.716
RoBERTacnical 40 0.720 0.716 0.724
mBERT 25 0.718 0.717 0.718
mBERT 40 0.711 0.714 0.707
RoBERTag;, 40 0.708 0.718 0.698
PUCRJ-PUCPR-UFMG - 0.706 0.715 0.697
BETO 25 0.696 0.692 0.699
BETO 40 0.694 0.691 0.698
RoBERTaygR 40 0.691 0.706 0.677
RoBERTaygR 25 0.690 0.710 0.673
Vicomtech - 0.684 0.699 0.747
IXA - 0.653 0.614 0.698
baseline - 0.306 0.350 0.272

5.4.3. Resultados de la propuesta para la tarea RE

Una vez vistos los resultados de NER, en esta seccion se presentan los los
resultados de la tarea RE. La primera propuesta para esta tarea es aplicar
un modelo transformer como codificador, junto a los modelos explicados en
la seccion 4.4.3, un clasificador SVM y una Red Neuronal, que se encargaran
de realizar la clasificacién. Los resultados de esto se muestra en la Tabla 5.8.
Como se puede observar, los resultados no son demasiado buenos, atin asf se
logra superar la baseline propuesta por el reto, e incluso alcanzar un cuarto

puesto.

El modelo que mejores resultados parece proporcionar es RoOBERTacyinicals
junto con la clasificacién de Redes Neuronales, por este motivo, en el segundo
enfoque se utilizo este clasificador. El segundo enfoque propuesto se basa en
utilizar un segundo clasificador de Redes Neuronales de refuerzo, para que
ayude a discriminar mejor entre las entidades. Los resultados de aplicar este
segundo clasificador se muestran en la figura 5.9. Se puede observar que los

resultados han mejorado ligeramente tras aplicar este segundo clasificador.
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Tabla 5.8: Resultados obtenidos por la arquitectura transformer + clasifi-

cacion en la evaluacién de RE.

Modelo Clasificador | F'1Score | Precision | Recall

IXA - 0.430* 0.453 0.409*
Vicomtech - 0.372 0.542 0.283
uhKD4 - 0.318 0.556* 0.222
PUCRJ-PUCPR-UFMG - 0.263 0.366 0.205
RoBERTac;nical NN 0.267 0.228 0.322
PUCRJ-PUCPR-UFMG - 0.263 0.366 0.205
RoBERTag;, NN 0.225 0.183 0.290
BETO NN 0.223 0.257 0.197
RoBERTacyinical SVM 0.203 0.165 0.262
RoBERTag;, SVM 0.200 0.166 0.253
mBERT NN 0.174 0.182 0.166
BETO SVM 0.190 0.159 0.237
RoBERTaynggr SVM 0.172 0.173 0.172
mBERT SVM 0.166 0.148 0.191
RoBERTaygr NN 0.112 0.108 0.125
baseline - 0.033 0.437 0.017

Tabla 5.9: Resultados obtenidos por la arquitectura transformer + 2 clasi-
ficadores en la evaluacién de RE.

Modelo F1Score | Precisién | Recall

IXA 0.430* 0.453 0.409*
Vicomtech 0.372 0.542 0.283
uhKD4 0.318 0.556* 0.222
RoBERTac;nical 0.270 0.231 0.326
PUCRJ-PUCPR-UFMG 0.263 0.366 0.205
RoBERTag,;, 0.231 0.189 0.289
BETO 0.226 0.260 0.199
mBERT 0.175 0.183 0.168
RoBERTapygR 0.112 0.108 0.125
baseline 0.033 0.437 0.017

Por tltimo, se aplicaron técnicas de aumento de datos (SMOTE-NC) y
reduccién de dimensionalidad (LDA) a los datos con los que se entrena el
segundo clasificador. Los resultados de aplicar estas técnicas se muestran en
la Tabla 5.10. Como se puede observar, los datos han mejorado ligeramente al

aplicar estas técnicas, llegando a mejorar los resultados originales utilizando
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un sélo clasificador (Tabla 5.8).

Tabla 5.10: Resultados obtenidos por la arquitectura transformer + 2 clasi-
ficadores en la evaluacién de RE + SMOTE-NC + LDA.

Modelo F1Score | Precisién | Recall

IXA 0.430* 0.453 0.409%*
Vicomtech 0.372 0.542 0.283
uhKD4 0.318 0.556* 0.222
RoBERTacyinical 0.273 0.233 0.330
PUCRJ-PUCPR-UFMG 0.263 0.366 0.205
RoBERTag;, 0.236 0.193 0.305
BETO 0.223 0.257 0.197
mBERT 0.180 0.188 0.173
RoBERTayngp 0.114 0.111 0.126
baseline 0.033 0.437 0.017

Por lo tanto, los mejores resultados obtenidos en este tarea se han con-
seguido aplicando dos clasificadores de Redes Neuronales, ademas de aplicar
SMOTE-NC y LDA, obteniendo un cuarto puesto en el reto con un F1Score
de 0.273. El analisis de estos resultados se realizard en el capitulo 6, dedicado

a ello.

5.4.4. Comparativa de resultados

Por 1ltimo, en esta seccidén se va a visualizar los mejores resultados ob-
tenidos en este trabajo para cada uno de los escenarios y se mostraran junto
con los resultados de los otros participantes del reto. En la Tabla 5.11 se
muestran los resultados de la tarea de NER, en los cuales se ha conseguido
superar a los demas participantes y quedar en primer posicién en las tres
métricas de evaluacion.

El modelo que ha obtenido el primer puesto es el modelo de transfor-
mer RoBERTap;, ajustado con los datos de entrenamiento y desarrollo de
la tarea, aumentados con la técnica Back Translation y entrenado con 40
épocas. El nombre del sistema es RoBERTag;,-BT40.

Por dltimo, la tabla 5.12 muestra los cuatro mejores resultados de la
tarea de RE. Este escenario es mas dificultoso, como se puede observar en
los resultados. En esta tarea se ha conseguido obtener un cuarto puesto

con el enfoque de dos clasificadores de Redes Neuronales, recibiendo como
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entrada las caracteristicas extraidas del modelo RoBERTacinicar v aplican-
do aumento de datos con SMOTE-NC y LDA. El nombre del sistema es
ROBERTaClmical-SN—LDAQ.

Tabla 5.11: Mejores resultados obtenidos en la evaluacién de NER.

Equipo / Modelo F1Score | Precision | Recall
RoBERTag;,-BT40 0.739%* 0.730* | 0.750*
PUCRJ-PUCPR-UFMG 0.706 0.715 0.697
Vicomtech 0.684 0.699 0.747

IXA 0.653 0.614 0.698

baseline 0.306 0.350 0.272

Tabla 5.12: Mejores resultados obtenidos en la evaluaciéon de RE.

Equipo / Modelo F1Score | Precisién | Recall

IXA 0.430* 0.453 0.409*

Vicomtech 0.372 0.542 0.283

uhKD4 0.318 0.556* 0.222
RoBERTacnica-SN-LDA2 | 0.273 0.233 0.330
baseline 0.033 0.437 0.017

En el siguiente capitulo 6 se llevara a cabo el andlisis de los resultados

obtenidos.




Capitulo 6
Discusion

Este capitulo analiza y discute en profundidad los resultados obtenidos en la
evaluacién presentada en el capitulo anterior. Se hablard de los modelos pro-
puestos y se analizaran los errores obtenidos, para poder proponer mejoras
en trabajos futuros.

A nivel general los resultados obtenidos han sido buenos, consiguiendo
mejorar ampliamente los resultados de los anteriores participantes en la
tarea de NER y resultados competentes en la tarea de RE, alcanzando un
primero y cuarto puesto, respectivamente. A continuacion se van a analizar
los posibles errores cometidos, asi como también los resultados obtenidos

para cada modelo.

6.1. Analisis de errores

Para analizar los errores en ambas tareas, primero se va a presentar una tabla
mostrando las métricas de evaluacién para cada entidad y cada relacion,
para observar las clases en las cuales haya habido mas problemas y tratar
de analizarlo. También se mostrara la matriz de confusién del mejor modelo
obtenido en cada tarea para ver que clases son las m&s probleméticas o
confusas.

En la Tabla 6.1 se muestran la métricas de evaluacién del mejor modelo
obtenido con NER (RoBERTap;,-BT40). Las entidades se han mostrado con
la notacién IOB utilizada durante el entrenamiento (seccién 4.3.1), donde
la. B- representa a una entidad de una sola palabra o la primera palabra de
la entidad, mientras que I- representa las siguientes palabras de la entidad.

La columna Muestras indica el niimero de muestras de test que tienen esa
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clase.

Tabla 6.1: Métricas de evaluacién para la entidades.

Entidad Precisién | Recall | F1Score | Muestras
B-Action 0.63 0.80 0.71 137
B-Concept 0.81 0.87 0.84 678
B-Predicate 0.65 0.34 0.44 98
B-Reference 0.43 0.30 0.35 10
I-Action 0.00 0.00 0.00 8
I-Concept 0.81 0.61 0.70 227
I-Predicate 0.00 0.00 0.00 20
Sin entidad 0.89 0.92 0.90 1110
Media macro 0.53 0.48 0.49 2288
Media ponderada 0.82 0.83 0.82 2288

La media macro se calcula mediante la ecuacién 6.1, siendo C' el ntimero
total de clases y Metric la métrica en cuestion, e indica las métricas globales
calculadas por clase, sin tener en cuenta la cantidad de muestras de cada una
de ellas. Por otro lado, la media ponderada si tiene en cuenta las muestras
de cada clase y se calcula mediante la ecuacion 6.2, siendo N el niimero total

de muestras y N; el nimero de muestras de la clase 1.

C ..
-~ Met
Metricmacro = 2= Metric(i) (6.1)
C
C N
Metricye; =Y Metric(i) - — 6.2
ELTCyeighted g € T’LC(’L) N ( )

A la vista de los resultados se hace evidente que el modelo funciona
mejor en el caso de las clases con mayor niumero de muestras, y en los
casos con menor numero, como I-Action e I-Predicate, no llega a acertar
ningin caso, pero al tratarse de una muestra tan pequena, apenas penaliza
los resultados. En el caso de la clase B-Reference si se ha llegado a acertar en
alguna prediccion a pesar de que es una muestra pequena, y esto puede ser
debido a que es una de las clases a las que se le aplico el aumento de datos,
lo que ha podido suponer esta mejora. La clase I-Reference no aparece en el
conjunto de test.

Otra de las métricas para analizar los errores es la matriz de confusion,

donde cada fila de la matriz representa las instancias de una clase real,
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mientras que cada columna representa las instancias de una clase predicha
por el modelo, para asi poder ver con que clases pueden producirse falsos
positivos y negativos. La diagonal de izquierda a derecha representa los datos
que han sido predichos correctamente. La matriz de confusién para el modelo
RoBERTapg;,-BT40 de la tarea NER se muestra en la Figura 6.1.
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Figura 6.1: Matriz de confusién del modelo de la tarea NER.

Como se puede ver en la imagen, hay una gran parte de las muestras
clasificadas en la clase correcta. Sin embargo, la clase que mas confusion ha
ocasionado es la clase sin entidad, la cual tiene falsos negativos (como con
B-Action y B-Concept), pero sobre todo falsos positivos (tltima columna),
es razonable que se confunda con clases mas frecuentes, como B-Concept,
pero es peligroso que se confunda en el caso de B-Predicate, ya que es practi-
camente un tercio de los datos, los que se han clasificado erréneamente como
sin entidad. En general se puede ver una tendencia de las clases minoritarias
a etiquetarse como sin entidad, lo cual es esperable ya que se trata de la

clase méas representada.



100 CAPITULO 6. Discusién

También existen confusiones entre entidades, como I-Concept y B-Concept,
las cuales representan a dos palabras de una misma entidad, por lo que la
confusién probablemente esté relacionada con eso, ya que al fin y al cabo
son parte de una misma entidad, s6lo que el modelo tiene mayor tendencia
a etiquetar la palabra como si esta fuese la primera o tunica de la entidad
(B-Concept). Esto es normal ya que las entidades etiquetadas con B- estan
mas representadas, debido a que muchas entidades son de una tinica palabra.

También hay una fuerte confusién entre B-Predicate y B-Concept, asi co-
mo también entre B-Concept y B-Action, lo cual si que indica un problema
del modelo para distinguir estas clases entre si, lo que puede estar influen-
ciado por que las palabras de estas entidades pueden aparecer en contextos
similares, ya que el modelo transformer tiene una fuerte influencia de dicho
contexto.

Respecto a la tarea de RE, en la Tabla 6.2 se muestran la métricas de
evaluacién del mejor modelo obtenido con RoBERTacinicai-SN-LDA2, con

las mismas métricas que se han explicado para la tarea de NER.

Tabla 6.2: Métricas de evaluacién para las relaciones.

Relacién Precisiéon | Recall | F1Score | Muestras
Sin relacion 0.99 0.95 0.97 47438
arg 0.10 0.38 0.15 29
causes 0.26 0.18 0.21 34
domain 0.26 0.44 0.33 43
entails 0.25 0.05 0.09 19
has-part 0.00 0.00 0.00 1
has-property 0.06 0.13 0.08 71
in-context 0.09 0.24 0.13 196
in-place 0.10 0.28 0.15 78
m-time 0.23 0.17 0.19 42
is-a 0.10 0.48 0.16 52
part-of 0.00 0.00 0.00 3
same-as 0.00 0.00 0.00 16
subject 0.09 0.52 0.16 100
target 0.10 0.60 0.17 130
Media macro 0.18 0.29 0.19 48252
Media ponderada 0.98 0.94 0.96 48252

En la tabla se puede apreciar que la mayoria de clases tienen unas métri-

cas muy bajas y que la clase sin relacién es la que obtiene unas métricas
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muy altas, debido a que la mayoria de muestras pertenecen a ésta. De forma
general se puede observar que la métrica mas alta es el recall, lo que indica
que se estd detectando una buena parte de las relaciones, pero a la vez se
existe confusion entre las clases, ya que la precisién es muy baja.

Como en el caso de NER las relaciones con muy pocas muestras no han
sido detectadas por el modelo, como has-part, part-of y same-as, lo cual es
razonable teniendo en cuenta la cantidad de muestras de otras clases. Sin
embargo las clases mayoritarias, como in-context y target, no han tenido
mucho mejores métricas que otras clases menos representadas, lo que pue-
de significar que seguramente no sean tan separables del resto, como por

ejemplo, la clase domain o causes.
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Figura 6.2: Matriz de confusién del modelo de la tarea RE.

Para visualizar mejor los errores cometidos por el modelo, en la Figura
6.2 se muestra la matriz de confusién de esta tarea. Como era de esperar
la mayor confusiéon se da entre la clase sin relacién y el resto de clases

(primera fila y primera columna). Los mayores errores parecen ser los falsos
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positivos de las distintas relaciones, clasificadas como relaciones cuando no
lo son, especialmente en las relaciones target, subject e in-context, que son
las relaciones mayoritarias. Esto puede ser debido a que se dio poco peso a la
clase sin relacién, pero se decidié asi por que al dar mucho peso a la misma,
no se identificaban apenas relaciones, por lo que se asumié el nimero de
falsos positivos para que el modelo fuera capaz de reconocer mas relaciones.

También existen casos de confusién entre entidades, pero estos son mi-
noria, ya que para mitigar estos se entrené un modelo especifico para realizar
esta distincion, pero al haber tenido errores con la clase sin relacion, estos
errores no se han podido corregir con el segundo modelo, ya que sélo se
repuntuan los pesos de las relaciones que el primer modelo ha identificado

como relacion.

6.2. Analisis de los modelos utilizados

Dicho esto, también es importante analizar que modelos o aproximaciones
han proporcionado mejores resultados. Los mejores resultados en la tarea
de NER han sido proporcionados por el modelo de transformer entrenado
con texto biomédico y reentrenado con los datos de entrenamiento, lo que
indica que el Transfer Learning entre modelos previamente entrenados con
textos del ambito, resulta positivo. También es visible que utilizar un modelo
completo de transformer (en lugar de utilizar sélo los embeddings) es més
conveniente que utilizar un clasificador aparte.

Respecto a los resultados de los distintos modelos de transformers uti-
lizados, los mejores resultados han sido los entrenados con texto biomédico
y clinico (RoBERTap;, y RoOBERTacinicar). Por lo tanto, indica que el uso
de modelos ya preentrenados en el d&mbito, sirve para poder utilizarlos como
base, ya que estan més adaptados a ese tipo de textos, lo cual es muy ttil
tanto para utilizarlo como codificadores, como para reentrenar el modelo
completo, como se observa en las tablas de resultados de la tarea NER.

También el modelo general de multilingual BERT (mBERT) ha obtenido
muy buenos resultados, similares a los obtenidos por los modelos biomédicos,
lo cual indica que también es factible ajustar un modelo general para el
ambito biomédico, ya que se trata de un modelo entrenado con una gran
cantidad de texto.

Por dltimo, es necesario mencionar que el modelo RoOBERTaygr ajus-
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tado para la tarea de NER, no ha funcionado tan bien respecto a los otros
dos modelos preentrenados. Esto posiblemente sea debido a que las etiquetas
para las que fue ajustado al modelo difieren de las utilizadas en este trabajo,
lo que puede que desajuste las representaciones para estas etiquetas.

Por otro lado, los mejores resultados en RE se han obtenido utilizando
el modelo transformer como codificador, junto con dos clasificadores de Re-
des Neuronales, ademas de utilizar algoritmos para aumentar el niimero de
muestras y realizar una reduccion de dimensionalidad que ayude a que los
datos sean mds separables. En esta tarea también queda claro que los mo-
delos transformers entrenados con texto biomédico, favorecen la resolucion
de tareas en este area, ya que el modelo que mejores resultados ha obtenido
ha sido RoBERTacnicai, v €n segundo lugar RoBERTag;,.

De la misma forma que NER, los modelos generales como mBERT o
BETO no han dado tan buenos resultados, especialmente en esta tarea,
posiblemente debido a que las relaciones se dan entre términos relacionados

con la medicina y los modelos médicos ayudan en esta tarea.






Capitulo 7

Conclusiones y trabajo

futuro

7.1. Conclusiones

El reconocimiento de entidades y relaciones sigue siendo un reto para el
analisis y clasificacién de textos biomédicos. En este trabajo se han realizado
varias propuestas para dichas tareas en textos biomédicos en espanol, como
el uso de modelos de transformers generales y preentrenados en este dominio.

En este trabajo se han presentado varias propuestas para el desarrollo
de la tarea de NER y RE. Tras la investigacién del estado del arte de am-
bas tareas en el &mbito biomédico en espanol, se generaron lineas de trabajo
atendiendo a las necesidades encontradas, como utilizar modelos previamen-
te entrenados en texto biomédico en espanol y realizar un aumento de datos
mediante varias técnicas para tratar el desbalanceo propio de estas tareas,
lo cual ha resultado satisfactorio, especialmente en la tarea de NER.

Como conclusién general del trabajo, queda de manifiesto que el uso
de modelos de transformers es una de las mejores opciones a la hora de
desarrollar tareas de reconocimiento de entidades y extraccién de relaciones,
asi como también, que es importante explorar la gran variedad que existe
de estos modelos.

El uso de modelos adaptados al tipo de textos con los que se va a realizar
también juega un papel importante a la hora de la seleccion de los mode-
los, aunque como se ha visto en la seccién anterior 6.2, también se puede

concluir que los modelos generales ajustados a la tarea también dan buenos
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resultados.

Por lo tanto, la contribucién de este trabajo es el uso de modelos de
transformers preentrenados con textos biomédicos en espanol, para realizar
la tarea de NER y RE en texto biomédico en espanol.

Durante el desarrollo del trabajo, se probaron una serie de modelos mas
tradicionales, como SVM o Redes Neuronal, que a pesar de dar buenos
resultados no llegaron a superar los obtenidos por el uso del transformer en
la tarea de NER. También se vio que el aumento de datos puede ayudar
a los modelos a generalizar mejor y a ser capaces de detectar clases menos
frecuentes, como se ha visto en el desarrollo de ambas tareas. El hecho de
utilizar modelos entrenados con textos en espanol y en el drea biomédica y
clinica, ha supuesto una mejora respecto a modelos generales como mBERT
o BETO en todas las pruebas realizadas, dejando claro que el uso de estos

modelos especificos es una buena opcién.

7.2. Trabajo futuro

Como se ha mencionado en la seccion dedicada a analizar los errores 6.1, el
mayor problema encontrado tras analizar los resultados, es la dificultad de
los modelos en clasificar los datos cuando existe una clase con una frecuencia
de aparicién muchisimo mayor que el resto de clases, como se ha observado
especialmente en la tarea RE. Es por esto, por lo que se propone una linea de
trabajo futuro dedicada a tratar de solventar este problema, ya que, a pesar
de observar mejoras en los resultados con el uso de Data Augmentation, se
siguen observando problemas a la hora de discriminar entre las distintas
clases menos comunes.

Otra posible linea de investigacion podria ser el uso de Transfer Learning
con texto biomédico en otras lenguas, como por ejemplo el inglés, ya que
existe mucho mas material en esta lengua que se podria utilizar junto con
modelos plurilingiies como mBERT, y asi poder transferir la informacion del
inglés para tener disponible mas material de entrenamiento para los modelos.
O bien utilizar modelos entrenados en texto biomédico en multiples lenguas

con modelos multilingiies, para asi abarcar més cantidad de textos.
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