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Resumen

El principal problema de los MOOC (Massive Open Online Courses) es su alta tasa de
abandono. En los últimos años se han desarrollado gran cantidad de técnicas para predecir
abandonos de forma temprana y automatizada. La gran mayoría de ellas basadas en los últi-
mos avances en Inteligencia Artificial, especialmente en técnicas de aprendizaje automático.

En este trabajo se realiza una síntesis cuantitativa del rendimiento de técnicas de apren-
dizaje automático para la predicción temprana de abandono en MOOC. Para lograrlo se
han empleado las técnicas de revisión sistemática y meta-análisis. Se han extraído los datos
de 11 artículos recopilados de distintas bases de datos científicas siguiendo los estándares
de la guía PRISMA. El análisis se ha realizado utilizando distintos modelos, implementados
tanto con un enfoque frecuentista como bayesiano. Además, mediante análisis de subgrupos
se ha estudiado la relación de algunas de las características de los estudios con el rendimiento
obtenido.

Los resultados indican que este tipo de sistemas son capaces de detectar un alto porcentaje
de abandonos. Sin embargo, esto no se puede afirmar al completo debido a la heterogeneidad
presente en todos los experimentos.

Palabras clave: MOOC, meta-análisis, aprendizaje automático, modelos bayesianos





Abstract

The main problem with MOOCs (Massive Open Online Courses) is their high drop-out
rate. In recent years, a large number of techniques have been developed to predict drop-
outs early and automatically. Most of them are based on the latest advances in Artificial
Intelligence, especially in machine learning techniques.

This work provides a quantitative synthesis of machine learning techniques’ performance
for early dropout prediction in MOOCs. The systematic review and meta-analysis tech-
niques were used to achieve this. Data were extracted from 11 articles collected from various
scientific databases following the PRISMA guide standards. The analysis was carried out
using different models, implemented with both frequentist and Bayesian approaches. Fur-
thermore, subgroup analysis was conducted to examine the relationship between certain
study characteristics and the resulting performance.

The results indicate that such systems can detect a high percentage of dropouts. However,
this cannot be fully confirmed due to the heterogeneity present in all experiments.

Keywords: MOOC, meta-analysis, machine learning, bayesian models





Glosario

Forest Plot o diagrama de efectos Gráfico utilizado para mostrar los resultados del meta-
análisis.

Funnel Plot o diagrama de embudo Gráfico utilizado para comprobar el sesgo de pu-
blicación en un meta-análisis.

Predictor En estadística, variable que se utiliza como entrada del algoritmo.

ANN Artificial Neural Net o Red Neuronal Artificial.

AUC Area Under the ROC Curve.

Clickstream Secuencia ordenada de acciones de un estudiante en una plataforma de apren-
dizaje.

DL Deep learning o Aprendizaje Profundo.

EDM Educational Data Mining o Minería de Datos Educativos.

Especificidad Métrica de evaluación que mide el ratio de aciertos en los casos negativos.

GLMM Generalized Linear Mixture Model .

GRU Gated Recurrent Unit .

LOO Leave One Out .

LSTM Long-Short Term Memory .

ML Machine Learning o Aprendizaje automático.

MOOC Massive Open Online Course.

Prior En estadística bayesiana, distribución de los parámetros antes de ver los datos.

PRISMA Preferred Reporting Items for Systematic Reviews and Meta-Analyses .

ix



Sensibilidad Métrica de evaluación que mide el ratio de aciertos en los casos positivos
(también llamada recall o exhaustividad).

SVM Support Vector Machine o Máquina Vectores Soporte.
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Capítulo 1

Introducción

El auge de empresas educativas en línea ha marcado una revolución en la forma en
que nos formamos. En la última década, estas plataformas han surgido como pioneras en la
democratización de la educación, derribando barreras geográficas y ofreciendo oportunidades
de aprendizaje flexibles a una escala global. En 2022 el valor global de este mercado se estimó
en más de 28 miles de millones de dólares, y se predice que en 2030 alcance los 360 miles
de millones[Research and Markets, 2024]. Fue en 2022 cuando Coursera1, la empresa más
grande en este sector, alcanzó los 118 millones de usuarios y 1401 empleados, obteniendo
unos ingresos totales de 523 millones de dólares [United States Securities and Exchange
Commision, 2022]. 2U, la empresa propietaria de otra de las grandes plataformas en el
sector, edX2; alcanzó los 70 millones de usuarios en el mismo año [2U, 2023]. Este fenómeno
no se ha dado únicamente en países occidentales, la plataforma china XuentangX3 superó
los 100 millones de usuarios [International Centre For Engineering Education (ICEE), 2022],
y en India, la plataforma pública Swayam4 alcanzó los 24 millones [Times of India, 2023].
El principal acontecimiento que motivó este crecimiento fue la pandemia del Covid-19. Sólo
en 2020 aumentó un 50% el número de alumnos registrados en plataformas de educación
online[Shah, 2020].

Estas empresas se han abanderado con un tipo de producto que ha estado ligado a su
crecimiento. Son los denominados Massive Online Open Courses (MOOC), un tipo de cursos
no reglados que se caracterizan por su flexibilidad y sus escasos requisitos de acceso. Estos
cursos resultan idóneos para personas con poco tiempo disponible, ya que se adaptan a
cualquier horario; y permiten poner a prueba los intereses del estudiante sin apenas coste,
puesto que no suelen tener apenas requisitos de matrícula. Esto lo hace un complemento
educativo perfecto para una estudiantes y trabajadores.

Este tipo de cursos no son únicamente un asunto de grandes empresas. Otras institu-

1https://www.coursera.org/
2https://www.edx.org/
3https://www.xuetangx.com/
4https://swayam.gov.in/
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2 Introducción

ciones, especialmente universidades, se han implicado en la creación de MOOC o incluso
desarrollando sus propias plataformas. Un ejemplo es la Universidad Nacional de Educación
a Distancia (UNED) y su plataforma UNED Abierta5. En la figura 1.1 se puede ver como
esta plataforma no ha parado de crecer en los últimos años.

Figura 1.1: Estudiantes registrados en UNED Abierta.

Sin embargo, los MOOC tienen un problema, y es que el porcentaje de alumnos que
completan este tipo de cursos es muy bajo. Dependiendo de la fuente y el curso, se estima
que la tasa de abandono está en torno al 90 % (ver Gütl et al. [2014] o Floratos et al. [2015]).
Las causas de este hecho son múltiples, y van desde la falta del tiempo, dificultades con el
tema en cuestión, o actividades poco motivadoras [Gütl et al., 2014]. En Onah et al. [2014]
se ha comprobado que hay cierto abandono que es prácticamente ineludible, principalmente
provocado por unos requisitos de matrícula prácticamente inexistentes. Un ejemplo son los
llamados recolectores, cuyo único fin es descargar el contenido del curso. Sin embargo, hay
cierta tasa de abandonados que se debe poder evitar, por lo que existe un interés en reducirla
mediante la detección temprana e intervención. Esta tarea, debido a su carácter a distancia
y masivo, es mucho más difícil que en la educación presencial.

La mayor parte de los enfoques que han tratado de atajar este problema lo han hecho
mediante el uso de la Inteligencia Artificial. Este campo ha evolucionado mucho en los
últimos años gracias a las técnicas de aprendizaje automático o machine learning, que han
sido aplicadas en prácticamente todas las áreas del conocimiento. La educación a distancia no
ha quedado de lado, puesto que han sido utilizadas para diversas tareas como recomendación
de cursos [Liu et al., 2022], detectar alumnos desmotivados [Bhardwaj et al., 2021], predecir
el rendimiento académico [Kőrösi and Farkas, 2020], analizar sentimientos en mensajes de
foros [Moreno-Marcos et al., 2018], o, en la tarea en la que se centra este trabajo: detectar
posibles abandonos [Moreno-Marcos et al., 2020].

Todos estos factores han despertado un interés en la comunidad científica provocando un

5https://iedra.uned.es/

https://iedra.uned.es/


Introducción 3

aumento año tras año en el número de publicaciones en este tema. En la figura 1.2 se muestra
el crecimiento del número de publicaciones en este ámbito. Se puede ver que el crecimiento
de las publicaciones en predicción de abandono ha estado ligado al aprendizaje automático.

Figura 1.2: Publicaciones por año disponibles en Scopus relacionadas con abandono en
MOOC.

En ciencia, cuando el número de estudios de una línea de investigación crece considera-
blemente se requieren métodos que sinteticen las conclusiones y de esta forma alcanzar el
consenso científico.

1.1. Motivación

En este contexto, este trabajo pretende comprobar el estado en que se encuentra la
línea de investigación «predicción de abandono en MOOC mediante técnicas de aprendizaje
automático» mediante la técnica del meta-análisis. Este trabajo resulta innovador por dos
aspectos:

A pesar de que existan trabajos que sintetizan el estado del arte en esta línea (véase
Dalipi et al. [2018] y Moreno-Marcos et al. [2019]). Éstos lo hacen desde un punto de
vista cualitativo. La técnica del meta-análisis permite utilizar un enfoque cuantitativo
para evaluar el rendimiento global de las técnicas utilizadas en la predicción.

El uso de la técnica del meta-análisis está muy extendido principalmente en medicina
y psicología, pero su uso en ciencia de datos es una línea abierta actualmente (algunos
ejemplos en Azeem et al. [2019] o Ayitey Junior et al. [2023]).
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1.2. Propuesta y objetivos

Este Trabajo de Fin de Máster pretende analizar en qué medida las técnicas de aprendi-
zaje automático son útiles para la predicción de abandono en MOOC.

Se plantean las siguientes preguntas de investigación:

Pregunta de investigación 1: ¿En qué medida son útiles las técnicas de aprendizaje
automático para la detección de abandono en MOOC?

Pregunta de investigación 2: ¿Existen diferencias de rendimiento entre sistemas
con distintas características?

Pregunta de investigación 3: ¿Es viable utilizar la técnica del meta-análisis para
evaluar el rendimiento global de técnicas de aprendizaje automático?

1.3. Estructura del documento

El resto del documento se estructura del siguiente modo:

En el capítulo 2 «Estado del arte y marco teórico» se revisa el estado del arte desde dos
perspectivas: el problema del abandono en MOOC y la técnica del meta-análisis. En
ambos casos se presentarán conceptos teóricos para entender el resto del documento.

En el capítulo 3 «Materiales y métodos» se revisan los artículos utilizados en el análisis
y la forma de obtenerlos. Adicionalmente se definen las técnicas utilizadas en el análisis
así como los experimentos realizados

En el capítulo 4 «Resultados» se presentan los resultados de los experimentos realiza-
dos.

En el capítulo 5 «Discusión» se discuten los resultados obtenidos y las limitaciones del
estudio tratando de responder a las preguntas de investigación.

En el capítulo 6 «Conclusiones y trabajos futuros» se resume el trabajo realizado y
proponen futuras líneas de investigación.

Antes de continuar, es importante mencionar que, a pesar de que este trabajo está escrito
en español, se ha utilizado el punto como separador decimal por concordancia con el formato
de las figuras producidas por los paquetes software utilizados.



Capítulo 2

Estado del arte y marco teórico

En ciencia, para realizar una afirmación fundamentada debe existir consenso científico; y
para ello, deben existir múltiples evidencias que confirmen una determinada hipótesis. Esto
sólo es posible en líneas de investigación lo suficientemente avanzadas como para que se
hayan publicado un número considerable de artículos sobre la misma hipótesis. Además, se
requieren métodos para sintetizar los resultados del conjunto de artículos. Existen al menos
tres métodos de hacerlo [Borenstein, 2013]:

Revisiones narrativas: escritas por expertos o autoridades. No definen el método
por el cual los estudios han sido seleccionados ni cómo elaborar conclusiones, lo que
conduce a que estén sesgadas en favor del autor.

Revisiones sistemáticas: se definen reglas de antemano que hace que la síntesis
sea reproducible. Tratan de cubrir todos los estudios posibles mediante una síntesis
cualitativa.

Meta-análisis: técnica de revisión que trata de resumir la evidencia de forma cuan-
titativa. Incluye la revisión sistemática de forma implícita para que la obtención de
estudios sea reproducible.

Como se ha mencionado en el capítulo anterior, no se ha encontrado ningún trabajo
que trate de realizar un meta-análisis en lo que respecta a la predicción de abandono en
MOOC con aprendizaje automático. Este capítulo se ha planteado de forma que combina una
introducción teórica al resto de la memoria a la vez que presenta los trabajos relacionados.
Por lo tanto, el resto del capítulo está estructurado del siguiente modo:

En la sección 2.1 se describe qué es el meta-análisis y cuáles son los principales métodos
para llevarlo a cabo.

La sección 2.2 se introduce qué es el aprendizaje automático, cómo funciona y para
qué sirve.

5
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En la sección 2.3 se describe cómo se han aplicado las técnicas de aprendizaje automá-
tico en la predicción de abandono.

Por último, en la sección 2.4 se comentan algunos trabajos previos en dos líneas: traba-
jos que han tratado de sintetizar el estado del arte en predicción de abandono y trabajos
que han utilizado el meta-análisis para evaluar otras tareas que utilizan aprendizaje
automático.

2.1. Meta-análisis

El objetivo fundamental del meta-análisis es validar una determinada evidencia o hipóte-
sis de forma cuantitativa mediante métodos estadísticos. Esta validación se realiza mediante
la síntesis de los resultados obtenidos en los trabajos que analizan esa evidencia.

En esta sección se van a ver cada uno de los elementos que conforman el meta-análisis:

Un valor que mide la evidencia a validar. Debido a su origen en medicina, esta medida
se suele denominar tamaño o medida de efecto.

Una técnica o modelo estadístico para llevar a cabo el análisis.

Una medida de la precisión del análisis, la cual se mide mediante la heterogeneidad
del conjunto de estudios.

Un problema importante en los meta-análisis: el sesgo de publicación.

Además de estos elementos, también se introduce qué es un modelo bayesiano y su
aplicación al meta-análisis como alternativa al enfoque tradicional.

2.1.1. Tamaño de efecto

El tamaño o medida de efecto cuantifica la evidencia que se quiere medir. Esta medi-
da puede ser, si hablamos de medicina, la proporción de pacientes curados mediante un
medicamento o la incidencia de una determinada enfermedad en la población.

En Borenstein [2013] se mencionan las características que debe cumplir esta medida:

Comparable: debe medir lo mismo en todos los estudios y no debe depender del
diseño del estudio.

Computable: debe poderse calcular directamente de la información publicada y no
debe requerir re-análisis de los datos.

Sustancialmente interpretable: los investigadores del área deben considerar útil la
medida de efecto.
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Cada estudio incluido en el meta-análisis debe incorporar su propio valor, que será utiliza-
do para obtener una medida de efecto global (también denominada agrupada o resumen)
cuyo valor determina la validez de la hipótesis.

Cualquier valor cuantitativo que cumpla estas condiciones es susceptible de considerarse
medida de efecto, por lo que pueden existir muchos tipos. En Harrer et al. [2021] las clasifican
según el diseño del estudio del que proceden:

En los diseños de un único grupo se pueden encontrar principalmente medias, propor-
ciones y correlaciones.

En los diseños con grupo de control se encuentran diferencias de medias y distintos
ratios (risk ratio, odds ratio o ratio de tasas de incidencia).

2.1.2. Modelos

Desde un punto de vista formal, en un meta-análisis se pretende estimar un tamaño de
efecto global θ en base a las medidas observada de cada estudio θ̂k.

El enfoque más simple de calcular el tamaño de efecto global asume que las medidas
de efecto radican en una población común homogénea. Por lo que todos los estudios tienen
las mismas características y las diferencias entre sus tamaños de efecto están únicamente
producidas por el error de muestreo ϵk. Este error es más pequeño cuanto más grande es
un estudio. Este es el modelo de efecto fijo y puede ser definido mediante la siguiente
expresión:

θ̂k = θ + ϵk

La suposición del modelo de efecto fijo es muy optimista para el mundo real, ya que
las características de cada estudio siempre variarán de algún modo. El modelo de efectos
aleatorios tiene en cuenta estas diferencias, asumiendo que no existe un tamaño de efecto
real único, si no una distribución de ellos. De este modo, en el modelo efectos aleatorios se
asume que existen dos fuentes de variabilidad. Además del error de muestreo ϵk, se incluye
ζ para tener en cuenta la variabilidad entre estudios. De este modo, la expresión para este
modelo queda:

θ̂k = θ + ϵk + ζ

En esta expresión subyace una variable aleatoria más: los denominados efectos reales
de cada estudio θk. Este efecto depende de las características del estudio que no podemos
controlar en el análisis. En el modelo de efecto fijo, los efectos reales de cada estudio eran el
mismo. Descomponiendo la expresión anterior podemos ver todas las variables del modelo
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de efectos aleatorios:

θ̂k = θk + ϵk

θk = θ + ζ

Es común asumir que ϵk, y ζ siguen una distribución Gaussiana con media 0 y desviación
σk y τ respectivamente. De esta forma, surge un modelo jerárquico compuesto por dos
distribuciones:

θ̂k ∼ N (θk, σk)

θk ∼ N (θ, τ)
(2.1)

Esta expresión es importante ya que se utilizará en el capítulo siguiente.

2.1.3. Heterogeneidad

Resulta ingenuo pensar que todos los estudios van a compartir efectos similares, en la
realidad siempre existirá cierta variabilidad entre los resultados de cada estudio que es im-
portante cuantificar. Como se ha visto, esta variabilidad puede tener dos fuentes: la varianza
intra-estudios, fruto del error de cada estudio, y la varianza inter-estudios o heterogenei-
dad, fruto de las diferencias entre las características de cada estudio (σk y τ en la expresión
anterior, respectivamente).

Estimar la heterogeneidad es uno de los objetivos del meta-análisis ya que está directa-
mente relacionada con el error asociado a la estimación del efecto agrupado, y por lo tanto
a la validación de la evidencia. Se pueden considerar cuatro métodos para medir la hetero-
geneidad. Tres de ellos son índices cuantitativos, el test Q, el estadístico I2 y la varianza
inter-estudios τ 2; y uno gráfico, el denominado forest plot.

Antes de continuar con estos métodos es necesario mencionar algo importante. Que un
meta-análisis tenga una heterogeneidad muy alta no tiene por qué ser algo negativo, ya que se
pueden buscar patrones en esa heterogeneidad y probar nuevas hipótesis. Entre otros, existen
dos métodos para analizar la heterogeneidad. El análisis de subgrupos trata de agrupar
los efectos en subgrupos de estudios en función de sus características, para luego comprobar
si existen diferencias entre ellos. El análisis de influyentes busca aquellos estudios que
más impacto tienen en el meta-análisis. De este modo, es posible buscar características en
esos estudios que no se apreciaron inicialmente, como errores o motivos para excluirlo.

El test Q de Cochran

Los dos primeros índices siguen la misma filosofía y están estrechamente relacionados.
Tratan de buscar qué parte de la variabilidad entre efectos no está justificada mediante la
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variabilidad intra-estudios. El primer estadístico es la Q de Cochran. Mide la desviación
de los efectos observados θ̂k del efecto agrupado estimado θ̂ mediante la suma ponderada de
cuadrados. Se utiliza el inverso de la varianza de cada estudio como peso wk, de esta forma
aquellos estudios con una alta precisión tendrán más aporte en este índice.

Q =
K∑
k=1

wk(θ̂k − θ̂)2

El índice Q sigue aproximadamente una distribución χ2 con K − 1 grados de libertad
(K = número de estudios) si las diferencias en el tamaño de efecto se deben únicamente al
error de muestreo. Por ello, se suele utilizar un test χ2 para comprobar estas diferencias.
Si el valor del test es significativo (≤ 0.05) indicará que las diferencias entre estudios son
sustanciales.

La Q de Cochran es muy importante, ya que es muy utilizada en la bibliografía y otros
índices se basan en ella. Sin embargo, según Harrer et al. [2021] tiene el inconveniente de
que su poder estadístico está influido en gran medida del tamaño del meta-análisis debido a
que el valor de Q crece con el número de estudios.

Estadístico I2 de Higgins y Thompson

El estadístico I2 mide la proporción de variabilidad que no está causada por el error
de muestreo. Está directamente relacionado con la Q de Cochran, pero no es sensible a
cambios en el número de estudios. Mide el exceso del valor observado de Q respecto a su
valor esperado si no hubiese heterogeneidad (que es K − 1). Su valor se da en términos de
tanto por ciento.

I2 =
Q− (K − 1)

Q
× 100 (2.2)

Es muy típico publicar la heterogeneidad de un meta-análisis mediante este índice. Sin
embargo, su valor depende en un alto grado en la precisión de los estudios. Por lo tanto, si
el tamaño de los estudios aumenta, I2 tiende a 100 % [Rücker et al., 2008].

Varianza inter-estudios τ 2

La varianza inter-estudios τ 2 ya fue introducida en la sección anterior, cuando se
mencionaba que θk seguía una distribución gaussiana. La varianza de esa distribución se
suele denominar τ 2, e indica la variabilidad en el conjunto de tamaños de efectos reales θk.
Existen varios métodos para calcular este parámetro.

La varianza inter-estudios τ 2 tiene el inconveniente de que puede ser difícil de interpretar
si no se tienen en cuenta las varianzas intra-estudios y la medida de efecto global.
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Forest plot

Un gráfico que se suele publicar muy frecuentemente en meta-análisis es el forest plot ,
también conocido como diagrama de efectos. Este gráfico ofrece un vistazo general a los
resultados del meta-análisis, y es un buen método para comprobar la heterogeneidad.

Figura 2.1: Ejemplo de forest plot

En el eje X de un forest plot se representan los tamaños de efecto y sus errores asociados.
Se posicionan de tal forma que los distintos estudios quedan en el eje Y. Dependiendo del
tipo de modelo utilizado se puede incluir alguna forma geométrica alrededor de la estimación
representando el peso del estudio en el meta-análisis. También se suele incluir la estimación
y error asociado a la medida de efecto global. En la figura 2.1 se puede ver un ejemplo de
este tipo de gráficos. Se incluyen 6 estudios de ejemplo con sus efectos estimados. Además,
en la parte inferior se incluyen las estimaciones de la medida de efecto global tanto con el
modelo de efecto fijo así como el de efectos aleatorios. Normalmente, en un forest plot se
suelen incluir otros datos de cada estudio, como un identificador, la medida de efecto exacta,
etc.

Una forma de estimar la heterogeneidad mediante este tipo de gráficos es visualizando
las líneas discontinuas verticales, la cuales representan la medida de efecto global estimada
a lo largo de los estudios que conforman el meta-análisis. Si esta línea se encuentra dentro
de las barras de error, la variabilidad se puede achacar a la varianza intra-estudios. En el
ejemplo, tanto la línea del modelo de efecto fijo como la del modelo de efectos aleatorios no
cortan las barras de error de los estudios 2 y 3. Esto indica cierta heterogeneidad, tal y como
se puede ver en el valor de I2.

2.1.4. Sesgo de publicación

Existe cierta evidencia de que los resultados de un artículo afectan a su publicación.
El sesgo de publicación se produce por el hecho de que los estudios con resultados no
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significativos o negativos suelen tener una menor tasa de publicación. Esto puede provocar
que los estudios incluidos en el meta-análisis no sean representativos. Según Page et al.
[2021a], este problema se da también a nivel de resultado. Pues dentro de un estudio es más
probable que sólo se publiquen los resultados positivos.

Existen métodos estadísticos para analizar el riesgo de sesgo. Aquí se expondrá la forma
tradicional de evaluarlo: el gráfico de embudo o funnel plot .

Un gráfico de embudo se basa en lo siguiente: debería ser más probable que dos resultados
sean similares cuanto más precisos sean sus resultados. Para comprobarlo se representan los
tamaños de efecto de cada estudio contra su error (ϵk). De esta forma, los estudios con
mayor precisión deberían mostrarse cercanos. Cuanto menor es la precisión del estudio más
deberían alejarse. Por lo tanto, si no existiese ningún sesgo, la disposición de los estudios
debería tener forma triangular. En caso de que no sea simétrico, se puede entender que existe
algún sesgo de publicación. En la figura 2.2 se muestra un ejemplo de este gráfico. Se puede
ver que existe un vacío en la esquina inferior izquierda, esto indica que tales resultados no
se han obtenido. Como se puede ver, se suele invertir el eje y, por lo que el resultado es en
forma de triángulo o embudo, de aquí su nombre.

Figura 2.2: Ejemplo de gráfico de embudo.

2.1.5. Enfoque frecuentista vs bayesiano

En estadística existen dos enfoques cuya principal diferencia radica en el concepto filosó-
fico de probabilidad. Por un lado están los frecuentistas, el enfoque más clásico. Para estos,
la probabilidad de un suceso se fundamenta en su aparición en un experimento realizado un
número muy alto de veces. Por otro lado, el enfoque bayesiano tiene en cuenta la probabilidad
como una medida de incertidumbre o credibilidad Gelman et al. [1995]. Esto permite realizar
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afirmaciones en experimentos en los que no es posible asumir la repetición del experimento
(por ejemplo, la probabilidad de una hipótesis sobre el origen del universo).

Para reflejar esta incertidumbre, un modelo bayesiano siempre tiene asociada una dis-
tribución de probabilidad a cada parámetro, la cual define el conocimiento subjetivo que se
tiene sobre el valor del mismo. Esta distribución tiene sus propios parámetros como media,
moda o varianza. En el modelo frecuentista se asume que existe un valor exacto o puntual
para los parámetros del modelo y que puede ser calculado.

Dicho de otro modo, en el enfoque frecuentista los parámetros del modelo son fijos, y los
datos son tratados como variables aleatorias; mientras que en el modelo Bayesiano se hace
al revés. Esto afecta directamente al concepto de intervalo. Un intervalo de confianza en
el enfoque frecuentista permite afirmar que si repetimos el experimento 100 veces, un tanto
por ciento de ellas el valor obtenido estará en ese rango. Los intervalos de credibilidad
bayesianos, permiten afirmar que se conoce que el valor está en ese rango con una certidumbre
del tanto por ciento.

Introducción al modelo Bayesiano

El enfoque bayesiano se fundamenta en el Teorema de Bayes, el cual establece una igual-
dad entre tres elementos.

p(parámetros|datos) =
p(datos|parámetros)× p(parámetros)

p(datos)

El primer elemento es la distribución a posteriori p(parámetros|datos). Establece la
función de densidad de probabilidad de los parámetros dados los datos. Es la distribución
que se pretende calcular y que define los posibles valores del parámetro que se pretende
obtener.

En el otro lado se tiene la denominada verosimilitud p(datos|parámetros). Se repre-
senta como la probabilidad de los datos dados los parámetros; sin embargo, no puede ser
considerada una función de densidad ya que es una función de los parámetros, no de los
datos. Por ello se pueden encontrar otras representaciones como L(parámetros|datos) (la L

proviene del término utilizado en inglés likelihood).
La distribución a priori o comúnmente llamados prior es el elemento más controvertido

del modelo bayesiano y que marca la gran diferencia con los modelos frecuentistas. Dicha
distribución a priori está representada por la función de densidad de probabilidad de los
parámetros p(parámetros) y define el conocimiento previo sobre los parámetros antes de
implementar el modelo. En la literatura se definen tres posibles tipos de priors dependiendo
de la información que dispongamos. Usar uno u otro debe estar debidamente justificado antes
de la implementación del modelo.

Se usan priors no informativos cuando no se dispone de ninguna información, es difícil
de construir o se pretende que afecte lo mínimo al cálculo. Se suelen utilizar funciones de
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densidad muy difusas, se dice que estos priors dejan hablar a los datos. Un prior débil-
mente informativo contiene la suficiente información para delimitar el resultado dentro
de un rango de valores, pero siguen sin aportar información. Por último, los prior informa-
tivos incluyen la información de anteriores estudios o conocimiento experto mediante una
distribución claramente definida.

Por último, se tiene la probabilidad de los datos p(datos) la cual se considera una cons-
tante por lo que su papel es menos relevante.

Métodos de cálculo de parámetros

El principal inconveniente del enfoque bayesiano es su complejidad. Para algunos modelos
sencillos es posible obtener una solución analítica. Sin embargo, a medida que el modelo se
hace más complejo también lo hace el álgebra para resolverlo. Por ello se han desarrollado
métodos para hacerlo mediante simulación. Esto facilita el uso de este tipo de modelos aunque
conlleva un mayor coste computacional.

El método más común de simulación es Markov Chain Monte Carlo (MCMC). Este
método utiliza una muestra aleatoria finita de parámetros obtenidos de una distribución
aproximada (método de Monte Carlo). Esto se realiza secuencialmente, de forma que cada
muestra depende del anterior valor (Cadena de Markov).

Este método tiene dos dificultadesGelman et al. [1995]:

Falta de convergencia: se da cuando no se realizan las suficientes iteraciones para
que las simulaciones sean representativas de la función objetivo.

Autocorrelación: cuando no existen suficientes muestras independientes provocando
que la inferencia sea menos precisa.

En ambos casos, existen métodos para evaluarlos que se verán en el siguiente capítulo.

Enfoque bayesiano en meta-análisis

Durante mucho tiempo, se ha utilizado principalmente el enfoque frecuentista en meta-
análisis. Sin embargo, se ha podido ver que el enfoque bayesiano tiene algunas ventajas. Un
ejemplo lo tenemos en Thompson and Semma [2020], en el que se comparan ambos enfoques
en un meta-análisis en psicología. Concluye que los resultados son equivalentes, y que las
grandes diferencias radican en las afirmaciones de probabilidad que el modelo bayesiano
permite.

Las principales ventajas del enfoque bayesiano dentro del meta-análisis es que puede ser
más adecuado cuando se disponen de pocos artículo gracias al uso de la información a priori
Borenstein [2013]. También tiene algunos inconvenientes, como por ejemplo que no existe una
estimación bayesiana de los estadístico Q e I2, por lo que la estimación de heterogeneidad
queda limitada a τ 2.
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2.2. Aprendizaje automático

Tal y como se mencionó más arriba, este trabajo se va a centrar en métodos que uti-
lizan aprendizaje automático. Según Géron [2022], aprendizaje automático es la ciencia
de programar ordenadores de forma que pueden aprender de los datos. Es una técnica espe-
cialmente útil en problemas en los que la programación tradicional no alcanza una solución
óptima, o es necesario un algoritmo muy complejo con una gran cantidad de reglas para
alcanzarla.

El proceso de aprender de los datos se suele denominar entrenamiento, y el conjunto de
datos para llevarlo a cabo conjunto de entrenamiento. Una vez se ha realizado el entrena-
miento, se suele analizar su rendimiento mediante una métrica de evaluación. Además, el
algoritmo debe de poder generalizar a otros datos fuera del conjunto de entrenamiento, por
lo que la evaluación se suele realizar en un conjunto de datos distinto al de entrenamiento,
denominado conjunto de evaluación.

Los sistemas, algoritmos o modelos de aprendizaje automático se pueden clasificar de-
pendiendo de la supervisión que reciban durante el aprendizaje:

Aprendizaje supervisado: cuando la solución deseada de cada dato está incluida en el
conjunto de entrenamiento, la cual se suele denominar etiqueta. El resto de caracterís-
ticas del conjunto de datos denominan variables predictoras o predictors. Si la etiqueta
es numérica se dice que es un problema de regresión, en cambio, si es categórica se
denomina clasificación.

Aprendizaje no supervisado: cuando no se incluye una etiqueta entre los datos de
entrenamiento. Las posibles tareas son más variadas dentro de este enfoque: son el
agrupamiento, detección de anomalías, reducción de dimensionalidad, etc.

Aprendizaje semi-supervisado: son algoritmos que pueden lidiar con conjuntos de
datos parcialmente etiquetados

Aprendizaje por refuerzo: este es un caso muy distinto al resto en el que el sistema
de aprendizaje (agente) observa el entorno, toma acciones y recibe recompensas.

Dentro de cada uno de los tipos de aprendizaje existen múltiples tipos de algoritmos.
Más adelante se revisarán aquellos aplicados al problema en cuestión. Sin embargo, antes de
continuar es necesario hablar a un tipo de algoritmo que da lugar a un campo entero dentro
del aprendizaje automático: las redes neuronales artificiales y el Deep Learning.

Una Red Neuronal Artificial (Artificial Neural Net o ANN) es un tipo de algoritmo
de aprendizaje automático inspirado en las redes de neuronas biológicas del cerebro [Géron,
2022]. Pese a que se desarrollaron múltiples modelos a lo largo del siglo XX, el algoritmo
que realmente marcó la diferencia fue el Perceptrón Multicapa. Este algoritmo es un tipo de
ANN compuesto por al menos tres capas de neuronas: una capa de entrada, una capa oculta
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y una capa de salida. Las neuronas de una capa se conectan con las neuronas de la capa
siguiente. Los datos se sitúan en la denominada capa de entrada, la cual debe tener tantas
neuronas como predictors tengan los datos de entrada. De igual manera, la capa de salida
tantas como resultados requiera el problema. En la figura 2.3 se puede ver un esquema de
esta arquitectura.

Figura 2.3: Esquema del perceptrón multicapa. Fuente: Géron [2022].

La forma en que funcionan este tipo de algoritmos es realizando una operación no lineal
promediada por una serie de parámetros en cada neurona de las capas ocultas y salida. El
entrenamiento de este algoritmo trata de estimar estos parámetros.

La red neuronal presentada utiliza el tipo de capa más sencillo, las denominadas Fully
Conected Layer. Pero existen otros tipos de capas que dan lugar a otras familias de redes neu-
ronales, como las redes neuronales convolucionales [LeCun et al., 2015] o las redes neuronales
recurrentes [Goodfellow et al., 2016].

Cuando una ANN contiene una cantidad considerable de capas ocultas se denomina Red
Neuronal Profunda (Deep Neural Net o DNN). Estos algoritmos pueden lograr un gran
rendimiento, pero requieren de una gran cantidad de datos y de capacidad de cómputo. Está
demostrado que con suficiente profundidad se pueden abstraer cualquier característica de un
conjunto de datos. El área del conocimiento que se encarga del estudio de estos algoritmos
se denomina Deep Learning.

2.3. Predicción de abandono en MOOC con aprendizaje
automático

La tarea de predicción de abandono se engloba dentro de lo que se conoce como Minería
de Datos Educacionales (Educational Data Mining o EDM), cuya tarea es la de analizar
y encontrar patrones de datos para ayudar a la toma de decisiones [Alhothali et al., 2022]. En
este caso, se trata de tomar cierta información registrada en las plataformas de aprendizaje
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para predecir si el estudiante abandona o no en cierto momento del curso. Por lo tanto, entre
los tipos de problemas de aprendizaje automático vistos en la sección anterior, se puede
definir dentro del aprendizaje supervisado como un problema de clasificación binaria [Prenkaj
et al., 2021]. Las predicciones realizadas por estos sistemas se pueden utilizar para tomar
acciones proactivas para mejorar la experiencia de aprendizaje del estudiante y establecer
estrategias de intervención, por lo tanto existe un interés general para que esta predicción se
realice cuanto antes [Alhothali et al., 2022].

Esta tarea parece sencilla: se toma la información de los estudiantes en forma de predictors
y una etiqueta asociada a si abandona o no en cierto momento, se entrena un algoritmo de
clasificación y se evalúa utilizando ciertas métricas. Sin embargo, este problema tiene dos
características que hacen que la cantidad de posibles soluciones sea muy grande. Estas son:

1. No existe un consenso en la comunidad en cuanto a la definición de abandono.

2. Las características del estudiante requieren un modelado adicional del que tampoco
existe un estándar.

En los siguientes apartados, se verán estos dos problemas además de completar el resto
de elementos para definir el problema de clasificación.

2.3.1. Definición de abandono

Aunque parezca difícil de creer, no existe un consenso en la comunidad científica en cuanto
a qué significa abandono [Alhothali et al., 2022]. Por lo que cada autor lo define en función de
los intereses del docente, la institución o la plataforma. Algunos estudios consideran que un
estudiante ha abandonado si ha estado inactivo durante un periodo de tiempo, por ejemplo
Chen et al. [2019], Jin [2023]. Otros, si la nota final es 0 [Chi et al., 2023] o si completa un
tanto por ciento del curso [Dass et al., 2021].

Puesto que no existe un criterio común, algunos autores han tratado de sintetizar en
categorías los distintos tipos de definiciones [Dass et al., 2021, Prenkaj et al., 2021]. En este
trabajo se ha contemplado la categorización realizada por Nagrecha et al. [2017], en la que
utilizan únicamente tres categorías:

1. Falta de participación: si el estudiante no está activo durante un periodo determinado.
Por ejemplo: no interactuar con la plataforma durante un período de tiempo o no
presentar tareas.

2. Objetivos de aprendizaje no cumplidos: si el estudiante no logra algunas de las metas
del curso. Como no obtener el certificado, no obtener cierta nota o no acabar cierta
cantidad de módulos

3. Enfoques híbridos: mezclan las dos categorías anteriores.
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2.3.2. Modelado de las características del estudiante

Los sistemas de predicción de abandono utilizan información de los estudiantes extraída
de la plataforma de aprendizaje. Esto incluye información de muchos tipos, como la infor-
mación demográfica del registro y la matrícula, los datos de tareas y de exámenes, los datos
de interacción con la plataforma, los mensajes en los foros, etc. En Alhothali et al. [2022] se
clasifica esta información dependiendo del momento en el que se generan:

Las características pre-curso se refiere a la información que se genera durante la ma-
trícula y el registro. Esto incluye información demográfica y académica del estudiante,
e información del curso.

Características intra-curso (in-course): es la información que se genera mediante la
interacción del estudiante con la plataforma. Estas características se suelen denominar
comportamiento de aprendizaje, e incluye interacción con la plataforma, mensajes en
foros, interacción con elementos multimedia, etc.

Características post-curso: información relacionada con los resultados finales.

Y, ¿de qué forma son utilizadas cada una de estas características en los sistemas de pre-
dicción? Las características post-curso no se deben utilizar como predictors, en todo caso
deben ser utilizadas para definir la etiqueta al estar relacionadas con los resultados. Las
otras dos se han utilizado de formas distintas en la bibliografía. Por ejemplo Deeva et al.
[2022] y Şahin [2021] utilizan únicamente datos de comportamiento. En Panagiotakopoulos
et al. [2021] combina datos demográficos, datos de evaluaciones parciales con datos de com-
portamiento como número de mensajes en el foro o tiempo dedicado al curso. Incluso hay
estudios que utilizan únicamente características pre-curso y obtienen buenos resultados. Por
ejemplo, Khoushehgir and Sulaimany [2023] utiliza teoría de grafos sobre una red bipartita
con únicamente la información de matrícula. En definitiva, no existe una solución única.

El problema surge del tratamiento de las características de comportamiento. Esta
información es obtenida de los registros (logs) de las plataformas. Estos registros son ficheros
que almacenan las acciones que se llevan a cabo en la plataforma. Al menos contienen la
siguiente información:

Timestamp o momento temporal de la acción.

Un identificador del estudiante que ha propiciado la acción y del curso en el que está
matriculado.

Evento que ha sucedido en la plataforma.

Cada plataforma utiliza su propia estructura de archivo y su propio conjunto de eventos.
En la figura 2.4 se muestra un ejemplo de este tipo de archivos obtenido de Feng et al. [2019].
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Se puede ver que se compone de un identificador de curso-estudiante, el momento temporal
de la acción, la fuente donde se origina la acción, el evento que sucede y el objeto al que se
accede. Todos los eventos de este ejemplo son de acceso a recursos: navigate lo hace a otra
sección del curso, access accede a recursos que no son vídeos o tareas y problem accede a
tareas.

Figura 2.4: Ejemplo de datos de comportamiento almacenados en archivos de registro. Fuente:
Conjunto de datos KDD Cup 2015

Lo más importante de este tipo de características es que generan una serie temporal
ligada a cada estudiante (conocida en la bibliografía como clickstream) y que para que sea
procesada por los algoritmos de aprendizaje automático es necesario modelarla. Sin embargo,
tal y como mencionan en Dalipi et al. [2018], no existe un estándar para hacerlo. Por ejemplo,
en Li et al. [2016] generan una matriz para cada tipo de evento con los conteos semanales
de cada alumno. Qiu et al. [2019] también utiliza una matriz, pero en este caso una por
estudiante y conteos de ciertos eventos en una ventana temporal de longitud variable. En
Panagiotakopoulos et al. [2021] utilizan los conteos de los eventos de comportamiento en cada
fase y los unen en un vector unidimensional junto con otras características demográficas.

2.3.3. Algoritmos

En Prenkaj et al. [2021] se citan los principales algoritmos para predicción de abandono
utilizados en la bibliografía para predicción de abandono. Entre los algoritmos de aprendizaje
automático se suele usar:

Modelos de regresión: son un método para analizar la relación entre dos o más varia-
bles mediante una función. Se consideran más un modelo estadístico que un algoritmo
de aprendizaje automático. Dentro de los modelos de regresión se encuentran múlti-
ples tipos, dependiendo de las suposiciones de la relación: lineal, logística, Poisson,
polinómica entre otros.

Árboles de decisión: son un tipo de modelos que tratan de definir los patrones
en los datos mediante un conjunto de nodos y aristas. En cada nodo se marca una
condición que divide el conjunto de datos y se asocia con otros nodos mediante aristas.
La estructura resultante no incluye ciclos y dispone de un único nodo inicial por lo que



Estado del arte y marco teórico 19

toma una forma de árbol. Existen múltiples algoritmos para crear un árbol de decisión,
algunos de los más típicos son ID3 o C4.5.

Naive Bayes : son una familia de modelos que se fundamentan en el Teorema de Bayes.
Se denominan naive, naif o ingenuos debido a que toman una serie de suposiciones que
simplifican mucho el problema. Pese a que no son realistas suelen funcionar bastante
bien.

Máquinas Vectores Soporte (SVM): son un tipo de modelo de Machine Learning
que tratan de buscar el hiperplano que separa dos conjuntos de datos maximizando
la distancia entre ellos. Este tipo de modelos permite el uso de las funciones kernel
para transformar el espacio de los datos y conseguir separar conjuntos de datos más
complejos.

Técnicas de ensemble : son un conjunto de técnicas para combinar varios modelos
más pequeños. Entre estas posibles técnicas se puede destacar el bagging, un método
que combina los modelos en paralelo; o el boosting, que lo hace de forma secuencial.
Existen modelos muy típicos que utilizan estas técnicas como Random Forest o
Adaboost.

Dentro del área del Deep Learning, se pueden destacar:

Redes neuronales convolucionales (CNN): red neuronal que se ha usado principal-
mente en clasificación de imágenes. Este tipo de redes primero detectan características
de bajo nivel y las combina para formar características más complejas. Para conse-
guirlo combina dos tipos de capas ocultas: las capas convolucionales buscan patrones
pequeños mientras que las capas de pooling las agrupan seleccionando un subconjunto
de ellas [James et al., 2013].

Redes Neuronales Recurrentes (RNN): tienen en cuenta distintas versiones de un
mismo conjunto de datos. Son útiles para procesar datos en secuencia. Es decir, tienen
en cuenta cierta correlación temporal. Para su funcionamiento hacen que los datos de
salida de la red en cierto instante t se usen como entrada de la red en el instante
t + 1. Este tipo de arquitecturas tenían el problema de que no tenían una memoria
a largo plazo, que se ha solventado con arquitecturas más complejas como LSTM o
GRU. Especialmente las primeras también han sido muy utilizadas en el problema de
predicción de abandono.

2.3.4. Métricas de evaluación

Para analizar cuantitativamente el rendimiento de un algoritmo se requiere de métricas
de evaluación. En Alhothali et al. [2022] mencionan que las principales métricas utilizadas en



20 Estado del arte y marco teórico

el problema de predicción de abandono son: exactitud (o accuracy), especificidad, precisión,
sensibilidad (exhaustividad o recall), medida F1 y AUC (Area Under de ROC Curve).

Una matriz de confusión recoge los resultados de una predicción en función de 4 medidas:
positivos verdaderos, falsos positivos, negativos verdaderos y falsos negativos. Por sus siglas
en inglés se suele usar TP (true positive), FP (false positive), TN (true negative) y FN (false
negative). A continuación, se van a definir las métricas usadas en este problema mediante
estas medidas excepto AUC, cuya definición se puede encontrar en Faraggi and Reiser [2002]
y no se va a utilizar en este estudio.

La exactitud define la tasa global de aciertos sobre el total de predicciones:

Exactitud =
TP + TN

TP + TN + FP + FN

La especificidad define la proporción de negativos predichos por el modelo:

especificidad =
TP

TP + FN

La precisión define la tasa de acierto entre todas las predicciones positivas:

Precision =
TP

TP + FP

La exhaustividad o sensibilidad define la proporción de positivos predichos por el
modelo:

Exhaustividad =
TP

TP + FN

La medida F1 es una medida de resumen entre precisión y exhaustividad, y se define
como media armónica de las dos:

F1 = 2× precision × exhaustividad
precision + exhaustividad

2.4. Trabajos previos

Puesto que no se han encontrado trabajos que realicen trabajos similares a este, se han
explorado trabajos previos en dos vías. Por un lado, aquellos que tratan de resumir el estado
del arte de la predicción de abandono en MOOC mediante otras técnicas. Y por el otro
lado, aquellos que utilizan la técnica del meta-análisis en tareas que utilizan aprendizaje
automático. En los siguientes apartados se mencionan estos trabajos.
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2.4.1. Resúmenes del estado del arte de la predicción de abandono

Como se ha mencionado anteriormente, el número de publicaciones en esta línea ha
crecido considerablemente en los últimos años, lo que ha dado lugar que ya se hayan realizado
algunas revisiones. En este trabajo se han encontrado cuatro:

1. En Dalipi et al. [2018] se realiza una revisión que incluye 25 estudios de predicción de
abandono en MOOC. Se fijan principalmente en los algoritmos y predictors utilizados.
En el artículo proponen algunas posibles causas de la alta tasa de abandono, y men-
cionan algunos retos pendientes y recomendaciones. Un dato a tener en cuenta es que
es una revisión narrativa, no existe un procedimiento reproducible para la obtención
de los estudios. Concluye mencionando algunos retos a los que se enfrenta esta línea:
datos insuficientes, gestionar grandes cantidades de datos no estructurados, variabili-
dad en los datos, clases desbalanceadas, disponibilidad de conjuntos de datos públicos,
falta de un estándar de creación y representación de los datos clickstream, y otros retos
asociados al calendario del estudiante.

2. En Moreno-Marcos et al. [2019] se realiza una revisión sistemática en la que se inclu-
yen 88 artículos sobre predicciones en MOOC (no sólo abandono). En el análisis se
fijan en: las características de los MOOC mencionados en cada artículo, la tarea de
predicción que realizan (la gran mayoría tratan de predecir el abandono), las predic-
tors, los modelos y las métricas que utilizan. Llegan a la conclusión de que es urgente
que se incorporen nuevas características de los estudiantes y algoritmos de aprendizaje
automático, y que se deben explorar nuevas tareas de predicción y su relación con las
actuales.

3. En Prenkaj et al. [2021] realizan una revisión narrativa de predicción de abandono en
varios tipos de cursos en línea, entre los que se incluyen los MOOC. El artículo se
centra en analizar el campo de conocimiento, los datos utilizados, el modelado de los
datos, los algoritmos y las métricas de evaluación de cada estudio. Concluye que se
necesitan estándares de evaluación, que se deben explorar los modelos de deep learning
para predicción temprana y que los modelos deben considerar la duración de las fases
de los cursos.

4. En Alhothali et al. [2022] realizan una revisión sistemática, esta vez en predicción de
resultados en varios tipos de cursos. Hace un análisis de algunas características de los
estudios muy similares a los anteriores. Entre estas están el tipo de curso, la plataforma
en la que se publica, conjunto de datos, el tipo de predictors, algoritmos y métricas
que utiliza, y los resultados que tratan predecir. Concluye que:

No hay consenso de definición de abandono.
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La mayoría de los MOOC revisados no obligan a participar en los cursos. Por
lo que hay una gran disparidad entre los alumnos que entran por curiosidad y
aquellos con intención de acabarlo.

La mayoría de los estudios proponen soluciones de predicción a final de curso.
Sólo algunos proponen la predicción temprana y publican el momento exacto de
predicción. Esto dificulta la comparativa.

Las representaciones del estudiante producidas por el tipo de modelado son muy
dispersas e inútiles para comparar comportamientos de usuario.

Limitaciones en los datos como instancias multi-valuadas o clases desbalanceadas.

Escasa calidad de los datos de estudiantes que sólo se inscriben por curiosidad.

Limitaciones éticas.

2.4.2. Meta-análisis para evaluar el rendimiento de tareas de apren-
dizaje automático

Puesto que no existen meta-análisis en predicción de abandono, se han explorado algu-
nos artículos que utilizan esta técnica pare evaluar el rendimiento general de sistemas de
aprendizaje automático.

Como se ha mencionado, el meta-análisis es una técnica muy común en medicina, por
lo que también podremos encontrar estudios de este tipo aplicados al uso de técnicas de
aprendizaje automático para resolver problemas médicos. Un ejemplo se puede ver en Nindrea
et al. [2018]. En este estudio utilizan el meta-análisis con estudios que utilizan aprendizaje
automático para calcular el riesgo de cáncer de mama. Utiliza la sensibilidad y la especificidad
en un tipo de meta-análisis denominado de diagnóstico. Otro ejemplo puede ser Araújo et al.
[2023] que lo aplica en predicción de intoxicaciones en tratamientos de cáncer de cabeza y
cuello mediante aprendizaje automático. En este caso, utilizan AUC como medida de efecto.

Fuera del ámbito de la medicina, también se han encontrado algunos trabajos, aunque
son mucho más escasos. En Azeem et al. [2019] analizan 15 estudios en detección de code
smell. Prueba tanto el modelo de efecto fijo como de efectos variables con la medida F1 como
medida de efecto. En Ayitey Junior et al. [2023] lo utilizan en predicciones de mercado Forex.
Y en Ahmadi et al. [2022] para monitorización/predicción de aguas subterráneas. Estos dos
últimos casos están menos relacionados con este trabajo al ser problemas de regresión.



Capítulo 3

Materiales y métodos

Tal y como se comentó en el capítulo anterior, la técnica del meta-análisis requiere que
previamente se realice una revisión sistemática. Por lo tanto, este capítulo está dividido en
dos grandes secciones. En la sección 3.1 se explica cómo se ha realizado la revisión sistemática
y se comentan los datos obtenidos. Posteriormente, en la sección 3.2 se describen las técnicas
y herramientas que se han utilizado para llevar a cabo el meta-análisis y se definen los
experimentos realizados.

3.1. Revisión sistemática

En una revisión sistemática es vital definir el proceso de obtención de estudios de tal forma
que sea reproducible. Básicamente, este proceso consta de dos pasos: primero conseguir toda
la documentación relacionada con el tema en cuestión y después ir filtrándola hasta conseguir
un conjunto de medidas representativas de una determinada evidencia. Son los denominados
criterios de selección y exclusión de estudios, y serán explicados detalladamente en los dos
siguientes apartados.

En este trabajo se ha seguido la declaración PRISMA (Preferred Reporting Items for
Systematic Reviews and Meta-Analyses) [Page et al., 2021b]. En ella se define una serie de
elementos mínimos que se deben incluir al publicar una revisión sistemática o un meta-
análisis. Principalmente se compone de un diagrama de flujo que sintetiza el proceso de
obtención de artículos y de una lista de requisitos a cumplir en la publicación. Al final de
esta sección se muestra el diagrama completo.

23
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3.1.1. Criterios de selección

Para este trabajo se ha decidido utilizar estudios que se encuentren en bases de datos
científicas. Concretamente, se ha utilizado Scopus1, Web of Science2 e IEEE Xplore3. Este
tipo de bases de datos almacenan referencias a distintos tipos de documentos científicos
junto con información de la publicación. Una consulta a una de estas bases de datos se suele
componer principalmente de términos textuales que son buscados en las distintas secciones
del artículo científico. También permiten utilizar otros filtros como el año, el tipo de la
publicación, la sección del artículo en la que se busca, etc. Varios criterios de búsqueda se
pueden combinar mediante operadores booleanos en una misma consulta.

Para definir la consulta se ha refinado la propuesta de Alhothali et al. [2022]. Se han
planteado tres conceptos relacionados con los objetivos de este meta-análisis. Para cada
concepto se propone una lista de términos clave que lo podrían referenciar, que se unen
utilizando el operador OR en la búsqueda. Los tres conceptos tenidos en cuenta son:

1. «Abandono» que se compone de los sinónimos «Dropout», «Retention», «Comple-
tion», «Attrition», «Withdrawal».

2. «MOOC» con el conjunto de sinónimos «Online learning», «MOOC», «Online cour-
se» y «Online Education».

3. «Aprendizaje Automático» con sus sinónimos «Classification», «Prediction», «Ma-
chine Learning», «Predictive model» y «Deep learning»

Estos términos se han buscado en el título y resumen de cada artículo. En el caso de
IEEE Xplore, no permite ser tan concreto por lo que se han buscado en todos los metadatos
del estudio, que incluye título, resumen y etiquetas.

Todas las consultas se realizaron el día 2/5/2023, por lo que en este trabajo se han
incluido todos los artículos hasta esa fecha. Se obtuvieron un total de 729 artículos. De los
cuales 401 procedían Scopus, 212 de Web of Science y 116 de IEEE Xplore. En este proceso
se ha podido ver que gran parte se encuentran duplicados en varias fuentes, y que casi todos
los artículos considerados se pueden encontrar buscando únicamente en Scopus.

Estas bases de datos están implementadas de tal forma que la consulta se puede definir en
formato de texto, de esta forma es fácil publicar la búsqueda asegurando su reproducibilidad.
A continuación, se muestran las consultas realizadas en cada una de las fuentes.

Consulta realizada en Scopus

1 TITLE -ABS ((

2 (" Dropout" OR "Retention" OR "Completion" OR "Attrition" OR "

Withdrawal ")

1https://www.scopus.com/
2https://www.webofscience.com/
3https://ieeexplore.ieee.org/

https://www.scopus.com/
https://www.webofscience.com/
https://ieeexplore.ieee.org/
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3 AND

4 (" Online learning" OR "MOOC" OR "Online course" OR "Online

Education ")

5 AND

6 (" Classification" OR "Prediction" OR "Machine Learning" OR "

Predictive model" OR "Deep learning ")

7 ))

Consulta realizada en WoS

1 (

2 (TI=(" Dropout" OR "Retention" OR "Completion" OR "Attrition" OR "

Withdrawal ")

3 OR

4 AB=( "Dropout" OR "Retention" OR "Completion" OR "Attrition" OR "

Withdrawal" ))

5 AND

6 (TI=(" Online learning" OR "MOOC" OR "Online course" OR "Online

Education ")

7 OR

8 AB=(" Online learning" OR "MOOC" OR "Online course" OR "Online

Education "))

9 AND

10 (TI=( "Classification" OR "Prediction" OR "Machine Learning" OR "

Predictive model" OR "Deep learning" )

11 OR

12 AB=( "Classification" OR "Prediction" OR "Machine Learning" OR "

Predictive model" OR "Deep learning" ))

13 )

Consulta realizada en IEEE Xplore

1 (

2 ("All Metadata ":" Dropout" OR "All Metadata ":" Retention" OR "All

Metadata ":" Completion" OR "All Metadata ":" Attrition" OR "All

Metadata ":" Withdrawal" )

3 AND

4 ("All Metadata ":" Online learning" OR "All Metadata ":" MOOC" OR "

All Metadata ":" Online course" OR "All Metadata ":" Online Education"

) AND

5 ("All Metadata ":" Classification" OR "All Metadata ":" Prediction"

OR "All Metadata ":" Machine Learning" OR "All Metadata ":" Predictive

model" OR "All Metadata ":" Deep learning" ))
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3.1.2. Criterios de exclusión

Se han excluido aquellos artículos que no cumpliesen alguna de las siguientes caracterís-
ticas:

No esté duplicado.

Se haya publicado en una revista con revisión por pares.

Pueda ser descargado por los medios disponibles.

Trate de predicción de abandono en MOOC con aprendizaje automático.

Incluya matriz de confusión.

Esto criterios se han aplicado secuencialmente en distintas fases:

1. En la fase de identificación se obtuvieron 729 estudios mediante las consultas defini-
das en la sección anterior. De los cuales, en primer lugar, se eliminaron 286 artículos
duplicados. Posteriormente, se excluyeron 273 artículos que no habían sido publicados
en revistas con revisión por pares.

2. En la fase de cribado se excluyeron 159 artículos de los 170 artículos resultantes la
fase anterior. Se realizó en tres pasos:

a) Lectura de título y resumen: se descartaron 124 artículos que no tenían relación
con el tema del meta-análisis.

b) Descarga del artículo completo: 2 de los artículos de los 46 considerados no se
pudieron obtener.

c) Lectura del artículo completo: se descartaron 2 artículos que no realizaban predic-
ción de abandono, 29 que no tenían matriz de confusión (o no podía ser calculada)
y 2 en los que la predicción no se realizaba en MOOC.

Tras aplicar estos criterios de inclusión y exclusión, quedaron 11 artículos. Un resumen
de todo este proceso se puede ver en el diagrama de flujo PRISMA de la figura 3.1. Además
de la matriz de confusión se han extraído algunas características de cada estudio:

La definición de abandono utilizada mediante la categorización de Nagrecha et al.
[2017] expuesta en la sección 2.3.1:

• Falta de participación (8 artículos).

• Objetivos de aprendizaje no cumplidos (3 artículos).

El conjunto de datos utilizado. 1 artículo ha utilizado un conjunto de datos propio,
mientras que 10 utilizan conjuntos de datos públicos. Entre estos se encuentran:
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• XuentangX4: conjunto de datos publicado por la plataforma educativa homónima
(1 artículos).

• KDD Cup 20155: subconjunto de datos del anterior que fue utilizado para una
competición en predicción de abandono (6 artículos).

• OULAD6: conjunto de datos de la Open University. Un único artículo utiliza estos
datos (1 artículo).

• Standford7: conjunto de datos de un MOOC de mecánica cuántica de la Standford
University a través de Open edX (1 artículo).

• HarvardX8: conjunto de datos de 16 MOOC publicados en edX por la Harvard
University y Massachusetts Institute of Technology (1 artículo).

El modelado del estudiante utilizado. Se ha utilizado la categorización de Prenkaj
et al. [2021]:

• Modelado plano: los que utilizan sólo características pre-curso o estadísticas glo-
bales de características intra-estudio (2 artículos).

• Modelado de secuencia: si utilizan estadísticas parciales de características intra-
curso en distintos momentos del curso (9 artículos).

El tipo de algoritmo utilizado. Se ha separado entre:

• Estudios con algoritmos de Aprendizaje Automático (5 artículos).

• Estudios con algoritmo de Deep Learning. (6 artículos)

Un resumen de los datos obtenidos se muestra en la tabla 3.1.
Antes de acabar este apartado, es necesario comentar algunas de las decisiones tomadas

a lo largo de este proceso:

Pese a la posibilidad de introducir o incrementar el sesgo de publicación, se ha buscado
únicamente en revistas con revisión por pares por dos motivos. En primer lugar para
buscar artículos de mayor calidad y segundo, para adaptar la cantidad de artículos
considerados a la carga de trabajo prevista en este TFM.

El proceso de eliminación de duplicados se ha llevado a cabo en dos pasos. Primero
se ha utilizado el gestor de referencias Zotero y el Identificador del Objeto Digital o
Digital Object Identifier (DOI). Puesto que no todos los estudios incluían identificador,

4No disponible actualmente
5http://moocdata.cn/challenges/kdd-cup-2015
6https://analyse.kmi.open.ac.uk/open_dataset
7https://datastage.stanford.edu/
8https://dataverse.harvard.edu/dataset.xhtml?persistentId=doi:10.7910/DVN/26147

http://moocdata.cn/challenges/kdd-cup-2015
https://analyse.kmi.open.ac.uk/open_dataset
https://datastage.stanford.edu/
https://dataverse.harvard.edu/dataset.xhtml?persistentId=doi:10.7910/DVN/26147
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se ha tenido que realizar un segundo paso mediante la comprobación automatizada por
título.

En el inicio del proceso se valoraron distintas medidas de efecto para su estudio, por
lo que se consideró que los artículos deberían tener matriz de confusión, o debería
poder ser calculada con las métricas que se facilitaban en el estudio. Disponer de la
matriz de confusión permitiría posponer la decisión acerca de las medidas a utilizar en
el meta-análisis.

En la mayoría de artículos revisados se realizan varios experimentos. Por lo tanto se re-
querían criterios para decidir la medida de efecto a escoger. Las principales diferencias
entre experimentos dentro de un mismo estudio dependen de la técnica que utilizan
(como por ejemplo, el modelo, la transformación de los datos, etc.), pero en algunos
presentan resultados en distintos momentos del curso. Para seleccionar un único resul-
tado por estudio se ha utilizado el criterio del «mejor entre los más tempranos». Es
decir, primero se ha escogido el o los experimentos que utilizaban menor cantidad de
datos temporales. En caso de que existieran varios se ha escogido el mejor entre ellos,
que se ha tomado como aquel que publicase una medida F1 más alta.
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Figura 3.1: Diagrama de flujo PRISMA
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3.2. Meta-análisis

Para llevar a cabo el análisis de los datos se han realizado varios experimentos. En total
se han llevado a cabo 20 experimentos repartidos en dos medidas de efecto: sensibilidad y
especificidad. Ambas son métricas de evaluación de pruebas de diagnóstico típicas que están
definidas en la sección 2.3.4. El conjunto de experimentos se pueden dividir en 3 bloques:

1. Realizar un meta-análisis global utilizando varias técnicas. En total se han utilizado
dos enfoques estadísticos, dos modelos y dos transformaciones.

2. Estudiar la relación entre variables de los estudios y sus resultados. Se han estudiado
un total de 4 variables.

3. Estudiar el impacto de determinados estudios en el meta-análisis.

En todos los experimentos se considera que las características son lo suficientemente
dispares para que se deba utilizar el modelo de efectos aleatorios. En las siguientes
secciones se describen el conjunto de técnicas, modelos y tecnologías utilizadas.

3.2.1. Meta-análisis de proporciones

Las medidas de efecto definidas para el meta-análisis tienen la característica de ser pro-
porciones. En el caso de la sensibilidad es la proporción de aciertos en los casos positivos, y
la especificidad en los negativos. Por lo tanto, el meta-análisis debe llevarse a cabo siguiendo
el enfoque del meta-análisis de proporciones. A partir de ahora, cuando se quiera referir a la
proporción independientemente de una medida u otra se utilizará la siguiente notación.

Una proporción está definida por p = y
n
. Donde p ∈ [0, 1] es el valor de la proporción, y

el número de eventos y n el tamaño muestral.
Existen dos posibles modelos para llevar a cabo este meta-análisis: el modelo Normal-

Normal y el Binomial-Normal (a partir de aquí N-N y B-N respectivamente). En el anterior
capítulo se dio una pequeña introducción al modelo N-N mediante la ecuación 2.1, que es el
utilizado tradicionalmente en cualquier tipo de meta-análisis. Sin embargo, ahora es necesario
dar una visión más genérica. Las expresiones que definen un meta-análisis de proporciones
son:

θ̂k|θk ∼ p(θk)

θk ∼ N (θ, τ 2)

Donde θ̂k es la medida de efecto observada en cada estudio, θk la medida de efecto real de
cada estudio, que sigue una distribución Normal con media en θ (la medida global) y varianza
τ 2. Estas expresiones recuerdan mucho a las de la ecuación 2.1, pero, en esta ocasión se ha
dado una distribución genérica p(θk) para θ̂k.
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El modelo Normal-Normal

El modelo Normal-Normal tiene en cuenta el valor de la proporción de cada estudio (p̂k)
como medida de efecto observada (p̂k). Tal medida se asume que sigue una distribución
Normal con media en θk, y varianza σ2

k (la denominada intra-estudios). En consecuencia, la
expresión para este modelo queda del siguiente modo:

p̂k ∼ N (θk, σk)

θk ∼ N (θ, τ 2)

Este enfoque es el que utiliza el método más clásico del meta-análisis: el Inverso de la
Varianza [Borenstein, 2013]. Este método asigna a cada estudio un peso w∗

k, y el cálculo de
la medida de efecto global viene dado por:

θ̂ =

∑K
k=1 θ̂kw

∗
k∑K

k=1w
∗
k

En el modelo de efectos aleatorios, los pesos se calculan mediante el inverso de la suma
de varianzas:

w∗
k =

1

s2k + τ 2

Donde s2k es la varianza intra-estudios estimada, que puede ser calculada mediante la
varianza de la proporción, dada por:

Var[p] =
p(1− p)

n
(3.1)

Existen varios métodos para estimar la varianza inter-estudios τ̂ 2. En este trabajo se
ha utilizado la técnica de máxima verosimilitud restringida [Corbeil and Searle, 1976], un
método iterativo de optimización.

El modelo Binomial-Normal

Detrás de una proporción subyace un número n de variables aleatorias binarias con dis-
tribución de Bernuilli en las que y veces ha tenido éxito. El modelo Binomial-Normal tiene
en cuenta este hecho y propone que el número de aciertos observados en un estudio (ŷk) sigue
una distribución binomial con el numero de casos de la proporción (nk) y la medida de efecto
real de cada estudio θk como parámetros. Para que este modelo funcione correctamente es
necesario realizar una transformación logit. El modelo queda del siguiente modo:
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ŷk ∼ Bin(nk, θk)

logit(θk) ∼ N (θLO, τ 2)
(3.2)

La transformación logit está definida por:

logit(p) = log
p

1− p
(3.3)

En la práctica, los modelos mixtos lineales generalizados (GLMM por sus siglas en inglés)
se consideran el método más común para utilizar este modelo. Son modelos de regresión que
incorporan las dos fuentes de error (efecto fijo y efectos aleatorios), normalmente estimados
mediante máxima verosimilitud. Este modelo está definido en Schwarzer et al. [2019] y Stijnen
et al. [2010]. A diferencia del Inverso de la varianza, este meta-análisis no utiliza pesos.

Transformaciones

Como se ha visto en el modelo B-N, transformando las variables surgen propiedades que
que pueden facilitar el análisis. Además de la transformación logit, existen otros tipos. Un
ejemplo es la transformación arcoseno-raíz (a partir de ahora transformación arcoseno). La
cual suele dar varianzas más estables debido a que dependen sólo del tamaño muestral, que
suele ser un valor fijo [Lin and Xu, 2020]. Esta transformación está definida por:

θAS
k = arcsin

√
pk

3.2.2. Modelos Bayesianos

En Borenstein [2013] se menciona que los modelos bayesianos pueden resultar útiles si
se dispone de pocos estudios. En este trabajo se han realizado experimentos con versiones
bayesianas de los dos modelos (véase Salpeter et al. [2009], Jackson et al. [2018] y Negrín-
Hernández et al. [2021]). Para implementarlo se ha utilizado software de simulación MCMC.

Tal y como se vio en el capítulo anterior, los modelos bayesianos requieren que se especi-
fique un prior para cada parámetro. Esto supone especificar una distribución para θ y τ 2. Se
han usados priors débilmente informativos en ambos casos. En el caso del efecto agrupado θ

se ha asumido que sigue una distribución uniforme entre 0 y 1. Mientras que se ha usado una
distribución gamma-inversa(0.1; 0.1) para la varianza τ 2. Según Al Amer et al. [2021] este
prior mejora la estabilidad y convergencia. Por lo tanto, en el caso bayesiano, los modelos
N-N y B-N se completan con las distribuciones:
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θ ∼ Unif(0; 1)

τ 2 ∼ Gamma-Inv(0.1; 0.1)

Por último, para evaluar que la simulación ha funcionado correctamente se han utilizado
dos métricas [Gelman et al., 1995]: R̂ y Effective Sample Size o ESS. La primera de ellas
es una medida de convergencia de la simulación, y debe estar siempre muy próxima a 1 en
todos los parámetros (depende del autor, pero normalmente por debajo de 1.01). Por otro
lado, ESS es una medida de auto-correlación de las cadenas, se aconseja que esté por encima
de 100.

3.2.3. Análisis de subgrupos

En ocasiones los resultados de un meta-análisis indican que la heterogeneidad es demasia-
do alta. Un posible enfoque ante esta situación consiste en buscar patrones segmentando los
estudios en función de una o varias características cualitativas. Es lo que se suele denominar
análisis de subgrupos. Mediante esta técnica es posible establecer una relación entre el valor
de la característica y el de la medida de efecto. Consta de dos pasos:

1. Calcular el efecto de cada grupo como si fuera un meta-análisis por separado. Cada
grupo consta de su efecto agrupado θ̂g y su heterogeneidad τ̂ 2g.

2. Comparar los resultados de cada grupo con un test estadístico que comprueba si las
diferencias entre grupos se deben a la varianza intra-grupos o inter-grupos. En realidad
se trata de un test Q, pero en este caso el p-valor del test es menor de 0.05 cuando al
menos dos grupos son significativamente diferentes. Para evitar confusiones se utilizará
test χ2 o test de diferencias de subgrupos para este test, y test Q o test de diferencias
entre estudios para el otro.

3.2.4. Análisis de influyentes

Otra de las técnicas que se han usado para estudiar la heterogeneidad es el análisis de
influyentes. Se denominan estudios influyentes aquellos que tienen un gran impacto en la
medida de efecto agrupada o en la heterogeneidad. Hay varias técnicas para identificar estu-
dios influyentes, todas ellas están basadas en el método Leave-One-Out [Harrer et al., 2021].
Este método vuelve a realizar el meta-análisis tantas veces como estudios se dispongan, pero
dejando uno fuera en cada iteración. Existen varios métodos para comprobar la influencia
de los estudios, en este caso el análisis se limitará a estudiar el efecto en la correspondiente
medida de efecto y en los índices de heterogeneidad I2 y τ 2.

Este método puede ayudar a detectar errores o características de los estudios que no se
habían visto inicialmente. Sin embargo, eliminar estudios del análisis sólo por el hecho de
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ser influyentes supondrá una pérdida de poder estadístico. Es importante tener en cuenta
que un meta-análisis debe abarcar todos los estudios posibles.

3.2.5. Paquetes software utilizados

La parte de procesamiento y análisis de datos se ha realizado mediante el lenguaje de
programación R en un entorno Jupyter Notebook. Para el análisis se han usado dos paquetes
principalmente. El paquete meta ha sido utilizado para implementar los modelos con enfoque
frecuentista y para los modelos bayesianos se ha utilizado el paquete RStan. A continuación,
se describen un poco más cada uno de ellos y mencionan las funciones utilizadas.

meta

El paquete meta [Balduzzi et al., 2019] es una librería muy popular para el lenguaje de
programación R que incluye múltiples modelos, métodos y elementos de apoyo para realizar
meta-análisis de forma sencilla.

En este trabajo se ha utilizado la función metaprop para llevar a cabo el meta-análisis de
proporciones. A continuación, se describen los principales parámetros que se han utilizado:

event: número de eventos o numerador de la proporción. En el caso de la sensibilidad
son los TP y en la especificidad TN .

n: número de observaciones o el denominador. En caso de sensibilidad y especificidad
son los casos positivos(N+) y casos negativos (N−) totales respectivamente.

method: método utilizado para el meta-análisis. Puede tomar dos valores: Inverse
define que se debe usar el método de Inverso de la varianza y GLMM, como su propio
nombre indica, GLMM.

sm: define transformación a realizar. En este trabajo se han utilizado los valores "PRAW"
para no realizar transformaciones, "PAS" para la transformación arcoseno y "PLOGIT"
para la logit.

subgroup: realiza análisis de subgrupos segmentando los estudios. El valor del pará-
metro debe ser un vector con los valores de la variable para cada estudio.

El paquete meta también incluye la función metainf, que es utilizada para realizar análisis
de influyentes. Esta función recibe como parámetro un objeto meta resultado de realizar el
meta-análisis global y automáticamente muestra los resultados de llevar a cabo la técnica.
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RStan

RStan [Stan Development Team, 2023] es la interfaz en R de Stan, una de las principales
plataformas de modelado estadístico. Está escrita en C++ e incluye simulación de modelos
bayesianos mediante MCMC. Es uno de los paquetes más utilizados por la comunidad ba-
yesiana por lo que dispone de una amplia documentación. Este es el motivo principal por el
que se ha escogido para este trabajo.

El elemento fundamental de RStan es el archivo en el que se define el modelo, que al
menos está compuesto por tres bloques:

data: declara las variables, tipo de dato, restricciones y dimensiones de los datos de
entrada.

parameters: declara los parámetros del modelo.

model: define las distribuciones de probabilidad.

En el anexo A se incluye el código de los archivos stan de los dos modelos utilizados. Si se
observa se podrá ver que existen otros bloques no esenciales como generated quantities
para generar valores después de la ejecución, o transformed parameters para transformar
parámetros.

Una vez se ha definido el modelo la simulación se ejecuta mediante la función stan. En ella
es necesario especificar los parámetros de simulación: modelo, datos de entrada, parámetros
de MCMC como número de cadenas e iteraciones, etc. El resultado se compone principal-
mente de una tabla con los valores de cada parámetro, y los resultados de convergencia del
modelo.

Todos los experimentos de este trabajo levados a cabo mediante modelos bayesianos han
utilizado la misma configuración de simulación: 4 cadenas de 2000 iteraciones cada una.
En todos se ha comprobado que la autocorrelación y convergencia se encuentre en niveles
correctos adecuado de R̂ y ESS.

3.3. Resumen de experimentos realizados

En total se han realizado 20 experimentos, divididos en 10 configuraciones para las dos
medidas de efecto seleccionadas.

En el primer bloque se consideran todos los estudios de forma conjunta. Los experimentos
1, 2 y 3 utilizan un enfoque frecuentista. Se ha implementado el modelo N-N mediante inverso
de la varianza, con y sin transformación arcoseno; y el modelo B-N con transformación
logit mediante GLMM. Los experimentos 4 y 5 replican los experimentos 1 y 3 desde una
perspectiva bayesiana.
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Posteriormente, en los experimentos 6 a 9 se realiza un análisis de subgrupos teniendo en
cuenta distintas variables. Se han segmentado los estudios en base a el conjunto de datos, la
definición de abandono, el modelo, y el modelado del estudiante.

Por último, en el experimento 10 se han analizado los estudios más influyentes mediante
Leave-One-Out.

Tanto los experimentos de análisis de subgrupos como los de análisis de influyentes utili-
zan el modelo N-N frecuentista sin transformaciones. En la tabla 3.3 se muestra un resumen
las características de los experimentos.

Tabla 3.2: Resumen de los experimentos realizados
Exp. Tipo de análisis Enfoque Modelo Detalles
1 Global Frec. N-N Sin transformaciones
2 Global Frec. N-N Transformación arcoseno
3 Global Frec. B-N Transformación logit
4 Global Bayes N-N Sin transformaciones
5 Global Bayes B-N Transformación logit
6 Subgrupos Frec. N-N Agrupado por definición de abandono
7 Subgrupos Frec. N-N Agrupado por conjunto de datos
8 Subgrupos Frec. N-N Agrupado por tipo de algoritmo
9 Subgrupos Frec. N-N Agrupado por modelado del estudiante
10 Influyentes Frec. N-N Sin transformaciones ni agrupaciones
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Capítulo 4

Resultados

A lo largo de este capítulo se presentan los resultados de los 20 experimentos realizados.
Se divide en dos secciones, una para cada medida de efecto (sensibilidad y especificidad).
En el inicio de cada sección se realiza una comprobación del riesgo de sesgo mediante un
gráfico de embudo. Todos los experimentos se acompañan del correspondiente forest plot con
excepción del experimento 10, cuyos resultados se presentan en forma de tabla. En caso de
los experimentos 4 y 5, correspondientes a los modelos con enfoque bayesiano, se incluye una
gráfica de densidad de los parámetros globales del modelo.

4.1. Sensibilidad

Figura 4.1: Gráfico de embudo para el meta-análisis de sensibilidad.

El meta-análisis de sensibilidad se compone de 11 estudios. En general todos los estu-
dios obtienen un valor bastante alto, entre 0.86 y 1. La precisión de las medidas también
es bastante alta en general. Obtienen un error menor de 0.005, excepto uno de los estudios

39
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[Jiang and Li, 2017], que se encuentra por encima de 0.020. El gráfico de embudo (figu-
ra 4.1) no muestra una asimetría clara, ya que el estudio con menos precisión no permite
ver con claridad la distribución del resto de estudios. No se ha considerado un motivo para
excluir este estudio de los experimentos, posponiendo para el experimento 10 esta decisión.
A continuación, se muestran los resultados de cada uno de los experimentos.

4.1.1. Experimento 1

Figura 4.2: Forest plot del experimento 1 para meta-análisis de sensibilidad

Para el experimento 1 se ha utilizado el esquema más clásico de meta-análisis, que utiliza
el modelo N-N sin transformaciones mediante el método de Inverso de la Varianza. En la
figura 4.2 se muestra el forest plot correspondiente. Se ha obtenido un valor de 0.93 para el
efecto agrupado, con un intervalo de confianza del 95% entre 0.90 y 0.96. Los pesos obtenidos
por el método son muy similares, esto es debido a la alta heterogeneidad del meta-análisis.

Pese a que el valor de τ 2 obtenido puede parecer muy pequeño (0.0026), es muy grande
en relación a las varianzas intra-estudio calculadas, que se encuentran por debajo de 10−5.
Esto conlleva a un valor de I2 muy alto. En la figura se puede ver que se ha obtenido un
valor de 99.8% , lo que indica que casi toda la variabilidad entre los estudios no puede ser
explicada por el error muestral. De igual manera, el test Q de heterogeneidad obtiene un
p-valor de 0, lo que indica que existen diferencias claramente significativas entre los estudios.

4.1.2. Experimento 2

En el experimento 2 se ha utilizado la transformación arcoseno en la medida de efecto. Los
resultados obtenidos son muy similares a los del experimento anterior, tal como se muestra
en la figura 4.3. El valor de la sensibilidad agrupada que se ha obtenido es de 0.94 con
intervalo de [0.91; 0.97], lo que supone un aumento de 0.01 con respecto al experimento 1.
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Figura 4.3: Forest plot del experimento 2 para la sensibilidad

Al igual que en el anterior experimento, los pesos de todos los estudios son muy similares,
oscilando entre 8.3% y 9.2%.

Tampoco se han apreciado diferencias en la heterogeneidad respecto al experimento 1.
De nuevo se obtiene un valor de 99.8 % para I2 y el test Q encuentra diferencias significativas
entre estudios (p = 0). Sin embargo, sí se aprecian diferencias en el valor τ 2, que es 0.121.
Este valor es casi 5 veces el del experimento 1. Esto es debido a que se encuentra en la escala
de la transformación.

4.1.3. Experimento 3

Figura 4.4: Forest plot del experimento 3 para la sensibilidad

El experimento 3, tal y como se ha explicado en el capítulo anterior, tiene en cuenta la
estructura binaria intrínseca a la proporción mediante el modelo B-N y la transformación
logit. Se ha llevado a cabo desde el enfoque frecuentista de los GLMM. El forest plot obtenido
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se puede ver en la figura 4.4. El valor del efecto agrupado es 0.95 con un intervalo de
confianza de [0.92; 0.97]. Estos valores están levemente por encima de los obtenidos en los
dos experimentos anteriores. Es interesante observar que en este caso los intervalos de la
sensibilidad agrupada no son simétricos a diferencia de los experimentos anteriores. En el
gráfico no se presentan los pesos de cada estudio ya que este método no los utiliza.

La heterogeneidad se ha reducido levemente con este modelo. En el gráfico, se puede ver
como dos de las medidas están muy próximas a la medida global. El valor de I2 es de 99.7% ,
aunque el p-valor del test de diferencias sigue siendo 0. El valor de τ 2 es claramente superior
a los otros experimentos debido a que se encuentra en escala logit.

4.1.4. Experimento 4

Figura 4.5: Forest plot del experimento 4 para la sensibilidad

El experimento 4 utiliza un enfoque bayesiano para el meta-análisis mediante el modelo
N-N, el mismo del experimento 1. El forest plot del modelo se muestra en la figura 4.5.

El efecto agrupado obtenido en el meta-análisis es de 0.93[0.84, 0.99]. El valor medio es
similar al del experimento 1 pero los intervalos son bastante más amplios. Para medir la
heterogeneidad se ha utilizado únicamente la varianza inter-estudios que ha obtenido un
valor de 0.0244, por lo que es mucho más alta que la obtenida en el experimento 1. Estas
diferencias con el enfoque frecuentista pueden ser causadas por los priors utilizados.

Para explorar más en profundidad los parámetros se hace uso de su distribución a pos-
teriori. En la figura 4.6 se muestra la distribución para la varianza inter-estudios τ 2 y la
sensibilidad agrupada θ, junto con su valor puntual e intervalo de credibilidad del 95% (zo-
na coloreada). En ambos casos se puede ver que sigue una distribución unimodal aunque con
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Figura 4.6: Distribución a posteriori de la varianza inter-estudios τ 2 (izquierda) y la medida
de efecto agrupada θ (derecha) del experimento 4 de la sensibilidad.

ciertas diferencias. En el caso de θ la distribución se asemeja a una Gaussiana con la media
y la moda en el mismo punto. Mientras que en la distribución de τ 2, media y moda están
ligeramente separadas, y tiene una gran cola derecha.

4.1.5. Experimento 5

Figura 4.7: Diagrama de efectos del experimento 5 para la sensibilidad

El experimento 5 utiliza el modelo B-N con transformación logit con el enfoque bayesiano.
El forest plot del modelo se muestra en la figura 4.7.

Este modelo ha conseguido un efecto agrupado de 0.95[0.91; 0.98]. A diferencia del ex-
perimento 4, no sólo el valor medio es semejante al modelo frecuentista; si no también lo
son los intervalos. Al igual que en el modelo anterior se ha obtenido un valor puntual de la
varianza inter-estudios algo superior al modelo frecuentista (en escala logit τ 2 = 1.317).
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Figura 4.8: Distribución de la varianza inter-estudios τ 2 (izquierda) y la medida de efecto
agrupada θ (derecha) del experimento 5 de la sensibilidad.

Para el análisis de las distribuciones a posteriori de los dos parámetros globales se puede
observar la figura 4.8. De nuevo, ambos parámetros siguen una distribución unimodal. La
distribución de la varianza inter-estudios es similar al experimento anterior, con la media
ligeramente desplazada a la derecha de la moda y una larga cola derecha. No obstante, la
medida de efecto agrupado presenta cierta asimetría y una larga cola izquierda a diferencia
del modelo N-N.

4.1.6. Experimento 6

Figura 4.9: Forest plot del experimento 6 para la sensibilidad

Utilizando análisis de subgrupos, este experimento realiza el meta-análisis segmentando
los estudios en función de la definición de abandono que haya utilizado. Se han considerado
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aquellos que utilizan la definición basada en participación (GParticipacion) y en objetivos de
aprendizaje (GAprendizaje). Los resultados se incluyen en la figura 4.9.

En GParticipacion el efecto agrupado es de 0.93[0.89; 0.96]. Incluye 8 estudios cuyas medidas
de efecto se encuentran entre 0.86 y 1.00. Obtiene un valor de I2 de 99.9% y de τ 2g de 0.003.
El p-valor del test de diferencias encuentra diferencias significativas entre estudios. Todos
los índices indican que la heterogeneidad en este grupo es superior a la del análisis global.

En el grupo de GAprendizaje se obtiene una sensibilidad agrupada de 0.96(0.91, 1.00), una
medida 0.05 más alta que el otro grupo. La heterogeneidad se ha visto reducida respecto al
global. El índice I2 se ve reducido hasta 99.5% y el de τ 2g hasta 0.0016. El p-valor del test
de diferencias sigue siendo significativo. Pese a los pocos estudios que tiene este grupo la
diferencias siguen siendo altas.

El test χ2 para diferencias entre subgrupos muestra que no existen diferencias significa-
tivas entre los dos subgrupos con un p-valor de 0.32. En el gráfico se puede ver que el efecto
global recae dentro del intervalo del efecto estimado para ambos grupos.

4.1.7. Experimento 7

Figura 4.10: Forest plot del experimento 7 para la sensibilidad

En el experimento 7 se ha realizado el análisis de subgrupos agrupando los estudios en
función del conjunto de datos utilizado. Puesto que la mayoría de estudios usan el conjunto
KDD Cup 2015 y el resto utilizan otros conjuntos, la agrupación se ha realizado en dos
grupos. Por un lado los 6 estudios que utilizan KDD Cup 2015 (GKDD) y por otro lado el
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resto de estudios (Gotros). Al igual que el resto de análisis de subgrupos, para llevar a cabo
este análisis se ha utilizado el método de Inverso de la Varianza sin transformaciones. En la
figura 4.10 se muestran los resultados de este experimento.

El efecto agrupado de Gotros está levemente por encima del global: 0.96[0.92; 0.99]. La
varianza inter-estudios se ha reducido respecto al análisis global, con un valor de 0.0015
para τ 2g . El índice I2 también se ha reducido hasta 99.5%, pero el test Q sigue encontrado
diferencias significativas. En GKDD se obtiene una sensibilidad inferior, con un valor de
0.92[0.87; 0.96]. La heterogeneidad obtenida es superior a la global, con un valor de I2 de
99.9% y τ 2g de 0.003.

El test χ2 de diferencias de subgrupos no encuentra diferencias significativas (p = 0.15).

4.1.8. Experimento 8

Figura 4.11: Forest plot del experimento 8 para la sensibilidad

La tercera variable que se ha utilizado para el análisis de subgrupos es el tipo de algoritmo
utilizado. Se han definido dos grupos, aquellos que utilizan Deep learning (GDL) y los que
utilizan modelos de aprendizaje automático (GML), grupos compuestos por 6 y 5 estudios
respectivamente. La figura 4.11 muestra el forest plot de este experimento.

A primera vista no se aprecian apenas diferencias entre los dos grupos. Se puede ver
mucho solapamiento entre la medida global y la de los dos grupos. El efecto agrupado en
GML es de 0.93(0.88; 0.97) y en GDL es de 0.94[0.89; 0.98] . En cuanto a la heterogeneidad,
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el índice I2 es del 99.7% y 99.9% en GML y GDL respectivamente; y el valor de τ 2g es 0.0087
y 0.0069. El test Q encuentra diferencias significativas en ambos grupos.

Con estos valores resulta obvio que no se encuentren diferencias significativas entre los
dos grupos mediante el test χ2 (p = 0.87).

4.1.9. Experimento 9

Figura 4.12: Forest plot del experimento 9 para la sensibilidad

Por último, se ha realizado el análisis de subgrupos en función del tipo de modelado del
estudiante. El grupo Gplano se compone de 2 estudios y Gsecuencia de 9. En la figura 4.12 se
muestran los resultados del meta-análisis, se puede ver que los resultados son muy distintos
en los dos grupos.

La sensibilidad agrupada en Gsecuencia muy similar a la global con un valor medio de
0.92 e intervalos en [0.89; 0.96]. Los índices de heterogeneidad son exactamente iguales a los
globales. Se obtiene un I2 de 99.8%, τ 2g de 0.0026, y el test Q obtiene un p-valor de 0.

Sin embargo, los dos estudios en Gplano tienen una medida muy similar. Lo que hace
descender los valores de heterogeneidad en gran medida en este grupo. El valor de I2 es 28.9%
y τ 2g está por debajo de 10−4. El test Q no encuentra diferencias significativas (p = 0.24). La
medida de efecto de este grupo es 0.98.

Visualmente se puede intuir que existen diferencias entre grupos, ya que la medida global
no interseca con los intervalos de Gplano . El test χ2 ha confirmado estas diferencias (p < 0.01).
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4.1.10. Experimento 10

Por último, se ha realizado un análisis de influyentes mediante la técnica de Leave One
Out. Esta técnica estudia el impacto de cada estudio en el meta-análisis excluyéndolo del
conjunto.

En la tabla 4.1 se pueden ver la sensibilidad agrupada, el índice I2 y la varianza inter-
estudios de esta prueba. En general, los valores de la medida de efecto se encuentran entre
0.92 y 0.95, frente al 0.93 del análisis global. Por lo tanto, extraer un estudio del meta-análisis
no afecta en gran medida a la sensibilidad.

Tabla 4.1: Resultados del análisis de influyentes en el meta-análisis de sensibilidad
Estudio excluido Sensibilidad τ 2 I2

(Jiang & Li, 2017) 0.9360 [0.9031; 0.9689] 0.0028 99.8 %
(Qiu et al., 2018) 0.9414 [0.9117; 0.9712] 0.0023 99.8 %
(Mourdi et al., 2019) 0.9280 [0.8972; 0.9589] 0.0024 99.8 %
(Qiu et al., 2019) 0.9406 [0.9099; 0.9712] 0.0024 99.8 %
(Wen et al., 2020) 0.9318 [0.8986; 0.9649] 0.0028 99.8 %
(Fu et al., 2021) 0.9413 [0.9113; 0.9712] 0.0023 99.8 %
(Adnan et al., 2021) 0.9296 [0.8975; 0.9617] 0.0026 99.8 %
(Dass et al., 2021) 0.9366 [0.9035; 0.9697] 0.0028 99.8 %
(Chi et al., 2023) 0.9297 [0.8976; 0.9619] 0.0026 99.8 %
(Kumar et al., 2023) 0.9318 [0.8987; 0.9650] 0.0028 99.8 %
(Khoushehgir & Sulaimany, 2023) 0.9294 [0.8975; 0.9614] 0.0026 99.8 %
Global 0.9342 [0.9039; 0.9645] 0.0026 99.8 %

En cuanto a los valores de heterogeneidad, la varianza inter-estudios se mantiene estable
entre 0.0023 y 0.0028, valores muy similares al análisis global. El valor de I2 se mantiene
también estable en la mayoría de extracciones, consiguiendo un valor de 99.8%.

Con estos resultados no se puede considerar que ningún estudio tenga un impacto lo
suficientemente alto como para considerar extraerlo del análisis. Aun así, se ha realizado una
prueba más. Se ha comprobado cuantos estudios sería necesario extraer para que los índices
de heterogeneidad alcanzasen valores aceptables. Para ello se ha ejecutado iterativamente
esta técnica hasta que el p-valor del test Q esté por encima de 0.05. Se ha visto que se
requieren eliminar 8 estudios del meta-análisis. El resultado es una sensibilidad agrupada de
0.957[0.954; 0.960], con un índice I2 de 56.4% y un p-valor de 0.1 en el test Q. Los estudios
implicados en este meta-análisis son Jiang and Li [2017], Wen et al. [2020] y Kumar et al.
[2023].

Al inicio de la sección se mencionaba Jiang and Li [2017] estaba dificultando la visuali-
zación del gráfico de embudo debido a su precisión. Se ha demostrado que este artículo es
uno de los que más robustez aportan al meta-análisis y sus características no son distintas
al resto por lo que se ha decidido no excluirlo. .
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4.2. Especificidad

En este apartado se realizan los 10 experimentos con la especificidad como medida de
efecto. Al igual que con la sensibilidad, antes se ha comprobado el riesgo de sesgo mediante
un gráfico de embudo (figura 4.13). Como se puede ver la distribución de cada uno de
los efectos es casi aleatoria. Los valores de especificidad prácticamente se distribuyen en
todo el rango posible, aunque uno de los estudios se encuentra especialmente distanciado
Khoushehgir and Sulaimany [2023]. Los errores estándar están todos por debajo de 0.02. Los
tamaños muestrales de cada uno de los estudios son muy distintos, y más pequeños que en el
anterior meta-análisis, abarcando desde 55 hasta 9883. En comparación con el meta-análisis
de sensibilidad, en este análisis existen más estudios con tamaños muestrales pequeños, lo
que conlleva una menor precisión.

Esta distribución indica que es muy poco probable que se puedan sacar conclusiones del
meta-análisis, y en caso que así fuese, el sesgo de publicación sería muy alto.

Figura 4.13: Gráfico de embudo de especificidad.

4.2.1. Experimento 1

El primer experimento realiza el meta-análisis mediante el método del Inverso de la
Varianza sin transformaciones. Los resultados se puede ver en la figura 4.14.

El efecto agrupado obtenido es de 0.60 con unos intervalos de confianza del 95% muy
amplios, entre 0.45 y 0.75. Este método ha asignado el mismo peso a todos los estudios, esto
es debido de nuevo a la alta heterogeneidad.

El índice I2 está en 100% y el test Q concluye que existen diferencias significativas entre
estudios (p = 0). La varianza inter-estudios en este caso es de 0.0642, un orden de magnitud
más grande que el meta-análisis de sensibilidad.
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Figura 4.14: Forest plot del experimento 1 para la especificidad

4.2.2. Experimento 2

El segundo experimento realiza el meta-análisis mediante la transformación arcoseno y
el método de Inverso de la Varianza. El forest plot de resultados se muestra en la figura 4.15.

Figura 4.15: Forest plot del experimento 2 para la especificidad

El efecto agrupado obtenido es de 0.63 con intervalo de confianza [0.44; 0.80]. Esta esti-
mación está levemente por encima a la del experimento 1, pero igual de imprecisa. Los pesos
asignados son prácticamente los mismos otra vez.

Se puede ver la varianza inter-estudios es de 0.1036 (en escala transformada), de nuevo,
un orden de magnitud por encima del experimento 1 de sensibilidad. Las otras métricas de
heterogeneidad son similares a la del resto de experimentos. Se obtiene una I2 = 99.9%,
levemente por debajo del experimento 1, y el test Q obtiene un p-valor de 0.
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4.2.3. Experimento 3

En el experimento 3 se ha utilizado el modelo B-N mediante GLMM y transformación
logit. Se recuerda que este método no adjudica pesos a los estudios. Los resultados se muestran
en el forest plot de la figura 4.16.

Figura 4.16: Forest plot del experimento 3 para la especificidad

La medida agrupada es de 0.64 con un intervalo de confianza del 95% en [0.42; 0.82]. Un
valor levemente por encima del valor obtenido en los experimentos anteriores.

Se obtiene un índice I2 que concluye que el 99.8% de la heterogeneidad está ocasionado
por la varianza inter-estudios, que en este caso obtiene un valor de 2.278, un valor muy
superior al obtenido en la sensibilidad. El test Q obtiene un p-valor de 0, al igual que en los
experimentos anteriores.

4.2.4. Experimento 4

En este experimento se describen los resultados del modelo N-N bayesiano con los priors
débilmente informativos mencionados en el capítulo anterior. Los resultados completos se
muestran en el forest plot de la figura 4.17.

El experimento obtiene una especificidad agrupada de 0.60 con un intervalo de credibi-
lidad del 95% en [0.41; 0.78]. Una medida muy similar al modelo N-N frecuentista, aunque
con intervalos más amplios. Este fenómeno también se pudo observar en experimento 4 del
meta-análisis de sensibilidad. Se ha obtenido un valor puntual de τ 2 de 0.0938. Este valor es
un 50 % más alto que el obtenido en el experimento 1.

En la figura 4.18 se muestran la distribución a posteriori de la varianza inter-estudios
(izquierda) y la especificidad agrupada (derecha). En ambos casos tienen una forma similar
al modelo N-N del meta-análisis de sensibilidad, aunque en este caso son más anchas y con
colas más largas.
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Figura 4.17: Forest plot del experimento 4 para la especificidad

Figura 4.18: Distribución de la varianza inter-estudios τ 2 (izquierda) y la medida de efecto
agrupada θ (derecha) del experimento 4 de la especificidad.

4.2.5. Experimento 5

En este apartado se muestran los resultados del modelo B-N bayesiano con la especificidad
como medida de efecto agrupada. En el forest plot de la figura 4.19 se muestran los resultados.

Se ha obtenido un efecto agrupado de 0.63 con intervalo de credibilidad de [0.42; 0.82], un
valor ligeramente por debajo del efecto estimado por el semejante frecuentista. El intervalo
de credibilidad estimado es exactamente igual al de confianza del modelo frecuentista. De
igual manera, se estima un valor puntual de τ 2 de 2.337, prácticamente igual que el modelo
B-N frecuentista.

Las distribuciones a posteriori de ambos parámetros se muestran en la figura 4.20. De
nuevo, presenta formas similares a la del resto de modelos bayesianos.
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Figura 4.19: Forest plot del experimento 5 para la especificidad

Figura 4.20: Distribución de la varianza inter-estudios τ 2 (izquierda) y la medida de efecto
agrupada θ (derecha) del experimento 5 de la especificidad.

4.2.6. Experimento 6

El experimento 6 utiliza la definición de abandono como variable de segmentación para
llevar a cabo el análisis de subgrupos. Al igual que en el resto de análisis de subgrupos, se
utiliza el método de inverso de la varianza sin transformaciones y los resultados se muestran
en la figura 4.21.

Se observa que existen diferencias entre las medidas de efecto de ambos grupos, aunque el
solapamiento entre intervalos indica que no son significativas. Gparticipacion obtiene un efecto
de 0.56[0.37; 0.75]. En Gaprendizaje es de 0.72[0.49; 0.95]. Los intervalos en ambos grupos son
de una amplitud similar.

Los índices de heterogeneidad son ligeramente distintos en ambos grupos. Gparticipacion

obtiene un valor de I2 del 99.4% y τ 2g de 0.0723. En Gaprendizaje es de 99.4% y 0.0496
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Figura 4.21: Forest plot del experimento 6 para la especificidad

respectivamente. Sin embargo, en los dos grupos se encuentran diferencias significativas entre
estudios mediante el test Q.

El test χ2 para diferencias de subgrupos concluye que no existen diferencias significativas
entre ambos grupos (p = 11).

Se ha podido ver cierta semejanza con el experimento 6 de la sensibilidad. En ambos
casos la medida de efecto de Gaprendizaje es algo superior a la de Gparticipacion. Esto puede
indicar que existe cierta relación entre el tipo de definición y el valor de la medida de efecto.

4.2.7. Experimento 7

El experimento 7 realiza el meta-análisis segmentando los estudios en función del conjunto
de datos que han utilizado. Por un lado los 6 estudios que utilizan KDD Cup 2015, que forman
GKDD, y por el otro los 7 restantes (Gotros).

La especificidad agrupada obtenida por Gotros es 0.80[0.63; 0.96]. Una medida por encima
de la global, y con intervalos más estrechos. La heterogeneidad en este este grupo se ha redu-
cido respecto al global (I2 = 99.3% y τ 2g = 0.0353) aunque se siguen encontrado diferencias
significativas entre los estudios mediante el test Q (p < 0.01). En la figura se puede ver que
la mayor parte de estudios están bastante próximos excepto Chi et al. [2023].

En GKDD se obtiene una especificidad agrupada de 0.44[0.30; 0.59]. La medida es más
precisa que el global al igual que en Gotros. Aunque en este caso el valor puntual está por
debajo del global. La heterogeneidad es similar también al otro grupo, con I2 = 99.9%

y τ 2g = 0.0323, en ambos casos por debajo del global. Pero el test Q sigue encontrando
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Figura 4.22: Forest plot del experimento 7 para la especificidad

diferencias significativas. En este grupo, la gran mayoría de medidas de efecto se encuentran
muy próximas excepto Khoushehgir and Sulaimany [2023].

El test χ2 para diferencias entre subgrupos concluye que sí existen diferencias significati-
vas entre subgrupos (p < 0.01). Esto indica que existe una relación entre el tipo de conjunto
de datos y la especificidad obtenida. Tal efecto podría ser generalizado para las dos medidas.
Ya que en el experimento 7 las diferencias entre medidas de efecto agrupada eran similares,
pese a que no se pudieron observar diferencias significativas.

4.2.8. Experimento 8

En este experimento se ha segmentado por el tipo de modelo utilizado para el análi-
sis de subgrupos, dividiendo entre aquellos estudios que utilizan algoritmos de aprendizaje
automático (GML) y los Deep Learning (GDL). Ambos grupos están compuestos por 5 y 6
estudios respectivamente. En la figura 4.23 se muestra el forest plot con los resultados.

La medida de efecto es muy similar en ambos grupos, con 0.57 y 0.63 en GML y GDL

respectivamente. Aunque los intervalos son muy dispares: en caso de GDL es [0.50; 0.75],
mucho más preciso que en GML, que obtiene [0.26, 0.89].

En cuanto a la heterogeneidad, en ambos grupos el test Q no contempla similitudes entre
los estudios (p = 0). El índice I2 concluye que en GML el 100% de la variabilidad está
ocasionada por la varianza inter-estudios, y en GDL el 99.7%. El valor de τ 2g es de 0.1279

en el caso de GML, un valor muy por encima del global. Mientras en GML obtiene 0.243, un
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Figura 4.23: Forest plot del experimento 8 para la especificidad

valor inferior al global.
No se encuentran diferencias significativas entre ambos subgrupos mediante el test χ2

(p = 0.74).
Se encontraron resultados similares en el meta-análisis de sensibilidad, con medidas de

efecto agrupadas muy similares a la global. Esto es un indicio de que el tipo de modelo es
independiente de su rendimiento.

4.2.9. Experimento 9

El último análisis de subgrupos para la especificidad se realiza sobre el tipo de modelado.
Por un lado, Gplano utiliza el modelado plano y Gsecuencia el de secuencia.

En Gsecuencia se obtiene una especificidad agrupada de 0.71[0.57, 0.84]. Un valor similar
al global y algo más preciso. La heterogeneidad se ha reducido ligeramente. El valor de τ 2g
ha visto reducido hasta 0.0396 e I2 hasta 99.9%. Aunque se siguen encontrando diferencias
significativas entre estudios.

En el caso de Gplano, la medida de efecto es extremadamente imprecisa, se obtiene un
valor de 0.50[0.03, 0.97]. Las medidas de efecto de los dos estudios están casi 0.4 puntos
alejadas entre sí. Esto provoca que el valor de τ 2g esté muy por encima del global, alcanzando
un valor de 0.783 . El resto de índices de heterogeneidad vienen dados por un índice I2 del
99.8% y diferencias significativas en el test Q(p < 0.01).

El test de diferencias entre grupos no encuentra diferencias significativas (p = 0.41).
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Figura 4.24: Forest plot del experimento 9 para la especificidad

En el experimento 9 de sensibilidad se encontraron diferencias significativas entre los
dos grupos, principalmente debido a que los dos estudios de Gplano tenían medidas muy
similares. En este caso es todo lo contrario, ambas medidas están muy alejadas. Es difícil de
sacar patrones en este subgrupo debido a que tiene muy pocos estudios.

4.2.10. Experimento 10

En el último experimento se ha observado mediante la técnica de Leave One Out que uno
de los estudios es extremadamente más influyente que el resto (tabla 4.2). Y es que dejar fuera
a Khoushehgir and Sulaimany [2023] provoca que todas las medidas se vean muy afectadas.
La especificidad agrupada alcanza el valor de 0.65, mientras que quitando cualquiera del
resto de los estudios se mantiene en valores entre 0.58 y 0.61. De igual manera, despreciar
este estudio logra que τ 2 baje desde 0.0642 hasta 0.0388. Además, el estudio mencionado
logra que el índice I2 se reduzca hasta 99.8%, el único que hace que baje de 100% junto con
Dass et al. [2021], aunque este último no afecta tanto al resto de métricas.

La razón de la influencia de este estudio es que tiene un especificidad extremadamente
baja y precisión muy alta: 0.09[0.08, 0.10]. Es un valor muy dispar con el resto de estudios.
Se han re-analizado los datos extraídos en búsqueda de errores y se ha podido comprobar
que los datos utilizados son totalmente correctos. En el capítulo siguiente se tratará este
tema.

Esta técnica ha sido ejecutada de forma iterativa y se ha comprobado que, al igual que
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Tabla 4.2: Resultados del análisis de influyentes en el meta-análisis de sensibilidad
Estudio Especificidad τ 2 I2

(Jiang & Li, 2017) 0.5634 [0.4217; 0.7051] 0.0522 100.0 %
(Qiu et al., 2018) 0.6184 [0.4561; 0.7807] 0.0685 100.0 %
(Mourdi et al., 2019) 0.5810 [0.4224; 0.7397] 0.0654 100.0 %
(Qiu et al., 2019) 0.6158 [0.4524; 0.7792] 0.0694 100.0 %
(Wen et al., 2020) 0.6070 [0.4415; 0.7725] 0.0712 100.0 %
(Fu et al., 2021) 0.6112 [0.4464; 0.7759] 0.0706 100.0 %
(Adnan et al., 2021) 0.5804 [0.4222; 0.7387] 0.0651 100.0 %
(Dass et al., 2021) 0.5794 [0.4218; 0.7370] 0.0645 99.9 %
(Chi et al., 2023) 0.6150 [0.4513; 0.7786] 0.0696 100.0 %
(Kumar et al., 2023) 0.6077 [0.4422; 0.7731] 0.0711 100.0 %
(Khoushehgir & Sulaimany, 2023) 0.6547 [0.5324; 0.7770] 0.0388 99.8 %
Global 0.6031 [0.4532; 0.07530] 0.0642 100.0 %

en el meta-análisis de sensibilidad, se requiere eliminar 8 estudios para que ver cambios
significativos en la heterogeneidad. Se ha alcanzado un valor de 64.7% para I2 y un p-valor
de 0.059 para el test Q. El valor de la especificidad agrupada en este meta-análisis es de
0.47[0.45, 0.49]. Los estudios implicados son Qiu et al. [2018], Qiu et al. [2019] y Chi et al.
[2023]. Tanto en el meta-análisis de sensibilidad como en este ha sido necesario eliminar 8
estudios para alcanzar niveles aceptables de heterogeneidad.



Capítulo 5

Discusión

En este capítulo se trata de responder las preguntas de investigación. En cada una de
las siguientes secciones se incluye la respuesta correspondiente y las principales limitaciones
que implica.

5.1. Pregunta de investigación 1

La primera pregunta de investigación decía: «¿En qué medida son útiles las técnicas de
aprendizaje automático para la detección de abandono en MOOC?»

En este sentido, se han realizado varios experimentos considerando varios tipos de modelos
y transformaciones, y se puede decir que existe un consenso en torno al valor de las medidas
de efecto obtenidas. Además de un enfoque tradicional frecuentista, se ha probado un enfoque
bayesiano también con resultados similares. Todos los experimentos han arrojado valores muy
similares de las medidas de efecto, que en general son bastante altos, especialmente para la
sensibilidad. Por lo tanto, se puede afirmar que las técnicas de aprendizaje automático son
capaces de predecir el abandono en este tipo de cursos con un rendimiento realmente bueno.
Sin embargo, esta afirmación debe ser tomada con cautela, especialmente por dos motivos:

Los niveles de heterogeneidad son altos en todos los experimentos.

Existen grandes diferencias entre las dos medidas de efecto analizadas.

En general, todos los estudios han obtenido valores extremadamente altos del índice I2,
siempre cercanos a 100%; y p-valores muy próximos a 0 en el test Q, a pesar de que la varianza
inter-estudios parecía aceptable. Estos niveles de heterogeneidad pueden provenir de
la variabilidad entre las características de los estudios. En este trabajo se han extraído
algunas características de cada estudio, y se ha visto que cada uno utiliza definiciones de
abandono, algoritmos, modelados del estudiante, o conjuntos de datos distintos. Esto puede
poner en compromiso uno de los requisitos del meta-análisis: que las medidas de efecto no sean
comparables. Para comprobarlo, en este trabajo se ha realizado una primera aproximación

59



60 Discusión

mediante la técnica de análisis de subgrupos y se ha podido ver que algunas características
como la definición de abandono o el conjunto de datos utilizado son relevantes en el valor
obtenido de la medida global. Este tema se tratará con más detenimiento en la siguiente
sección. No obstante, hay que tener en cuenta que existen más características de los estudios
que los hacen únicos, que no han sido analizadas y pueden aumentar la heterogeneidad.

Desde el punto de vista de Barker et al. [2021] los altos niveles de heterogeneidad no son
un problema ya que es esperable que en un meta-análisis de proporciones la heterogeneidad
sea alta. Esto es debido principalmente a los problemas del test Q y el índice I2, tal y como
se explica en el capítulo 2, estos índices tienen problemas con el número de estudios del meta-
análisis y con la precisión de los estudios. En este trabajo se ha experimentado un indicio
de este efecto al aplicar la técnica de análisis de influyentes. Se ha visto que ningún estudio
tenía un impacto relevante en el análisis, pero que se podían alcanzar niveles aceptables
de heterogeneidad reduciendo el número de estudios considerablemente. Ambas medidas de
efecto coincidían en el número de estudios a excluir, pero no en los estudios.

Sin embargo, a pesar de que la principal causa de heterogeneidad sean la variabilidad de
las características de los estudios y las propiedades del análisis de proporciones, es posible
que exista cierta heterogeneidad causada por otras fuentes, concretamente:

1. El criterio para seleccionar una única medida dentro de cada estudio. Se escogió
“el mejor resultado entre los más tempranos”. El problema es que no existe una can-
tidad de tiempo mínima común. Por ejemplo, mientras que unos estudios utilizan los
datos de una semana, otros utilizan tres. Por lo tanto, “el más temprano” se refiere a
momentos temporales distintos dependiendo del estudio. Esto provoca un aumento de
la heterogeneidad, ya que existe cierta correlación entre el momento de la predicción y
el rendimiento del modelo [Deeva et al., 2022].

2. La correlación entre las medidas de efecto. Es conocido que entre las medidas
sensibilidad y especificidad existe un compromiso provocado por el umbral de decisión
[Kim et al., 2015]. Modificando este umbral hace que aumente una de ellas y se rebaje
la otra. Esta correlación puede desembocar en un aumento de la heterogeneidad si no
se tiene en cuenta en el modelo.

El otro motivo para poner en cuestión los resultados de este meta-análisis es que existen
grandes diferencias entre los resultados de sensibilidad y especificidad. En general,
la especificidad obtiene resultados más bajos y, sobre todo, más variables que la sensibilidad.
En el meta-análisis de sensibilidad se ha obtenido una medida de efecto global entre 0.93 y
0.95 con intervalos de apenas ±0.05, mientras que en el de especificidad se han sido desde
0.60 hasta 0.64 con intervalos que abarcan prácticamente todo el rango de valores posibles.

La sensibilidad, también conocida como exhaustividad, es una medida muy usada dentro
de la ciencia de datos y en concreto en la predicción de abandono (tal y como comenta Prenkaj
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et al. [2021]). No ocurre lo mismo con la especificidad, que en su lugar suele utilizarse la
precisión. Esto tiene varios problemas. El primero es que si una medida no se publica, es
posible que no se busque optimizarla por norma general. En segundo lugar, mientras que la
dupla sensibilidad-especificidad tiene en cuenta todos los elementos de la matriz de confusión,
al usarse precisión-exhaustividad se dejan de tener en cuenta los verdaderos negativos (TN)
en la evaluación del algoritmo. Este es la razón por el que este trabajo utiliza especificidad.

Se desconoce el motivo por el cual se prefiere utilizar la precisión de forma casi genera-
lizada en esta línea de investigación, pero es posible que esté relacionado con el impacto o
coste asociado al error. Por ejemplo, tomar cierta medida de intervención en estudiantes sin
riesgo de abandono tendrá un efecto negativo muy leve, frente al impacto positivo fuerte que
puede tener sobre alumnos en riesgo de abandono.

Estos problemas se ven agravados en conjuntos de datos desbalanceados que, como se ha
visto, es un problema común en este tipo de estudios, donde la tasa de abandono elevada de
los MOOC hace que el número de casos positivos (abandonos) sea mucho más elevado que
el de casos negativos (retención) [Dalipi et al., 2018, Prenkaj et al., 2021, Alhothali et al.,
2022]. Este hecho hace que la especificidad sea mucho más variable, ya que decrece mucho
más rápido con cada error en sistemas con sensibilidad alta y pocos ejemplos negativos. La
alta variabilidad provoca que se vean casos muy extremos, como es el caso de Khoushehgir
and Sulaimany [2023], uno de los más influyentes en el análisis de especificidad. Este estudio
publicaba una precisión de 0.83, un valor que puede considerarse suficientemente bueno. Sin
embargo, el 80% de abandonos en el conjunto de datos ocasiona que su especificidad esté
por debajo de 0.1.

5.2. Pregunta de investigación 2

Respecto a la segunda pregunta, se cuestionaba: «¿Existen diferencias de rendimiento
entre sistemas con distintas características?»

Se ha podido comprobar que existen cierta correlación entre las características del estudio
y el valor de la medida de efecto. Especialmente aquellas características que tienen relación
con los datos, y no con el modelo. Para este trabajo se consideraron 4 características de cada
estudio que se creía que podían afectar al rendimiento del sistema, y se ha confirmado en los
resultados en algunas de ellas. Más concretamente:

Cuando se dividen los estudios por definición de abandono, ambas medidas de
efecto son más altas en aquellos estudios que utilizan la definición basada en objetivos
de aprendizaje, aunque estas diferencias no son significativas.

Sí se han visto diferencias significativas en la especificidad al segmentar por conjunto
de datos. Aquellos que no utilizan datos de KDD Cup 2015 obtienen mejores resul-
tados, tendencia que se repite en la sensibilidad aunque sin la suficiente significancia.



62 Discusión

En el caso del tipo de algoritmo no se han visto diferencias entre estudios que utilizan
aprendizaje automático y los que usan Deep Learning.

Al dividir por modelado del estudiante se obtienen valores de efecto agrupado y de
significancia muy distintos dependiendo de la medida de efecto.

Este tipo de análisis tiene la limitación importante de que la cantidad de estudios que
se incluyen en cada grupo puede ser muy pequeña. Esto aumenta el riesgo de sesgo y el
error asociado a la medida obtenida en el grupo. Un ejemplo de esto se puede encontrar en
el grupo de modelado plano. Este grupo está formado únicamente por dos estudios y, tal y
como se mencionaba antes, los resultados de las dos medidas de efecto son completamente
distintos. Mientras que el análisis de sensibilidad conseguía una medida global muy precisa
logrando valores muy aceptables de heterogeneidad, en el análisis de especificidad ocurría
todo lo contrario, las dos medidas estaban muy separadas, provocando así unos índices muy
altos de heterogeneidad con tan sólo dos estudios.

5.3. Pregunta de investigación 3

Por último, en la tercera pregunta de investigación se planteó: «¿Es viable utilizar la
técnica del meta-análisis para evaluar el rendimiento global de técnicas de aprendizaje au-
tomático?»

Este trabajo resulta innovador al tratar de aplicar la técnica del meta-análisis para evaluar
el rendimiento de sistemas de aprendizaje automático fuera del área de la medicina, y en
especial en predicción de abandono en MOOC. Es importante recalcar que se ha logrado
obtener una medida de efecto global y que las técnicas que se han utilizado están asentadas
en la comunidad científica. No se ha encontrado ningún estudio que realice un meta-análisis
similar al propuesto en este trabajo. Aunque Fahd et al. [2022] indica realizar un meta-
análisis, al final únicamente elabora una distribución de las métricas de evaluación.

Se ha podido comprobar que los métodos tradicionales de meta-análisis no están lo sufi-
cientemente desarrollados para la evaluación del rendimiento de tareas que usan aprendizaje
automático. Por lo que es importante continuar investigando hasta alcanzar un marco de
trabajo bien asentado dentro de la ciencia de datos. En este punto, se han identificado 5
principales problemas o retos a los que se enfrenta:

1. El primero es la medida de efecto que se debería utilizar. En este trabajo se planteó
usar la sensibilidad y especificidad, como es común en gran parte de las publicaciones
en medicina. Se ha visto que utilizar este tipo de medidas puede ser una fuente de
heterogeneidad por diversos motivos expuestos anteriormente. En Azeem et al. [2019]
se mencionaba que lo ideal sería utilizar la AUC como medida única como medida de
efecto pero no se suele publicar.
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2. En segundo lugar se plantea el problema con las medidas de heterogeneidad tra-
dicionales, las cuales no son adecuadas para este tipo de meta-análisis. Tal y como
se ha contemplado en este capítulo, el test Q y el índice I2 no son adecuados para
meta-análisis basados en proporciones.

3. También existen dificultades para estimar el sesgo de publicación. Los gráficos de
embudo no han dado evidencias claras de la presencia de sesgo de publicación, a pesar
de que se introdujo de forma evidente al seleccionar únicamente estudios publicados
en revistas con revisión por pares. Según Barker et al. [2021], ni este tipo de gráfico ni
ningún otro método tradicional para evaluar el sesgo de publicación son válidos en un
meta-análisis de proporciones.

4. Otro aspecto importante es la falta de reproducibilidad en los artículos. Como se
ha comentado, se decidió excluir aquellos estudios que no habían sido publicados en
revistas con revisión por pares. Se tomó esta decisión para tratar de aumentar la calidad
de los estudios obtenidos y además, adecuar la carga de trabajo. Sin embargo, en la
mayoría de artículos ha sido imposible obtener los datos necesarios para llevar a cabo
el meta-análisis, y en los restantes han existido serias dificultades. Especialmente los
datos necesarios para el cálculo del error asociado a la medida como el tamaño del
conjunto de evaluación o la proporción de abandonos, datos que son fundamentales
para garantizar la reproducibilidad de los artículos.

5. El último reto consiste en reducir la gran variabilidad de características que existe
en los problemas de aprendizaje automático. Mientras que en medicina el conjunto
de estudios suele ser bastante homogéneo debido a que suelen estar todas las varia-
bles controladas. En aprendizaje automático se utilizan datos históricos pasados que
frecuentemente han sido obtenidos para otros propósitos, dando lugar a que cada es-
tudio tenga características casi únicas. Esto puede atacar directamente al requisito de
comparabilidad de los estudios, por ello, la definición de requisitos de exclusión, la
extracción de características y el análisis de subgrupos cobran especial relevancia en
este tipo de meta-análisis.
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Capítulo 6

Conclusiones y trabajos futuros

A lo largo de este trabajo se ha realizado un análisis cuantitativo de la aplicación de
técnicas de aprendizaje automático y deep learning para la predicción de abandono de es-
tudiantes en MOOC. Se ha podido concluir, pese a los niveles altos de heterogeneidad, que
estos sistemas resultan útiles para la detección de abandono, puesto que son capaces de de-
tectar más del 90 % de estudiantes que abandonan en la mayoría de los estudios realizados.
Aunque estos sistemas tienen una alta tasa de falsos negativos, dando lugar a errores al
predecir los estudiantes que completan el curso.

Este trabajo no ha tenido en cuenta factores importantes en el análisis como puede ser el
momento de la predicción del abandono. De igual manera, el tamaño de la muestra utilizada
puede considerarse reducida. Estos dos factores, unidos a la reducción de la heterogeneidad,
aumentarían considerablemente el poder estadístico de este meta-análisis. A continuación,
se proponen algunas vías para futuros trabajos:

Extender el meta-análisis teniendo en cuenta el momento de predicción como una
variable. Un posible enfoque sería contemplar usar modelos de meta-regresión.

Explorar el uso de otras métricas más representativas del campo como precisión y
exhaustividad, o medidas únicas como F1 o AUC.

También se podría tener en cuenta la correlación entre medidas mediante un análisis
bivariante. El denominado meta-análisis de diagnóstico tiene en cuenta este aspecto
entre otros.

Explorar los intervalos de predicción como medida de heterogeneidad.

Extender el análisis aplicando unos criterios de selección menos restrictivos, incorpo-
rando la denominada literatura gris.

Explorar la heterogeneidad en grupos más reducidos utilizando variables de menor
granularidad y variables múltiples en análisis de subgrupos.
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En la vía de los modelos bayesianos, se podría explorar el efecto de los priors. Un buen
punto de partida sería utilizar las distribuciones a posteriori de este trabajo.
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Apéndice A

Código de los modelos utilizados en
RStan

A continuación se incluye el código de los dos modelos utilizados en RStan.

A.1. Modelo Normal-Normal

1 data {

2 int <lower = 1> k; // Numero de estudios

3 real <lower = 0, upper = 1> x[k]; // Medida de efecto observada

4 real <lower=0> sigma[k]; // Varianzas observadas

5 }

6

7 parameters {

8 real <lower = 0, upper = 1> theta_i[k]; // Medida de efecto real

9 real <lower = 0, upper = 1> theta; // media del parametro agrupado

10 real <lower = 0> tau; // Heterogeneidad

11 }

12

13 model {

14 x ~ normal(theta_i , sigma);

15 theta_i ~ normal(theta , tau);

16

17 // Priors

18 theta ~ uniform(0, 1);

19 tau^2 ~ inv_gamma (0.1, 0.1);

20 }

21

22 generated quantities{

23 real <lower = 0> tausqr = tau^2;
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24 }

A.2. Modelo Binomial-Normal

1

2 data {

3 int <lower = 1> k; // Numero de estudios

4 int <lower = 0> x[k]; // Eventos observados al ser binomial debe

ser de tipo entero

5 int <lower=0> n[k]; // Casos

6 }

7

8 parameters {

9 real <lower=0, upper=1> theta_i[k]; // Medida de efecto real

10 real logtheta;

11 real <lower = 0> tau; // Heterogeneidad

12 }

13

14 transformed parameters {

15 real <lower=0, upper=1> theta = inv_logit(logtheta);

16 }

17

18 model {

19 x ~ binomial(n, theta_i);

20 logit(theta_i) ~ normal(logtheta , tau);

21

22 // Priors

23 theta ~ uniform(0, 1);

24 tau^2 ~ inv_gamma (0.1, 0.1);

25 }

26

27 generated quantities{

28 real <lower = 0> tausqr = tau^2;

29 }
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