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Resumen

En este TFM se presenta el desarrollo de tipo prueba de concepto de un sistema basado
en Apache Spark, a partir de un desarrollo en Hadoop, para procesado de datos astronómicos
mediante la técnica de correlación para interferometŕıa de base muy larga (VLBI). Esta técnica,
que consiste en la sincronización y combinación coherente de señales de una red de radioteles-
copios apuntando a la misma fuente de radiación, tiene aplicaciones en la toma de imagénes
astronómicas y en geodesia.

Los sistemas software de procesado para correlación en VLBI utilizados en la actualidad
están diseñados para ser ejecutados en clústeres dedicados, lo que ha dado lugar a desarrollos
alternativos, entre los que se incluye un sistema basado en Apache Hadoop. Gracias a los avances
en los últimos años en el ecosistema Hadoop, y en concreto en el framework de procesado paralelo
Apache Spark, es posible incrementar el rendimiento de los sistemas mediante su adaptación para
correr en estos nuevos frameworks.

En este TFM, además de describirse la planificación e implementación del sistema propuesto,
se presentan las pruebas y resultados del despliegue preliminar del sistema en un servicio en la
nube.

Palabras Clave

Astronomı́a, Interferometŕıa de Base muy Larga (VLBI), Computación de Alto Rendimiento,
Apache Hadoop, Apache Spark.
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Caṕıtulo 1

Introducción

En esta sección se describen los objetivos de este Trabajo de Fin de Máster, se presenta una
planificación del mismo, y se detallan las herramientas que se utilizarán para su realización.

Antes de entrar en materia se explicarán de manera resumida algunos conceptos básicos. El
lector experto en correlacionadores para interferometŕıa de base muy larga puede ir directamente
a la Sección 1.2.

1.1. Ámbito

La interferometŕıa es una disciplina que consiste en la combinación de ondas recibidas en
múltiples antenas para conseguir más resolución1. Interferometŕıa viene de interferencia, que es
la combinación constructiva o destructiva de señales. Aunque se utiliza en múltiples áreas, en
esta tesis nos centraremos en su aplicación en radioastronomı́a.

La radioastronomı́a es la parte de la astronomı́a que estudia la radiación electromagnética que
emiten los cuerpos celestes. En contraste con los telescopios ópticos, que trabajan en el espectro
visible (utilizan espejos en la superficie reflectora), los radiotelescopios trabajan en el espectro
radio, t́ıpicamente en microondas (utilizando ĺıneas conductoras en la superficie reflectora). Los
telescopios ópticos y los radiotelescopios tienen en común que a mayor superficie de captación
de radiación, mayor relación señal a ruido, y mayor resolución se puede conseguir en los objetos
observados.

Lógicamente existen ĺımites f́ısicos estructurales sobre las superficies de captación que se
pueden construir. Una idea para atajar estos problemas de viabilidad es la combinación de señales
tomadas por varios de ellos mediante interferometŕıa. En esta situación, los telescopios ópticos
deben estar conectados f́ısicamente por ĺıneas de retardo medidas con mucha precisión, lo que
dificulta esta técnica. Sin embargo, con radiotelescopios, es posible separarlos tanto como permite
el tamaño de la Tierra, colocándolos en puntos opuestos del planeta, grabando las señales que
reciben digitalmente, y procesándolas a posteriori. Esta técnica se conoce como interferometŕıa
de base muy larga, y es la responsable de que en los últimos años se hayan conseguido tomar
imágenes de un agujero negro.

El procesado para la combinación de estas señales se conoce como correlación, y la realiza
un sistema denominado correlacionador. Estos correlacionadores inicialmente eran dispositivos
hardware hechos a medida, en los últimos años se han desarrollado varios sistemas software

1A lo largo de esta tesis se consideran como sinónimos a efectos del procesado los términos antena, estación,
telescopio, radiotelescopio y receptor.
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hechos para correr en clústeres dedicados, y en la actualidad se está intentando realizar este
procesado en servicios en la nube.

Esta evolución se puede ver en muchos sistemas de alto rendimiento, y aunque cada tecnoloǵıa
tiene su nicho, la tendencia ha pasado de diseños de bajo nivel en infraestructura dedicada,
generalmente con escalado vertical, a lenguajes de más alto nivel en infraestructura virtualizada
con escalado horizontal. Es decir, se ha pasado de basar la mejora de rendimiento en aumentar la
capacidad de las máquinas a añadir más máquinas. Este paso implica una reducción en costes pero
también conlleva retos a la hora de diseñar la solución. En este sentido, sistemas de procesado
paralelo como Apache Hadoop (inicialmente una tecnoloǵıa para la realización de procesado
de datos masivos mediante el paradigma map-reduce, actualmente un ecosistema de procesado
paralelo) o Apache Spark (mucho más rápido, orientado a trabajar en memoria, y parte de este
ecosistema) han ganado protagonismo en los últimos años.

Esta tesis presenta el diseño, implementación, y prueba preliminar en un servicio en la nube
de un correlacionador basado en Spark. El sistema propuesto está basado en un sistema sobre
Hadoop diseñado e implementado hace años por el autor de esta tesis en un centro puntero en
correlación para interferometŕıa de base muy larga. El trabajo que aqúı se presenta no es una
mera migración de tecnoloǵıas, si no que va más allá, buscando mejorar el correlacionador con
contribuciones en rendimiento, sencillez de uso, arquitectura, fiabilidad, etc.

1.2. Objetivos

El objetivo del proyecto realizado para este TFM es el desarrollo de tipo prueba de concepto
de un sistema de procesado de datos astronómicos en Apache Spark, en concreto de un correla-
cionador para interferometŕıa de base muy larga (más conocido por sus siglas en inglés VLBI,
Very Long Baseline Interferometry). Para ello se plantea la reutilización de un proyecto existente,
desarrollado por este mismo autor entre 2015 y 2017 en un postdoctorado en el observatorio MIT
Haystack, basado en Hadoop 2 y en Python 2.7.

El objetivo principal es el desarrollo de un correlacionador para VLBI basado en Spark 3 y
en Python 3.8, que se puede desglosar en varios sub-objetivos:

Diseño:

� OBJ-DES-01: Comparación con soluciones existentes.

� OBJ-DES-02: Diseño del sistema.

Desarrollo:

� OBJ-DES-03: Actualización de tecnoloǵıas del proyecto reutilizado.

� OBJ-DES-04: Creación de entorno controlado de pruebas.

� OBJ-DES-05: Introducción de mejoras.

Prueba de concepto de correlación en Spark:

� OBJ-DES-06: Correlación con datos de prueba en Spark en local.

Correlación en la nube:

� OBJ-DES-07: Correlación con datos de prueba en Spark en la nube.

� OBJ-DES-08: Pruebas de escalabilidad en la nube.

Validación:



Vázquez Álvarez, A. J. - TFM 2021 13

� OBJ-DES-09: Validación de resultados.

Los objetivos educacionales son los siguientes:

OBJ-EDU-01: Familiarización y aumento de experiencia con el entorno de procesado de
Apache Spark.

OBJ-EDU-02: Familiarización y aumento de experiencia con un proveedor de servicios en
la nube para ejecución de tareas de procesado.

1.3. Estudio de Viabilidad

Este proyecto plantea varios retos:

Reutilización de un proyecto de hace cuatro años: aunque este proyecto fue realizado por
este mismo autor, su experiencia en Python en el momento era más limitada, por lo que el
proyecto podŕıa requerir una fase de refactorización para facilitar su reutilización.

Envejecimiento de dependencias: relacionado con el anterior elemento está el tema de la
tecnoloǵıa utilizada, en concreto Hadoop 2 y Python 2.7. Aunque en su momento se intentó
tener en cuenta este tema a futuro, la migración de Python 2 a Python 3 afecta a libreŕıas
que incluyen la lectura de ficheros binarios, algo que podŕıa complicar el desarrollo.

Cambio de paradigma de programación: los sistemas preparados para funcionar siguiendo
un paradigma MapReduce están fuertemente anclados en el mismo, dado que este paradig-
ma se tiene en cuenta a la hora de diseñar el sistema (e.g.: separación de la funcionalidad
entre mapper y reducer [1]).

Por otro lado, existen varios factores positivos a tener en cuenta:

El hecho de reutilizar un proyecto desarrollado por el mismo autor facilita la toma de
contacto con el código a reutilizar.

En su momento se prepararó un dataset pequeño con datos reales y con resultados de
control para poder hacer pruebas en el futuro comprobando que todo sigue funcionando
correctamente, aśı como una herramienta para generar datos de manera controlada, lo que
facilitaŕıa realizar pruebas con grandes datos si no se dispone de datos reales.

El autor cuenta con varios años de experiencia extra tanto en gestión de proyectos como en
desarrollo de sistemas en Python desde el desarrollo del anterior proyecto, lo que debeŕıa
resultar en un uso más eficiente del tiempo dedicado al mismo.

1.4. Planificación

El desarrollo de este TFM se divide en varias épicas o bloques de trabajo que se describen
a continuación, incluyendo sus tiempos estimados 2. Cabe destacar que estos bloques no se
desarrollan uno tras otro, si no que existe solape entre los mismos, tal y como se describe en la
Figura 1.1.

2Para los tiempos estimados se utilizan equivalencias como si el proyecto se estuviera realizando a tiempo
completo, es decir semanas de 5 d́ıas con jornadas de trabajo de 8 horas, dado que resulta más sencillo estimar
tiempos de esta forma; aunque en el realidad el trabajo se realizará en el tiempo libre del estudiante por estar
compaginando el desarrollo del máster con su trabajo.
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Revisión de estado del arte: 4 d́ıas.

� Correlación para VLBI: revisión de avances en este campo en los últimos años.

� Spark y alternativas: justificación de la migración de Hadoop a Spark y no a otra
tecnoloǵıa.

Diseño: 4 d́ıas.

� Arquitectura: división del sistema en bloques y consideración de elementos adicionales
a Spark.

� Generación del diagrama aćıclico describiendo el procesado.

Refactorización: 2 semanas.

� Hacer código reutilizable: “wrapping” de ciertas funciones y refactorizaciones necesa-
rias para hacer el código reutilizable.

� Migración de Python 2 a Python 3: estudio del alcance y viabilidad de esta migración.

Desarrollo del correlacionador: 4 semanas.

� Prueba de concepto de procesado: pruebas preliminares en Spark para relizar un pro-
cesado representativo de lo que se pretende implementar.

� Correlación básica: implementación básica que permita probar la funcionalidad com-
pleta.

� Refactorización: revisión de la calidad del código generado.

� Documentación de los detalles de la implementación.

Prueba de concepto en la nube: 1 semana.

� Configuración para la nube.

� Generación de datos de prueba si no existe acceso a datos reales.

� Pruebas preliminares de escalabilidad.

Escribir memoria: 1 semana.

� Documentación del estado del arte.

� Documentación del diseño.

� Documentación de la implementación.

� Documentación de los resultados obtenidos.

Cabe destacar que aunque la tarea de escribir la memoria en la planificación se expande
durante 3 meses, la dedicación es la indicada (1 semana) distribuyendo este tiempo durante ese
peŕıodo.

Se proponen además los siguientes hitos de revisión interna durante el desarrollo del proyecto:

Hito 1: Documentación del estado del arte y prueba de concepto del procesado, aproxima-
damente un mes después de iniciar el proyecto.

Hito 2: Documentacićon del diseño y correlación básica, aproximadamente un mes después
del hito anterior
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Hito 3: Documentación de la implementación y prueba preliminar en la nube, aproximada-
mente un mes después del hito anterior

Hito 4: Documentación de resultados, dos semanas después del hito anterior.

El objetivo de estos hitos es facilitar las tareas de desarrollo y de revisión diviendo el desarrollo
del proyecto en 4 fases.

Figura 1.1: Planificación del proyecto.

La suma de los tiempos estimados hace un total de 48 d́ıas, que equivalen a 384 horas de
trabajo. Teniendo en cuenta que se trata de una estimación y de que está dentro de unos márgenes
cercano al número de horas recomendado en el programa de la asignatura (300 horas o 12 créditos
ECTS), se considera que el alcance del proyecto es razonable.

El desarrollo del TFM se plantea para el segundo cuadrimestre de 2021, empezando desde
mediados de febrero planteando como objetivo su presentación en la convocatoria de junio, es
decir, un total de aproximadamente 4 meses. Considerando las 384 horas estimadas, se trata de
una carga de trabajo de aproximadamente 24 horas por semana, que se podŕıan distribuir en 8
horas sábado, 8 horas domingo, y 2 horas cada d́ıa de lunes a jueves; siempre teniendo en cuenta
que se trata de una estimación. Éste seŕıa el peor caso; para el número de horas recomendadas
(300 h) correspondeŕıa con algo menos de 19 horas por semana, que se podŕıan distribuir en 8
horas sábado, 8 horas domingo, y tres horas a repartir el resto de los d́ıas, por lo que se considera
factible.

1.5. Herramientas

Para la realización de este TFM se han utilizado un ordenador portátil Intel x64 i7-3632QM
2.2GHz x8 y las siguientes herramientas software:
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Sistema operativo: Ubuntu 20.10 [3].

Control de versiones: git [4].

Documentación de la memoria: TexMaker [5].

Lenguaje de programación: Python 3.8 [6].

Motor de computación en paralelo: Apache Spark [7].

Edición de imágenes: GIMP [8].

Generación de diagramas: Dia [9].

Se han utilizado también los siguientes servicios en la nube:

Gestión del proyecto: Jira [10].

Alojamiento del proyecto y de la memoria: GitHub [11].

Procesamiento en la nube: Amazon EMR [12].

En cuanto a presupuesto, para personal no se consideraron gastos de mano de obra; y para
los servicios en la nube, teniendo en cuenta que se cuenta con los créditos proporcionados por la
UNED para el servicio de AWS (de la asignatura de “Infraestructuras Computacionales para el
Procesamiento de Datos Masivos”), no se considera necesario realizar gastos adicionales.

En cualquier caso, a continuación se presenta una estimación de costes si hubiera que plantear
el proyecto en otras condiciones, supongamos para una empresa. Para los gastos en computación,
es estiman 60 horas de uso de un clúster EMR de 6 nodos, lo que resulta en menos de 100 e
[13]; y para el ordenador que se utilizará como entorno local se estiman aproximadamente 1000e.
Para mano de obra, se considera una tasa bruta aproximada de 20e la hora [14], lo que resultaŕıa
en un total de 20e/h·300h = 6000e. Aśı, el presupuesto aproximado seŕıa de 7100e. Si hubiera
que tener en cuenta la formación y experiencia del personal el coste de mano de obra debeŕıa
seŕıa mayor, y si hubiera que subcontratar el servicio los costes ascendeŕıan todav́ıa más.

1.6. Estructura del Documento

Este docuemento está dividido en los siguientes caṕıtulos:

Introducción: este caṕıtulo, en el que se describen los objetivos y alcance de este TFM.

Revisión de Estado del Arte: en este caṕıtulo se hace una revisión de los avances en el
campo de la correlación para interferometŕıa de base muy larga (VLBI) en los últimos
años.

Diseño: en este caṕıtulo se presenta el diseño de la solución desarrollada.

Implementación: aqúı se proporcionan los detalles de la implementación y se detalla el
trabajo realizado.

Prueba de Concepto en la Nube: en este caṕıtulo se describen las pruebas de escalabidad
realizadas en un servicio de computación en la nube.

Evaluación: en este caṕıtulo se analizan los resultados obtenidos.

Conclusiones: finalmente se presentan las conclusiones de este proyecto, aśı como las ĺıneas
de trabajo futuro.



Caṕıtulo 2

Revisión de Estado del Arte

En este caṕıtulo se presenta una revisión de literatura relativa a la correlación de señales en
interferometŕıa de base muy larga, para evaluar la relevancia y contribuciones de este TFM.

2.1. Correlación para VLBI

La interferometŕıa de base muy larga es una disciplina de la radioastronomı́a que consiste en
la combinación, mediante técnicas complejas de procesado de señal, de las señales recibidas por
dos radiotelescopios geográficamente separados apuntando hacia el mismo objetivo.

2.1.1. Conceptos Básicos

La idea principal detrás de esta técnica es la combinación de señales recibidas por radioteles-
copios lejanos geográficamente apuntando a la misma fuente. Aunque los niveles de estas señales
están muy por debajo del nivel de ruido, estas contribuciones de ruido en los distintos radiote-
lescopios no están correlacionadas (debido a que son recibidos en localizaciones separadas); por
lo que las señales, que śı están correlacionadas pues provienen de la misma fuente, pueden ser
combinadas. Aśı la correlación y acumulación durante diferentes ventanas de tiempo consigue
levantar la señal por encima del nivel de ruido.

El procesado es complejo dado que requiere tener en cuenta el efecto de rotación de la Tierra
durante la recepción de las señales, aśı como otros efectos relativistas [15]. Para la caracterización
de los retardos que se debe aplicar a las señales para alinearlas se utilizan modelos polinómicos
de retardo generados con el software Calc [16] de la NASA. Para complicar más el procesado, las
señales sufren efectos no lineales en su transmisión desde la antena hasta los receptores, que son
corregidos mediante sistemas de calibración de fase [17].

La correlación para VLBI es por tanto un área de dif́ıcil acceso ya que es necesario reunir
conocimientos que permitan desenvolverse con soltura en radioastronomı́a, procesado de señal,
y más recientemente en computación de alto rendimiento.

2.1.2. Aplicaciones

Esta técnica tiene aplicaciones principalmente en la obtención de imágenes y también en
geodesia. En las siguientes ĺıneas se intenta explicar a grandes rasgos en qué consiste cada una
de estas áreas, y cuál es el papel de la correlación en cada una de ellas.

17
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La toma de imágenes en astronomı́a ocurre en varias bandas del espectro electromagnético
además de en el espectro visible, incluyendo rayos-X, el infrarrojo, o las microondas. La inter-
ferometŕıa trabaja en el espectro de las microondas. La generación de la imagen se basa en el
concepto del muestreo de la transformada de Fourier en dos dimensiones. Cada par de antenas
capta un patrón de interferencias que se corresponde con un punto en la transformada en 2D
de la imagen. Aśı, cuantas más antenas estén disponibles para ser combinadas, más patrones
estarán disponibles para ser combinados. En la referencia [18] se dan unas nociones básicas sobre
la composición de una imagen como la suma de las contribuciones de cada frecuencia espacial.
Uno de los ejemplos más recientes en este campo es el de las imágenes del agujero negro M87
obtenidas hace unos pocos años [19], en 2017 a través del Event Horizon Telescope (EHT) [20].
El EHT es una red de radiotelescopios distribuidos en múltiples localizaciones del mundo elegi-
das cuidadosamente [21], generalmente zonas secas de gran altitud donde la atmósfera es menos
densa.

La geodesia estudia la forma geométrica, rotación, orientación, y campo gravitatorio de la
Tierra. El objetivo en este caso es el cálculo de manera muy precisa del retardo de las señales
recibidas en los dos radiotelescopios apuntando hacia una fuente extragaláctica, mediante la
correlación de estas señales. Esta técnica permite medir distancias con precisiones de medio
miĺımetro [22]. En este área, la interferometŕıa de base muy larga está detrás de hallazgos tan
importantes como la confirmación de la tectónica de placas, con mediciones que se remontan
a hace 50 años; la primera observación tuvo lugar en 1968 combinando los radiotelescopios de
MIT Haystack (Estados Unidos) y de Onsala (Suecia) [23]. En la actualidad sigue siendo una
técnica puntera utilizada en proyectos como el VLBI Global Observing System (VGOS) [24], con
radiotelescopios que están siendo desplegados en la actualidad (2020).

2.1.3. Evolución

Los primeros correlacionadores estaban basados en hardware, y funcionaban como sistemas
de streaming. Las señales de los radiotelescopios eran grabadas en sistemas de almacenamiento
de alta capacidad y posteriormente enviadas al centro donde se hallaba el correlacionador, donde
eran procesadas leyendo los datos de los distintos radiotelescopios simultáneamente, de manera
secuencial. La salida de un correlacionador se conoce como “visibilidades”, y son las componentes
de la transformada de Fourier del resultado de la correlación para cada par de radiotelescopios,
para cada ventana de acumulación y para cada canal (o banda de frecuencias). Tradicionalmente
existen dos aproximaciones para la implementación, FX y XF, que hacen referencia al orden en
que se realiza el procesado de la correlación (F hace referencia a la transformada de Fourier, y
X al producto de cada par de señales).

Hasta finales de los 2000, las implementaciones estaban basadas principalmente en ASICs
(Application Specific Integrated Circuits) y FPGAs (Field Programmable Gate Arrays) [25], y
es entonces cuando tomaron protagonismo los correlacionadores por software. En 2007 se presenta
DiFX (Distributed FX correlator) [25], una implementación que a d́ıa de hoy, tras varios cambios
de version, es el estándar de facto en correlación para VLBI [26]. Inicialmente concebido para
correr en clústeres Beowulf [27], actualmente se ejecuta en clústeres dedicados en los centros de
investigación punteros en VLBI, como el observatorio MIT Haystack (Estados Unidos) [26] o el
Instituto Max Planck de Radio Astronomı́a (Alemania) [28], entre otros. En la referencia [29]
se incluye una lista con especificaciones de los clústeres de los usuarios de este sistema. Existen
otros correlacionadores software con menor repercusión como SFXC (Super FX Correlator) [30],
de 2015; y existen otras v́ıas de desarrollo basadas en GPUs, pero con menor importancia que las
anteriores, como xGPU [32], de 2011. Una de las caracteŕısticas más interesantes de xGPU es que
es código libre (licencia GPL). Existen otras alternativas para clústeres con GPUs como RASFX
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[31]. Cabe destacar que RASFX, al igual que SFXC, puede generar resultados compatibles con
la cadena estándar de procesado, sin embargo no se han encontrado datos sobre su licencia.

En cuanto a detalles de implementación, cabe destacar que aunque el procesado de estos datos
tradicionalmente se trata “por lotes” (es decir, una correlación se considera terminada cuando se
han generado todos los resultados), correlacionadores como DiFX o SFXC están implementados
como sistemas de streaming (inspirados en los correlacionadores hardware iniciales), y generan
los resultados incrementalmente. La arquitectura t́ıpica consiste en varios nodos leyendo datos
enviando duplicados de los mismos a nodos que hacen las correlaciones, todo ello orquestado por
un nodo de control que finalmente recoje los resultados.

Cabe destacar (principalmente por ser el correlacionador tomado como referencia en este
TFM) que en 2017 MIT Haystack libera el proyecto desarrollado por el autor de este TFM,
CorrelX [35]. Este proyecto naćıa con tres objetivos: “escalabilidad, flexibilidad, y simplicidad”
[1]. La implementación está basada en Hadoop streaming con Python, y se realizaron pruebas en
un clúster compartido sobre datos reales que demostraron que el procesado era escalable. Aunque
el proyecto se documentó en detalle, y abŕıa la puerta a la entrada de desarrolladores en Python
y a la ejecución en clústeres en la nube, el proyecto no ha tenido modificaciones desde la fecha
de liberación. Se espera que este TFM sirva de empujón en el desarrollo de este correlacionador
a través de una versión mejorada del mismo.

Para la implementación de CorrelX se tomó como aproximación inicial un procesado por lotes,
por lo que Hadoop pareció un buen candidato, pero a la finalización del desarrollo de la prueba
de concepto se consideró que frameworks como Spark podŕıan aportar mejoras en el sistema [1].
En cuanto a licencia, este software fue liberado con licencia MIT, lo que facilita su reutilización
tanto para proyectos comerciales como de investigación.

Posteriormente en la Sección 2.3 se presenta una tabla resumiendo las caracteŕısticas prin-
cipales de cada uno de estos sistemas, donde se añade además el sistema propuesto a modo de
comparativa.

2.2. Motores de Procesado Paralelo

La elección del motor de procesado es muy importante a la hora de diseñar un sistema de
este tipo. Mientras que aproximaciones tradicionales orientadas al clúster dedicado se basaban
en exprimir al máximo los recursos disponibles, los frameworks de paralelización en los últimos
años han apostado por bajar un poco la optimización de recursos a cambio de conseguir mayor
escalabilidad y trabajar con lenguajes de programación de más alto nivel.

2.2.1. Aproximación tradicional: C++ y MPI

Hace unos años la elección por defecto para desarrollar sistemas de alto rendimiento era C++
y libreŕıas de paso de mensajes (MPI) [33] para la comunicación entre los nodos y OpenMP
en sistemas de memoria compartida [34]. Ésta (C++ y MPI) es de hecho la elección para los
correlacionadores considerados actualmente estándar de facto en VLBI. Si bien estos desarrollos
exprimen al máximo las máquinas (y son la elección preferida para dispositivos “embebidos”),
estos desarrollos presentan problemas a la hora de escalar, tanto en distribución de carga como
en complejidad.

Aśı, en el caso concreto de los correlacionadores, el diseño de un clúster para correlación
requiere especial cuidado en el dimensionado de la capacidad de las conexiones entre los nodos.
Este tipo de diseños complica aśı en principio la ejecución en clústeres compartidos, y dificultan
potenciales contribuciones por la curva de aprendizaje requerida para poder contribúır a la base
de código.
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No obstante, existen corrientes de investigación trabajando en la dirección de ejecutar estas
correlaciones en la nube como la presentada en la referencia [36], donde se evalúan costes de
esta aproximación en Google Cloud Platform (GCP) con máquinas de tipo “n1-highmem-16” a
“n1-megamem-96”, con costes por nodo entre los $0.94 y los $10.67 por hora respectivamente,
resultando en costes de miles de euros por la ejecución de cada experimento. Estos estudios se
centran en escalabilidad, pero siguen sin facilitar la apertura a la aplicación de técnicas de ciencia
de datos como el aprendizaje automático a este procesado.

2.2.2. Tecnoloǵıas para Ciencia de Datos: de Hadoop a Spark

Apache Hadoop [38] es un framework (en la actualidad se ha convertido en un ecosistema) de
procesamiento distribuido que trabaja sobre el paradigma MapReduce. Un programa diseñado
con este paradigma se divide en dos partes, la primera “map”, en la que los datos de entrada se
dividen en bloques y cada uno de ellos es procesado por un proceso de este tipo; y posteriormente,
tras una reordenación de los resultados por clave, estos se distribuyen en otros procesos “reduce”
que (valga la redundancia) reducen los datos.

Apache Spark [7] es un framework de computación en paralelo que trabaja sobre el ecosistema
de Hadoop (no lo reemplaza sino que lo mejora [39]), y está optimizado para trabajar en memoria.
Apache Spark es inherentemente más rápido que Hadoop (100 veces más rápido en memoria
[7, 40, 41]), incorpora funcionalidades adicionales de Streaming además de trabajar por lotes,
y presenta importantes optimizaciones en cuanto al procesado. Internamente trabaja con un
“dataset distribúıdo resiliente” (RDD), con lo que es tolerante a fallos, y únicamente ejecuta los
cálculos que necesita, distribuyéndolos de la mejor manera posible entre los nodos del clúster.

Además de estas ventajas, Spark presenta APIs para múltiples lenguajes de programación
de alto nivel, aśı como libreŕıas espećıficas de aprendizaje automático; y es posible ejecutar
tareas sobre servicios gestionados fácilmente. Esto último facilita la separación en capas de estos
sistemas, facilitando la especialización de los desarrolladores a las distintas áreas de interés:
infraestructura, rendimiento, ciencia e investigación.

2.2.3. Tendencias

A continuación se muestra la evolución del interés en las tecnoloǵıas citadas a lo largo del
tiempo. En la Figura 2.1 se muestran datos de Google Trends sobre búsquedas en varios motores
de paralelización [42], y sobre varios lenguajes de programación utilizados en computación de
alto rendimiento [43]. Sobre estos datos es posible comprobar que en la década de los 2000 teńıan
gran protagonismo desarrollos basados en C++ y libreŕıas de memoria compartida o distribuida,
mientras que en la actualidad destacan desarrollos en Python sobre frameworks de paralelización
en la nube.

2.3. Contribuciones de este Proyecto

A continuación se describen las contribuciones de este proyecto en comparación con las solu-
ciones existentes de software para correlación en VLBI:

Arquitectura por capas: en ĺınea con su predecesor (CorrelX), la arquitectura por capas del
desarrollo propuesto facilita la entrada al código a desarrolladores interesados únicamente
en ciertas áreas de la correlación para VLBI. El hecho de que este proyecto se considere
viable confirma las ventajas de esta arquitectura (debido a que las capas que se pretende
atacar en este proyecto son las de infraestructura y rendimiento).
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Figura 2.1: Tendencias en motores de paralelización y lenguajes de programación en los últimos
años. Fuente de datos: Google Trends (www.google.com/trends).

Rendimiento: debido al incremento de rendimiento inherente a Spark en comparación con
Hadoop, se espera conseguir una mejora de rendimiento en comparación con el correlacio-
nador CorrelX.

Curva de aprendizaje: el cambio de Hadoop a Spark baja un poco la curva de entrada para
poder contribuir al proyecto CorrelX por parte de desarrolladores recién llegados. Este
proyecto desacopla un poco la implementación del paradigma MapReduce.

Licencia: también en ĺınea con su predecesor (CorrelX), el desarrollo propuesto será liberado
con licencia MIT, lo que proporciona facilidades burocráticas de cara a reutilizaciones
futuras en comparación con otros correlacionadores con licencias más restrictivas.

Se presentan a continuación en la Tabla 2.1 a modo de resumen las caracteŕısticas de los
correlacionadores de mayor uso descritos en párrafos anteriores, donde M. P. hace referencia al
motor de paralelización.

Para facilitar la comprensión de las contribuciones presentadas en este TFM, en la Figura 2.2
se representan en un gráfico de radar las caracteŕısticas de dos correlacionadores que tomaremos
como referencia, DiFX (por ser el estándar en correlación para VLBI), y CorrelX (por ser el
sistema legado del cual se hereda código), junto con las del sistema propuesto. Las caracteŕısticas
consideradas son las siguientes:

Arquitectura: se proponen tres clases, compleja, sencilla, y más sencilla. Se considera que
la arquitectura de DiFX es compleja dado que hay varios roles posibles para los nodos que
deben ser configurados manualmente [25], en CorrelX esto se simplifica dado que todos
los nodos son polivalentes, y en el sistema propuesto se simplifica (esta simplificación se
presenta en la Sección 3.1). Este parámetro es importante, no sólo para el acceso de nuevos
desarrolladores al proyecto, sino también para el mantenimiento y mejora del mismo.

Desarrollo: en este caso se diferencia entre inactivo y activo, considerando un proyecto
inactivo si la fecha indicada en el repositorio donde se hospeda es anterior a un año de
la fecha de escritura de esta tesis (momento en que se consultaron estos repositorios), y
activo en caso de que esa fecha sea reciente, o en su defecto existan art́ıculos publicados
con referencias a desarrollos o resultados recientes. Este parámetro es importante de cara
a la necesidad de actualización del código una vez accedido al proyecto, y parte de las

www.google.com/trends
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Tabla 2.1: Caracteŕısticas más importantes de los correlacionadores.
Inicio M. P. Lenguaje Licencia Ventajas Desventajas

DiFX 2007 MPI C++ ? Rendimiento Arquitectura compleja
Estándar de facto Orientado a clúster dedicado
Desarrollo activo Comunidad limitada

xGPU 2011 GPU CUDA MIT - Requiere hardware espećıfico
Sin desarrollo desde 2018

RASFX 2014 GPU ? ? Desarrollo activo Requiere hardware espećıfico
Salida compatible con estándar

SFXC 2015 MPI C++ GPL Salida compatible con estándarSin desarrollo desde 2017
CorrelX 2017 HadoopPython MIT Arquitectura sencilla Prueba de concepto

Orientado a datos masivos Sin desarrollo desde 2017
E/S compatible con estándar

Sistema 2021 Spark Python MIT Arquitectura sencilla Prueba de concepto
propuesto Orientado a datos masivos

E/S compatible con estándar
Rendimiento

Figura 2.2: Comparación cualitativa de DiFX (rojo), CorrelX (verde), y el sistema propuesto
(azul) con respecto a varias caracteŕısticas.
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contribuciones relativas a la mejora y actualización del código heredado de CorrelX se
describen en el Caṕıtulo 4.

Rendimiento: posiblemente el indicador más importante de todos de cara al usuario final.
En este caso se consideran tres clases: medio, alto, y muy alto. La separación inicial parte
de prototipo por el rendimiento de CorrelX, cuyo estado es el de prueba de concepto, muy
alto por el de DiFX que es la referencia en el sector, y se añade alto pues uno de los
objetivos del sistema propuesto es recortar distancias con DiFX en este parámetro. Estos
resultados se muestran en el Caṕıtulo 5.

Uso en Ciencia: se consideran las clases “custom” para desarrollos independientes, com-
patible con el estándar para aquellos que pueden reemplazar por completo a DiFX en la
cadena de procesado, como es el caso de CorrelX, y estándar para DiFX por ser el estándar
de facto en Ciencia para procesado de datos. Dado que el sistema propuesto hereda las
herramientas y formatos de CorrelX, se sigue manteniendo compatibilidad con el estándar.
Este parámetro también es muy importante para el usuario final, ya que es importante
poder poder utilizar las herramientas de postprocesado existentes, pues son las que pro-
porcionan al usuario final el resultado que busca.

Licencia: en este caso se considera que código libre es mejor que código privativo pues
favorece su reutilización (especialmente en entornos abiertos de investigación), y también
que licencias como MIT mejoran la GPL al facilitar el uso comercial del software licen-
ciado. De nuevo, ésta clasificación también podŕıa considerarse subjetiva. Para mantener
un criterio objetivo, se considerará que menos restricciones sobre la licencia es mejor que
más restricciones. Mientras que CorrelX tiene licencia MIT y el código está disponible en
github, el código de DiFX no es accesible de manera inmediata.

Escalabilidad : hace referencia al entorno para el cual nació el correlacionador, aśı se con-
sidera que orientado a la nube es mejor que a un clúster dedicado, que a su vez es mejor
que orientado a hardware espećıfico como GPUs. Se considera que el ecosistema Hadoop
está orientado a la nube (CorrelX, y por tanto el sistema propuesto también al trabajar
sobre Spark, que forma parte de este ecosistema), mientras que teconoloǵıas como MPI es-
taŕıan orientadas a clústeres dedicados (DiFX) [25]. Esto a pesar de que hay publicaciones
recientes [36] relativas a la migración de DiFX a la nube, pero las pruebas presentadas en
esta referencia consideran un único nodo, con pruebas de escalabilidad vertical (número
de núcleos). Aśı, posiblemente seŕıa más correcto hablar aqúı de escalabilidad horizontal,
que consideraŕıa el incremento del número de máquinas). En la referencia [45] se presentan
resultados de escalabilidad para el sitema legado, escalando horizontalmente para más de
100 nodos.

Cabe destacar de nuevo que muchas de estas clasificaciones podŕıan considerarse subjetivas.
El objetivo que se persigue en este apartado no es conseguir una taxonomı́a exacta de estos
correlacionadores, sino facilitar al lector la comprensión de las diferencias entre estos sistemas,
y describir las contribuciones presentadas en este TFM.

De esta representación podemos extraer varias conclusiones:

DiFX nació orientado a rendmiento, mientras que CorrelX cuidó aspectos orientados a
desarrollo que facilitaran el crecimiento del proyecto.

El sistema propuesto no es una mera migración de motor de paralelización (de Hadoop a
Spark), si no que busca simplificar la arquitectura, activar el desarrollo, y recortar distancias
con DiFX en cuanto a rendimiento.
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2.4. Resumen

En este caṕıtulo se han introducido varios conceptos básicos relativos a la correlación para
interferometŕıa de base muy larga, se han comparado las soluciones existentes en correlación, y
se han presentado varias alternativas para motores de procesado en paralelo. Estos conceptos
básicos serán de utilidad para comprender el diseño presentado en el siguiente caṕıtulo.



Caṕıtulo 3

Diseño

En este caṕıtulo se presenta el diseño del sistema propuesto.

3.1. Arquitectura del Sistema

Para la arquitectura del sistema se consideraron principalmente dos opciones:

Procesado por lotes. Con esta aproximación la idea es mantener el procesado heredado
por lotes, sujeto a las adaptaciones necesarias para poder correr estas tareas en Spark,
tenidendo en cuenta aspectos como el correcto particionado de los datos para facilitar el
balanceo de carga. En cuanto a la implementación, se consideraŕıa el encapsulado de las
partes del procesado en unas clases ejecutoras o “workers”.

Streaming. Se estudió en detalle la posibilidad de montar una arquitectura basada en strea-
ming con una cola de mensajes entre los nodos lectores de los datos y los que realizan la
correlación de bajo nivel. En cuanto a implementación, implicaŕıa el uso de Spark Strea-
ming [46] recibiendo streams de procesos leyendo los ficheros binarios de entrada a través
de Apache Kafka [47]. Esta arquitectura también parece una opción natural si recordamos
el origen de los correlacionadores software a partir de sistemas hardware de procesado de
streams (Sección 2.1.3).

Dado que el procesado heredado es por lotes, esta parece la opción más clara para iniciar el
desarrollo. En cualquier caso, en las siguientes ĺıneas se estudian los pros y contras de cada una
de las opciones, y finalmente se justifica la opción elegida. Esta discusión pretende facilitar ĺıneas
futuras de implementación.

1. La opción de streaming podŕıa ser interesante de cara al procesado en tiempo real (es una
ĺınea activa de investigación [48]), o incluso la incorporación del postprocesado de manera
iterativa según se van generando resultados. Este procesado iterativo parece que surge
de manera natural con la opción de streaming debido a la relación más directa entre los
tiempos con los que están etiquetados los datos y los tiempos de procesado de los mismos.

Sin embargo, este postprocesado iterativo es posible conseguirlo también con el procesado
por lotes, dado que la última etapa puede realizarse de manera paralela (los datos de salida
de la etapa de reducción no necesitan ser combinados en su conjunto para ser procesados),
con lo que bastaŕıa con planificar de una manera concreta el particionado para aśı conseguir
el orden de ejecución de tareas deseado. El procesado conjunto se realizaŕıa de manera
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incremental, cubriendo una ventana de tiempo que se iŕıa ampliando conforme se reciben
los resultados correspondientes a subsiguientes ventanas de acumulación.

2. Por otra parte, en streaming generalmente se busca un compromiso entre latencia y preci-
sión [49]. Aśı, dado que en estos procesados tradicionalmente se intenta garantizar que se
procesan todos los datos, el procesado en streaming podŕıa no resultar válido, sin embargo
su uso podŕıa ser interesante para una evaluación en tiempo real de la toma de datos, a
modo de monitorización. Esto permitiŕıa detectar problemas en tiempo real en la toma de
datos, y no posteriormente durante el procesado.

En cuanto a la reducción de precisión, aunque el procesado aproximado para VLBI es una
ĺınea de investigación que seŕıa interesante abrir (es llamativo el hecho de que es posible
reconstruir información de la señal de origen muestreándola muy por debajo del nivel de
ruido con muestras de tan sólo uno o dos bits), para una primera aproximación se considera
necesario buscar una implementación de referencia que una vez rodada pueda ser adaptada
a este tipo de escenarios.

3. Siguiendo con la arquitectura en streaming, a priori se consideraŕıa únicamente la arqui-
tectura Kappa (únicamente rama en tiempo real) por simplicidad frente a la Lambda [49];
de considerar la segunda el camino seŕıa comenzar con la arquitectura por lotes y poste-
riormente investigar sobre procesado aproximado para disponer de resultados antes. En
cualquier caso, la correlación es un procesado que tradicionalmente se realiza offline, por
lo que desde este punto de vista tiene más sentido comenzar con un procesado por lotes.

4. Otro de los problemas de la arquitectura en streaming es la complejidad, ya que requiere
infraestructura adicional para el paso de mensajes, y una gestión manual de los procesos
productores, algo que no encaja con uno de los puntos clave de la filosof́ıa del correlacionador
inicial: simplicidad [1].

La arquitectura elegida es por tanto la opción de procesado por lotes. Es interesante el hecho
de que utilizar Spark como motor de procesado abre la puerta a incorporar en el futuro soluciones
basadas en streaming. Esta mejora se deja como ĺınea futura, sobre la que se dejan planteadas
las recomendaciones indicadas en la Sección 2.1.3.

3.2. Organización del Código

Parte importante de las contribuciones de este proyecto es la reducción de la curva de apren-
dizaje para potenciales desarrolladores al proyecto, con lo que se ha dedicado esfuerzo a la
refactorización del proyecto para mejorar su arquitectura.

3.2.1. Estructura General

Las arquitecturas de CorrelX y del sistema propuesto se describen brevemente en la Figura
3.1. Se observa una separación marcada en capas, lo que a priori facilita la separación de res-
ponsabilidades. A pesar de esta separación, para la organización inicial del código en CorrelX se
hab́ıa optado por incluir todos los ficheros en la misma carpeta src, principalmente para facilitar
su ejecución en Hadoop Streaming, donde es necesario enviar todos los archivos requeridos para
ejecutar la aplicación como parte de la tarea MapReduce enviada al clúster Hadoop. Además se
inclúıan importaciones generales, que es una mala práctica, y de hecho dificulta el mantenimiento
(esto se ha solucionado en el sistema propuesto en esta tesis). La nueva organización del código,
más cercana a la arquitectura por capas se muestra en la Figura 3.2.
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(a) (b)

Figura 3.1: Arquitectura por capas: (a) CorrelX y (b) sistema propuesto.
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Figura 3.2: Organización del código en el sistema propuesto.
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Se ha intentado mantener compatibilidad hacia atrás con la estructura antigua (aunque en
capas diferenciadas, con una distribución plana de ficheros), para mantener la posibilidad de
realizar pruebas contra la infraestructura de paralelización de referencia (Hadoop). Esto se ha
realizado básicamente reemplazando la carpeta con las fuentes por enlaces simbólicos a los ficheros
de la nueva arquitectura, y manteniendo dos casos de importación al inicio de todas las fuentes,
dependendiendo de si corren con la arquitectura antigua o la nueva. Esta decisión de diseño se
ha pensado bastante, ya que mantener compatibilidad hacia atrás es útil en esta etapa de prueba
de concepto pues facilita la ejecución de tareas utilizando la infraestructura de Hadoop, pero
introduce complejidad al ser necesario mantener esta lógica extra. Aśı, a largo plazo posiblemente
habŕıa que primar la simplicidad del proyecto y quedarse únicamente con la nueva arquitectura
y con el nuevo motor de paralelización.

3.2.2. Componentes

En cuanto a la organización de clases, se plantea un script general para el procesado de los
argumentos, que crea una instancia con la clase del correlacionador. Esta clase heredará de otra
(que contine los wrappers para gestionar la correlación), y contiene los métodos necesarios para
gestionar el procesado en Spark. Aśı, el código pasa de una organización plana a estar distribúıdo
en los siguientes módulos:

App: incluye la infraestructura de paralelización, es decir, toda la funcionalidad relativa
a mapeador y reductor, convenciones y definiciones de interfaz entre los mismos. Este es
un módulo clave en este sistema y también uno de los más complejos. Los conocimientos
necesarios para poder contribuir en este módulo tienen que ver con el procesado de señal
de alto nivel, alineación de streams, y computación de alto nivel.

Computation: incluye los cálculos de bajo nivel para la realización de la correlación, cálculo
de retardos, calibración de fase, cuantización, etc. Este es otro módulo clave del sistema
ya que interviene en la precisión del proceasdo. Para poder contribuir en este módulo son
necesarios conocimientos espećıficos de procesado de señal para radioastronomı́a.

Config : agrupa diversas libreŕıas de configuración. La aproximación tomada en su definición
(está definido de manera flexible para que el usuario pueda agregar parámetros concretos
de Spark fácilmente) facilita la entrada para la contribución en este módulo.

Conversion: incluye varias herramientas de conversión de formatos de ficheros para su
integración en la tubeŕıa de procesado de DiFX. Para poder contribuir en este módulo es
necesario un conocimiento de bajo nivel de la cadena de procesado de DiFX.

IOcx : libreŕıas de entrada/salida, importantes para el procesado de los ficheros binarios
de entrada. Para la contribución en este módulo son necesarios conocimientos de bajo
nivel de lectura de binarios, y familiaridad con los estándares de codificación de señales
en radioastronomı́a. Este módulo es importante pues forma parte del primer eslabón de la
cadena de procesado, siendo un factor cŕıtico para el rendimiento.

Parallel : libeŕıas de gestión del motor de paralelización. Para la contribución en este módulo
es necerio conocimiento en detalle del motor de paralelización. En el sistema legado era
Hadoop, por lo que el módulo correspondiente inclúıa varias utilidades para la gestión
de ficheros y la preparación de la tarea para ser enviada al clúster. En el caso del sistema
propuesto, sigue siendo necesario un conocimiento detallado del motor de paralelización (en
este caso Spark), pero Spark pone las cosas más fáciles que Hadoop a la hora de interactuar
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con él, de manera que la parte del módulo correspondiente al mismo se simplifica con
respecto a la de Hadoop.

Test : infraestructura de pruebas. La generación y mantenimiento de una infraestructura
de pruebas es clave en el desarrollo de sistemas software, especialmente aquellos complejos.
Aunque en esta tesis se plantean unos tests básicos, queda planteado como ĺınea futura el
desarrollo de tests unitarios concretos para cada módulo.

Tools: herramientas generales, actualmente dedicadas al mantenimiento de la compatibili-
dad hacia atrás.

El diseño de alto nivel de cómo estos módulos interactúan se describe brevemente a conti-
nuación:

El módulo app incluirá una clase worker sobre el que se definen unos métodos para el
procesado de los ficheros de configuración y la realización de las etapas principales del
procesado. Esta clase facilita aśı el acceso a las acciones de procesado. El esfuerzo principal
en este módulo es por tanto el de refactorización.

El módulo parallelization incluirá otra clase worker, que heredará de la clase anterior para
acceder a estos métodos de procesado, y sobre ella se añadirán unos métodos para la
realización de las distintas etapas del procesado en Spark. El esfuerzo en este caso es de
desarrollo con una componente importante de depuración.

Este diseño se resume en la Figura 3.3. Cabe destacar que únicamente se incluyen los módulos
más importantes para simplificar el diagrama (principalmente los de aplicación y paralelización),
debido a que algunos de estos módulos se utilizan fuera del procesado estrictamente relacionado
con la correlación, como pueden ser libreŕıas de conversión de formato, generación de represen-
taciones visuales, etc.

Worker paralelización

Worker correlación

-Métodos para proceado de
archivos de configuración del
experimento

-Métodos "wrappers" de los
procesados de mapeado y
reducción

-Métodos para proceado de
archivos de configuración del
motor de paralelización

-Métodos para procesado
general

PySpark

computation

mapper

reducer

iocx

app

parallelization

config

Figura 3.3: Diseño de alto nivel de las clases principales del sistema propuesto.
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3.2.3. Discusión

La decisión de herencia en lugar de composición va unida a la filosof́ıa seguida de considerar
el correlacionador que corre en Spark como un caso concreto de la manera en que se ejecuta
el procesado, y no como algo externo al mismo. Aśı el worker de correlación (que encapsula la
funcionalidad del correlacionador), simplemente define unos atributos relativos a particionado
y unos métodos de inicialización, además de los métodos de mapear y de reducir. Podŕıa ser
interesante definir otro método en la clase del correlacionador con la misma firma que el definido
en la clase de paralelización para lanzar el procesado en “tubeŕıa”, reemplazando aśı la imple-
mentación legada, pero por simplicidad se deja como ĺınea futura. Este paso seŕıa necesario para
eliminar la dependencia del la cadena de procesado en “tubeŕıa” legada. Por otra parte, se ha
utilizado la composición para definir clases que encapsulan la configuración del correlacionador
y la del experimento respectivamente, y que son utilizadas por la clase del correlacionador.

En cuanto a la visión de conjunto, el desarrollo legado está basado principalmente en fun-
ciones. Esta decisión se tomó inicialmente por sencillez, pero a largo plazo seŕıa beneficioso un
replanteo de la arquitectura de la aplicación (módulo app) basado en clases. Por restricciones de
tiempo y dado que no entra dentro del alcance del proyecto, esta refactorización se deja también
como ĺınea futura.

3.3. Etapas de Procesado

En este apartado se explica en detalle el procesado que realiza la aplicación orientada a la
computación en paralelo, para entender qué tareas hay que realizar, en qué orden, cuáles de ellas
son paralelizables, etc. Aśı, se darán unas nociones sobre el procesado de bajo nivel, pero sin
perder el foco en la computación en paralelo en Spark.

El procesado se compone de las siguientes etapas:

Lectura de ficheros de entrada. Este paso puede ser realizado en paralelo mediante el méto-
do binaryFiles() del contexto de Spark. Normalmente se dispone de tantos ficheros de
entrada como estaciones participan en el experimento. Seŕıa posible aumentar el grado de
paralelización de esta etapa dividiendo los archivos de entrada en bloques, ya que el formato
de estos ficheros (principalmente VDIF [44]) contiene metadatos que permiten su división.

Procesado de los datos de entrada. Este paso también será realizado en paralelo por Spark,
cada ejecutor tomará como entrada los datos léıdos de un fichero y generará registros
de salida. Aśı, habrá tantas tareas de este tipo como ficheros de entrada (o bloques de
entrada, si estos ficheros de entrada están particionados). Estas tareas se corresponden con
msvf, el “mapper” de CorrelX con las modificaciones necesarias para ser integrado en esta
nueva cadena de procesado. Cada registro de salida contiene una clave que identifica a la
partición donde se realizará el procesado de reducción, metadatos con información relativa
a la posición de las muestras dentro del stream, y por supuesto, las muestras.

Repartición y ordenación de los registros generados. En este punto, se tienen los datos
repartidos en tantas particiones como ficheros de entrada (tantas como procesos se lanzaron
en la etapa anterior). Esta tarea es de transición, y consiste en la repartición de los datos en
función de su clave, de manera que los datos que corresponden al mismo canal y a la misma
ventana de acumulación van a la misma partición. Además, los datos deben ser ordenados
dentro de la misma partición para que en el paso de reducción se reciban las muestras de
manera ordenada.



Vázquez Álvarez, A. J. - TFM 2021 31

Reducción de los datos de cada partición. En este punto ya se dispone de tantas particiones
como claves de particionado (básicamente habrá una partición por canal y ventana de
acumulación), con lo que pueden iniciarse las tareas de reducción. Estas tareas corresponden
con el módulo rsvf, el “reducer” de CorrelX, con las modificaciones necesarias para su
integración. Este paso es el que tiene el mayor peso del procesado, y es donde debeŕıa
dedicarse esfuerzo en optimización.

Escritura de los resultados en disco. Tras la terminación de cada una de las tareas, sus
datos son escritos en disco. Aunque seŕıa posible combinar todos los datos en el driver de
Spark, dado que en este punto no es necesario realizar más procesado, se considera que
ésta es la mejor opción por escalabilidad (de hecho se llegó a esta opción, junto con la
codificación de los resultados de salida, como se explicará posteriormente). Esta escritura
distribuida ha tenido que indicarse expĺıcitamente en la implementación.

Unión de los resultados. Al final del procesado se incorpora una tarea de unión de los datos
en disco en un único fichero por compatibilidad hacia atrás.

Es fácil observar el paralelismo entre estos pasos y el paradigma mapreduce, ya que se ven
claramente dos etapas, una de mapeo y otra de reducción, y también una intermedia de reparti-
cionado que debe ser cuidada para evitar problemas de rendimiento. Estos cuidados tienen que
ver con una definición adecuada de las claves de los registros (incluida en el sistema legado) y
una asignación adecuada de particiones basadas en estas claves (añadida en la implementación),
aśı como una configuración correcta de Spark.

Estos pasos se muestran en la Figura 3.4, en la cual se representan aquellos pasos que corres-
ponden con tareas paralelizables con bloques superpuestos.

Figura 3.4: Diagrama de procesado.

3.4. Plan de Pruebas

La depuración de software de computación en paralelo no es para nada trivial, y es necesaria
la comparación de resultados con unos datos de referencia. Aśı, para poder iniciar el desarrollo
de este proyecto, el primer paso de cara a la implementación es generar una infraestructura de
tests unitarios que permita validar rápidamente las modificaciones que se aplicarán al software.
Aunque es de sobra conocido el principio básico de Dijkstra de que “los tests pueden probar
la presencia de bugs pero no su ausencia” [51], su uso es muy importante para incrementar la
fiabilidad del sistema y evitar regresiones.

El proyecto de referencia no dispone de tests unitarios, aunque śı de herramientas para com-
parar resultados de una correlación, de datos de entrada de prueba y de resultados de referencia
(asociados a estos datos de entrada), aśı que se utilizarán éstos para preparar la infraestructura
indicada. Aśı, se propone la siguiente lista de pruebas:

Tests de referencia:

� Test básico de referencia. Todos los tests dedicados al desarrollo se basan en la com-
paración de resultados de salida de la realización de un procesado con resultados de
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referencia mediante una herramienta del sistema legado. Por tanto, es importante dis-
poner de tests que ayuden a detectar problemas espećıficamente en esta herramienta
de comparación.

Tests de desarrollo:

� Test de cadena de referencia (tubeŕıa), arquitectura antigua. Esta prueba consiste en la
realización de una correlación completa con el software dispuesto según la arquitectura
de referencia, lo que facilita la detección de problemas en la compatibilidad hacia atrás.
Es decir, su definición toma como referencia la salida que genera el proyecto legado,
de manera que si existe un error que afecta a la realización de este test, pueden
descartarse problemas relativos a la infraestructura de paralelización. 1

� Test de cadena de referencia (tubeŕıa), arquitectura nueva. Sigue probando el procesa-
do tipo tubeŕıa, pero esta vez utilizando la nueva arquitectura. Este test es importante
porque la nueva arquitectura es la utilizado en el procesado con Spark, aśı errores en
este test pero no en el de la arquitectura plana indicaŕıan problablemente un problema
relacionado con la gestión del código.

� Test de cadena con paralelización en Spark. Este test probaŕıa el procesado para los
mismos datos de entrada que el resto de tests, y comprobaŕıa que los resultados son
muy parecidos, es decir, que comprueba que el error que proporciona una función de
comparación entre ambos resultados es despreciable.

3.5. Resumen

En este caṕıtulo se ha descrito en detalle el diseño del sistema presentado en este TFM, y
se han justificado varias decisiones de diseño. Además se ha presentado un plan pruebas que
permitirá soportar la implementación, presentada en el siguiente caṕıtulo, con unas garant́ıas
básicas de fiabilidad.

1Además se añadió una variante de este test manteniendo la ordenación antigua, pero finalmente se optó por
mejorar la herramienta de comparación de resultados para ignorar el orden en que estos aparecen (ya que no es
relevante y no afecta a los mismos).



Caṕıtulo 4

Implementación

En este caṕıtulo se describe en detalle la implementación. Dado que el código del proyecto está
gestionado mediante un repositorio git, se tendrá en cuenta el histórico de desarrollo detallando
la correspondencia entre la implementación y los “commits” del mismo. 1

Además se describe una ejecución paso a paso de una correlación en una instancia en local.
En el siguiente caṕıtulo se dará el salto a la nube.

4.1. Migración de Python 2 a Python 3

La migración de Python 2 a 3, más allá de actualizar las versiones de las dependencias y
añadirlas en un archivo requierements.txt, incluye la modificación de la libreŕıa de lectura de
ficheros binarios. Anteriormente se utilizaba la función fromfile() de numpy, que se reemplazó
por frombuffer(). Además se añadió la gestión de una excepción para detectar el fin del stream
de lectura. Estos cambios se recogen principalmente en el commit id 9d1d6c14.

4.2. Tests Unitarios

Los tests desarrollados están destinados a garantizar que la precisión del sistema propuesto
es la misma que la del sistema legado. Para su desarrollo se siguió la estrategia descrita en la
Sección 3.4:

Test de referencia: distintas arquitecturas (commit id dfc8a81f).

Tests de desarrollo: ordenación numérica (commit id fb078b9a), Spark y estructura de
código legada (commit id cc16b87e).

4.3. Refactorización

El trabajo de refactorización tiene que ver principalmente con la organización del código
siguiendo la estructura presentada en la sección 3.2.2, (commit id be943374). Como se indicó
en esa sección, mapeador y reductor se envolvieron con “wrappers” (commit id b2c6d43a), y se
encapsularon las configuraciones del experimento y del correlacionador en objetos para facilitar

1Posiblemente hubiera sido más correcto utilizar el término en español confirmación o consolidación, pero dado
el uso extensivo de esta herramienta en inglés se mantendrá el término original “commit”.
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su gestión (commit id a76c9710). Además, se realizó una limpieza de llamadas a la libreŕıa imp,
utilizada en el pasado debido al desarrollo del proyecto en IPython Notebooks, más recientemente
conocido como Jupyter Notebooks [53] (commit id 7db768d4).

4.4. Corrección de Bugs

Durante el desarrollo se trabajó con varios datasets 2 distintos al proporcionado en el repo-
sitorio. Esto permitió la detección y corrección de varios bugs importantes:

Se corrigió un problema que afectaba a ciertos casos en el manejo de muestras reales. La
libreŕıa de lectura de ficheros binarios es capaz de decodificar muestras reales y complejas,
y el caso de muestras reales para ciertas combinaciones de parámetros fallaba. Esto se
solucionó en el commit id 30897468.

Se detectó un bug en la función de reducción que afectaba al alineado de streams en ciertos
casos dependiendo del retardo entre estaciones, que teńıa que ver con la gestión de las
muestras. Este bug se solucionó en el commit id 9a50502d.

Se corrigió un problema de gestión del flujo de muestras en la función de reducción que
afectaba a la última ventana de acumulación (commit id 1f3f8f45).

Exist́ıa también otro bug conocido que afectaba a casos en los que las ventanas de acu-
mulación no eran múltiplo de un segundo. Estaba relacionada con un tema de precisión y
codificación, y se solucionó en el commit id 81c521d6.

Se corrigieron también otros bugs menores, como uno relacionado con la importación de la
libreŕıa de “profiling” 3 (commit id 4665524f).

4.5. Mejoras Funcionales

Además de la corrección de bugs, hay varias mejoras que afectan directamente al proyecto
legado:

Se redujeron los tiempos de ejecución de la correlación en modo tubeŕıa, es decir, reali-
zando el procesado de manera lineal mediante “pipes”. Esto se consiguió simplificando la
distribución de ficheros del proyecto legado en los commit ids 25c3fceb y 23e4a01a4.

Se añadió una opción a la herramienta de comparación de resultados para no tener en
cuenta el orden de geneneración de resultados, que como se explicó anteriormente no es
relevante en el resultado (commit id 0f297c69). Esta mejora facilita la comparación de
resultados generados de manera distribuida.

Se añadió información en la herramienta de lectura y generación de estad́ısticas de ficheros
de entrada en formato VDIF (commit id 23ad396f), y se añadió soporte para la generación
básica de muestras complejas (commit id f177d770), ya que anteriormente sólo se soportaba
la generación de muestras reales. Esta modificación era necesaria para poder generar los
datos de prueba que se utilizaron para las pruebas descritas en el Caṕıtulo 5.

2Se opta por el término en inglés dado su uso extensivo en este tipo de aplicaciones, haciendo referencia a un
conjunto de ficheros de entrada y archivos de configuración del experimento.

3También en este caso se utiliza este término en inglés por ser de uso extensivo, y hace referencia al anális
de rendimiento de una aplicación mediante la generación de estad́ısticas o grafos de llamadas entre funciones con
datos detallados de tiempo y número de llamadas.
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4.6. Empaquetado

El empaquetado es la preparación del software para su distribución, siguiendo unos proce-
dimientos que faciliten la instalación y configuración del mismo. Existen varias opciones, por
ejemplo:

Distribuir la estructura de archivos .py. Esta fue la opción elegida en el proyecto legado [1].
Es la opción más sencilla y es válida en muchos casos, pero pensando en dar el salto a un
proveedor de servicios en la nube habŕıa que buscar una opción más portable.

Preparar un contenedor con una instalación completa del paquete y sus dependencias.
Ésta es la opción más portable pero también la más compleja, y de hecho no se adapta
necesariamente bien a la distribución a un servicio de ejecución de trabajos del ecosistema
Hadoop en la nube.

Preparar un paquete Python. Existen utilidades que es posible configurar para generar un
fichero instalable en un entorno virtual de Python. Ésta es la opción preferida para algunos
proveedores de servicios en la nube, que permiten añadir un script de aprovisionado donde
se pueden instalar dependencias.

Para este proyecto se optó por la última opción (commit id 4a508fa9) por ser la más adecuada
al entorno de procesado en la nube, como se verá en el siguiente caṕıtulo.

La organización propuesta para el mismo se basa en un par de ficheros: setup.py (script
utilizado para la generación del paquete que se desplegará en el servidor) y MANIFEST.in (en el
que se detallan los ficheros que no corresponden con código de los módulos). El empaquetado
elegido facilita la distribución del software (reduciendo ésta a un par de pasos, copia segura al
servidor mediante la herramienta scp e instalación del mismo mediante la herramienta pip),
y facilita el control de versiones. Se simplifica también la ejecución del correlacionador y las
herramientas asociadas, ya que en el setup.py se definen unos aliases que será posible ejecutar
directamente una vez instalado el paquete en el entorno virtual.

4.7. Correlación con Spark

A continuación se detallan los commits más importantes durante el desarrollo de la libreŕıa
para realizar la correlación con Spark.

Inicialmente se preparó un script sencillo que realizara el procesado básico (commit id
2feaca07).

Posteriormente se organizó un poco el código (commit id 570fad1d) y se simplificó la
configuración del correlacionador (53229f305). Se consiguió una reducción considerable en el
archivo de configuración del correlacionador (comparado con el legado, basado en Hadoop).

Se añadió también soporte para permitir añadir parámetros de configuración de Spark en
el archivo de configuración del correlacionador, en una sección destinada a tal efecto. Esto
facilita la gestión del correlacionador y evita tener que modificar múltiples archivos de
configuración para configurar aspectos del correlacionador y de Spark.

Para facilitar la depuración, se añadió la posibilidad de realizar comprobaciones relativas a
los datos de entrada y la configuración del experimento (frecuencia de muestreo, número de
muestras por paquete, tipos de muestras), permitiendo aśı detectar errores de configuración.
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Esto resulta útil durante el desarrollo, donde es interesante estar seguros de que los datos
de prueba están bien generados, pero también en producción para detectar errores humanos
en la configuración antes de realizar el procesado (commit id 7f169a8f).

Tras incrementar el tamaño de los datos de prueba, se detectaron algunos problemas en
el particionador. Estos se corrigieron en el commit 8cbd2b9e, donde se garantiza que las
particiones con los datos están bien repartidas (basándose principalmente en ventana de
acumulación y canal). Además se añadió un modo de depuración para mostrar metadatos
sobre las particiones creadas.

Se continuó incrementando el tamaño de los archivos de entrada, y se detectó un problema
de rendimiento relacionado con el formato de escritura del correlacionador legado. Al tra-
tarse de un prototipo normalmente se trabajaba con datos pequeños, por lo que el formato
de salida era texto plano con los resultados. Se solucionó codificando la salida en base64
(commit id 7b31e2d5). Aunque es posible una solución más eficiente, esto se hizo aśı por
simplicidad, para mantener los formatos de salida como tipo texto. Se plantea como ĺınea
futura incorporar una gestión más eficiente de los datos en formato binario.

También relacionado con este incremento en el volumen de datos y con el formato de salida,
se detectó otro problema en la agrupación de los resultados que teńıa que ver la unión de los
resultados en un único fichero. Este paso no es estrictamente necesario (dado que la unión
es una mera concatenación de ĺıneas de ficheros de texto), aśı que optó por incorporar la
escritura a disco en cada uno de los ejecutores de la función reductora (commit id c3a6ebb5).
Tras ejecutar esta solución en la nube se vio que no era posible al correr los ejecutores en
distintas máquinas, por lo que finalmente se optó por una solución más canónica utilizando
la función de Spark saveAsTextFile (commit id d3e8c13e), que además permite escribir
directamente al sistema de AWS Simple Storage Service (S3) como se verá en el siguiente
caṕıtulo.

Se detectó un problema relacionado con el cálculo del número de particiones que se solucionó
en el commit id b90a51580, y se depuró la distribución de carga (commit ids 87c72741 y
6e367c0) para procesar datasets grandes.

Además se añadió la opción de mantener Spark lanzado durante un tiempo configurable
para poder revisar los resultados relativos a rendimiento en la interfaz web (commit id
ac05e0b1). Esta opción no es necesaria en una solución de procesado en la nube donde este
servicio está corriendo tras iniciar las instancias asociadas, pero es útil para depuración en
ejecuciones en una instancia local.

4.8. Pruebas Preliminares en Entorno Local

En esta sección se presentan los diagramas generados por Spark ejecutando una tarea de
correlación del sistema propuesto. Esto permitirá al lector ver de manera más gráfica el procesado
descrito anteriormente en la Sección 3.3.

Dado que este procesado preliminar se ejecutará en un ordenador portátil (Sección 1.5), para
los datos de prueba se utilizará una versión reducida (los archivos de entrada pesan 1/100 de
los originales) de los datos utilizados para las pruebas en la nube, cuyos detalles se describen
posteriormente en la Sección 5.2. Sus caracteŕısticas se resumen a continuación:

Estaciones: 2 estaciones con 2 polarizaciones por estación.
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Datos: 20 s muestreados a 20 MHz (1/100 de la original para conseguir la reducción de 20
GB a 200 MB por fichero), formato VDIF. Muestras reales, 2 bits/muestra, 1 canal.

Correlación: 0.512 s/ventana, FFT de 262144 componentes.

Estos datos se generaron lanzando el script python examples/test dataset test/gen test file.py,
cambiando la constante SUB TEST=True. Estos datos de prueba, incluidos los archivos de confi-
guración, están en la carpeta examples/test dataset test/sub.

Con estos datos, de cara a la paralelización, es posible extraer las siguientes conclusiones:

Número de tareas de mapeo: 2, es decir, tantas como ficheros (posteriormente se verá que
es posible aumentar esta cifra dividiendo en partes los ficheros de entrada).

Número de tareas de reducción: 40, es decir, dado que sólo hay un canal, la función cielo
de 20 s / 0.512 s.

Se proporciona también un script para lanzar la correlación en script de estos datos, bash
examples/run example test sub spark.sh, donde se añade un tiempo extra al final de la eje-
cución para acceder a la interfaz web, que por defecto se lanza en http://localhost:4040/.

A continuación se muestra el contenido del archivo de configuración del correlacionador:

[Experiment]

Experiment folder: /home/aj/work/cx\_git/CorrelX/examples/test_dataset_test/sub

Spark input files: file:///home/aj/work/cx_git/CorrelX/examples/test_dataset_test/sub/

↪→ media/test*.vt

[Files]

Output directory: /home/aj/work/cx_git/CorrelX/output

[Spark]

spark.master: local[4]

spark.executor.cores: 1

spark.cores.max: 8

spark.driver.memory: 2g

spark.executor.memory: 4g

spark.driver.maxResultSize: 100g

Se puede comprobar que la configuración es muy sencilla, únicamente es necesario especificar
la ubicación del directorio con los ficheros de configuración del experimento, cuyo formato está
heredado de CorrelX [1], el patrón con la ubicación de los ficheros de lectura, y la ruta para la
salida.

Además, se permite incluir una lista de parámetros de Spark. En este caso se indica que
la ejecución correrá localmente en la propia máquina utilizando 4 núcleos del procesador, y
se establecen algunos ĺımites de procesado y de memoria. Estos valores de configuración se
alcanzaron de manera iterativa.

A continuación se muestran algunas capturas tras la ejecución. En la Figura 4.1 se muestra
la tarea ejecutada, y en la Figura 4.2 sus etapas: procesado de ficheros de entrada (etapa 0),
repartición y reordenación (etapa 1), y reducción (etapa 2).

Como puede verse en la Figura 4.2, el mayor tiempo de ejecución recae en la última etapa,
que es la que involucra los cómputos de correlación.

En las Figuras 4.3, 4.4 y 4.5 se muestran los grafos y datos asociados a cada una de estas
etapas. En la Figura 4.3 puede comprobarse la ejecución de dos procesos, uno para cada uno de
los ficheros, cada uno de ellos de aproximadamente 200 MB. El reparticionado es muy rápido
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Figura 4.1: Ejecución: tareas.

Figura 4.2: Ejecución: etapas.

en comparación con el resto de etapas (Figura 4.4). Finalmente, en la Figura 4.5 se muestra la
ejecución de la etapa de reducción, donde se puede comprobar que como máximo se ejecutan
cuatro tareas simultáneamente (pues anteriormente el número de núcleos se limitó a 4), y se
puede comprobar también que se lanzan 40 subtareas.
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Figura 4.3: Ejecución: etapa 0, procesado de ficheros.
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Figura 4.4: Ejecución: etapa 1, reparticionado.
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Figura 4.5: Ejecución: etapa 2, reducción.
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En la Figura 4.6 se muestra el contenido de la sección de Entorno de la interfaz web, que
presenta un resumen con la configuración de Spark, donde se puede comprobar que se han
aplicado los parámetros de configuración especificados anteriormente.

Figura 4.6: Ejecución: configuración.

A continuación se muestra el contenido del terminal donde se ejecutó lanzó la correlación:

(venv3) aj@ajx:~/work/cx_git/cx$ bash examples/run_example_test_sub_spark.sh

Partitions: 40 (accs: 40, channels: 1)

WARNING: An illegal reflective access operation has occurred

WARNING: Illegal reflective access by org.apache.spark.unsafe.Platform (file:/home/aj/

↪→ work/tfm/spark-3.0.1-bin-hadoop2.7/jars/spark-unsafe_2.12-3.0.1.jar) to

↪→ constructor java.nio.DirectByteBuffer(long,int)

WARNING: Please consider reporting this to the maintainers of org.apache.spark.unsafe.

↪→ Platform

WARNING: Use --illegal-access=warn to enable warnings of further illegal reflective

↪→ access operations

WARNING: All illegal access operations will be denied in a future release

21/04/18 12:37:21 WARN NativeCodeLoader: Unable to load native-hadoop library for your

↪→ platform... using builtin-java classes where applicable

Using Spark’s default log4j profile: org/apache/spark/log4j-defaults.properties

Setting default log level to "WARN".

To adjust logging level use sc.setLogLevel(newLevel). For SparkR, use setLogLevel(

↪→ newLevel).

Elapsed: 693.3104610443115

Keeping Spark session open for 3600 minutes
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Y a continuación se muestran los archivos de salida:

aj@ajx:~/work/cx_git/CorrelX/output/s20210418_123718$ ls -ltrh

total 2,1G

-rw-rw-r-- 1 aj aj 54M abr 18 12:40 sub__px-0.0-0.0-a.2.2.0-sxa19_dfcb90.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:40 sub__px-0.0-0.0-a.1.1.0-sxa19_b3c007.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:40 sub__px-0.0-0.0-a.3.3.0-sxa19_9cae07.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:40 sub__px-0.0-0.0-a.0.0.0-sxa19_e97bc5.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:41 sub__px-0.0-0.0-a.5.5.0-sxa19_fedf33.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:41 sub__px-0.0-0.0-a.4.4.0-sxa19_82a422.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:41 sub__px-0.0-0.0-a.6.6.0-sxa19_bfd63e.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:41 sub__px-0.0-0.0-a.7.7.0-sxa19_895b6f.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:42 sub__px-0.0-0.0-a.9.9.0-sxa19_2fb389.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:42 sub__px-0.0-0.0-a.8.8.0-sxa19_ebb61f.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:42 sub__px-0.0-0.0-a.10.10.0-sxa19_8019bb.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:42 sub__px-0.0-0.0-a.11.11.0-sxa19_1429ae.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:43 sub__px-0.0-0.0-a.12.12.0-sxa19_fe385c.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:43 sub__px-0.0-0.0-a.13.13.0-sxa19_b4a6b6.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:43 sub__px-0.0-0.0-a.14.14.0-sxa19_7beeb6.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:43 sub__px-0.0-0.0-a.15.15.0-sxa19_ad5fe6.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:44 sub__px-0.0-0.0-a.16.16.0-sxa19_8f2be1.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:44 sub__px-0.0-0.0-a.17.17.0-sxa19_8aefc6.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:44 sub__px-0.0-0.0-a.18.18.0-sxa19_0d3e07.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:44 sub__px-0.0-0.0-a.19.19.0-sxa19_d0b9a4.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:45 sub__px-0.0-0.0-a.20.20.0-sxa19_011116.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:45 sub__px-0.0-0.0-a.21.21.0-sxa19_18bf69.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:45 sub__px-0.0-0.0-a.22.22.0-sxa19_325b2d.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:45 sub__px-0.0-0.0-a.23.23.0-sxa19_8b3658.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:45 sub__px-0.0-0.0-a.24.24.0-sxa19_2f61c1.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:45 sub__px-0.0-0.0-a.25.25.0-sxa19_134ebd.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:46 sub__px-0.0-0.0-a.26.26.0-sxa19_ed240a.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:46 sub__px-0.0-0.0-a.27.27.0-sxa19_44c7e6.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:46 sub__px-0.0-0.0-a.28.28.0-sxa19_c25fdd.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:46 sub__px-0.0-0.0-a.29.29.0-sxa19_6b1955.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:47 sub__px-0.0-0.0-a.30.30.0-sxa19_459b0b.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:47 sub__px-0.0-0.0-a.31.31.0-sxa19_83bd1e.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:47 sub__px-0.0-0.0-a.32.32.0-sxa19_f5d57f.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:47 sub__px-0.0-0.0-a.33.33.0-sxa19_cba094.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:48 sub__px-0.0-0.0-a.34.34.0-sxa19_f6b5b9.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:48 sub__px-0.0-0.0-a.35.35.0-sxa19_f94441.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:48 sub__px-0.0-0.0-a.36.36.0-sxa19_36d282.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:48 sub__px-0.0-0.0-a.37.37.0-sxa19_023cef.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:48 sub__px-0.0-0.0-a.39.39.0-sxa1_fa017a.out

-rw-rw-r-- 1 aj aj 54M abr 18 12:48 sub__px-0.0-0.0-a.38.38.0-sxa19_53d943.out

A continuación se muestran dos extractos pequeños de dos ficheros de salida:

sub px-0.0-0.0-a.0.0.0-sxa19 e97bc5.out fichero que corresponde con la ventana de acu-
mulación 0, e incluye autocorrelaciones para todas las estaciones, aśı como todos los pares de
correlaciones de las tuplas formadas por los pares estación-polarización.

px-0.0-0.0-a.0.0.0-sxa19 0.1 0 0.0 0.015594936964547366 -0.0 -0.0 -0.0 0.0 0.0 0.0 0.0

↪→ 0.0 0.0 0.0 0.0 0.0 2000 20000000 2 10549898 r 0 0 0 3480400000.0 0.512 no

↪→ 311898.0 b64_dp_1EbM3mGCsj4AAAAAAAAAAMSZVyVF8bg+AAAAAAAAAAB+rwrYxySx
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[...]

[...]

sub px-0.0-0.0-a.38.38.0-sxa19 53d943.out fichero que corresponde con la ventana de
acumulación 38, donde aplican las mismas consideraciones que las explicadas para el archivo
anterior.

px-0.0-0.0-a.38.38.0-sxa19 0.1 0 0.0 0.015592966232119839 -0.0 -0.0 -0.0 0.0 0.0 0.0 0.0

↪→ 0.0 0.0 0.0 0.0 0.0 2000 20000000 2 10551859 r 0 0 0 3480400000.0 0.512 no

↪→ 312433.0 b64_dp_kT+5pCXitj4AAAAAAAAAAN/EK1h

[...]

[...]

4.9. Tests

Como se indicó en la Sección 4.2, se prepararon varios tests de dos tipos: (i) de referencia
y (ii) de desarrollo. Los tests de referencia básicamente comparan resultados de referencia de
la arquitectura antigua y la nueva, y los de desarrollo ejecutan un procesado y realizan una
comparación con los resultados de referencia. Los pasos son los siguientes:

Ejecución de la correlación (modo “tubeŕıa” o Spark).

Comprobación de que se han generado resultados.

Medición de error.

Comprobación de que el error está debajo de un umbral predefinido.

La medición del error se calcula como la suma de los cuadrados de las diferencias de las
componentes de las visibilidades para todas las ventanas de acumulación y para todos los canales.
Para los tests de referencia se establece un umbral máximo de 10−10, y para los tests de desarrollo
de 10−20. Nótese que para los tests de desarrollo es necesaria mayor precisión, ya que debe
garantizarse que la diferencia en los resultados es mı́nima. Para los tests de referencia se permite
menor precisión debido a que el archivo de referencia para la nueva arquitectura fue generado
tras realizar los cambios de versiones, y de hecho únicamente estos cambios, para tener en cuenta
diferencias de precisión derivadas de los mismos. Es en este punto, una vez se ha fijado el archivo
de salida de referencia, donde ha comenzado el desarrollo del sistema propuesto, y donde las
diferencias en la salida generada con la obtenida inicialmente deben ser mı́nimas.

A continuación se muestran los resultados de la ejecución de todos los tests.

aj@ajx:~/work/cx_git/cx$ source venv3/bin/activate

aj@ajx:~/work/cx_git/cx$ python -m unittest discover -s .

......

----------------------------------------------------------------------

Ran 6 tests in 39.749s

OK

Si se activa el modo verboso de los tests, se muestra toda la salida de las ejecuciones, aśı
como las comparaciones de los errores. A continuación se muestra la salida mostrada, reducida
a varias partes de interés, para un test de referencia, otro para el modo “tubeŕıa” y otro para el
test con Spark:
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Test de referencia Este test compara la salida de referencia de la arquitectura antigua (con
Python2 como se indica en el nombre del archivo) con la salida de referencia conseguido con la
arquitectura nueva (con Python3), ambos en modo “tubeŕıa”.

[...]

File 1: /home/aj/work/cx_git/CorrelX/cxs/tests/../../examples/test_dataset_vgos/

↪→ example_output/OUT_s0_v0_python2_sort_legacy.out

File 2: /home/aj/work/cx_git/CorrelX/cxs/tests/../../examples/test_dataset_vgos/

↪→ example_output/OUT_s0_v0_python3_sort_legacy.out

px-0.0-0.0-a.0.0.0-sxa467 px-0.0-0.0-a.0.0.0-sxa467 -> 2.5128351192134167e-27

px-0.0-0.0-a.1.0.1-sxa467 px-0.0-0.0-a.1.0.1-sxa467 -> 7.33025824587479e-27

px-0.0-0.0-a.10.0.10-sxa467 px-0.0-0.0-a.10.0.10-sxa467 -> 1.6519829630343682e-26

[...]

px-1.1-1.1-a.7.0.7-sxa467 px-1.1-1.1-a.7.0.7-sxa467 -> 3.5157514938361396e-12

px-1.1-1.1-a.8.0.8-sxa467 px-1.1-1.1-a.8.0.8-sxa467 -> 3.515751493855578e-12

px-1.1-1.1-a.9.0.9-sxa467 px-1.1-1.1-a.9.0.9-sxa467 -> 3.515751493983345e-12

Visibilities compared: 320

Num. coefficients per vis.: 128

Total error: 3.515751493983345e-12

.

Test en modo tubeŕıa En este test se ejecuta el modo “tubeŕıa” con la arquitectura nueva,
y se compara con el archivo de referencia (el correspondiente para la arquitectura nueva del test
anterior), por eso el error es nulo. Es decir, este test es en parte redundante con el anterior pero
da más precisión sobre posibles cambios los resultados sobre la arquitectura nueva. Aśı, si hubiera
una diferencia que pudiera pasar desapercibida en el test anterior, en este test se notaŕıa.

[...]

Results\n#-----------------------------------------------------\n\nNote: 0 nodes and 0

↪→ vcores correspond to pipeline execution\n\nShowing results...\n\nFile IO

↪→ approximate times\n Type File IO. time [s]\n\nExecution times\n Type Exec. time [

↪→ s]\n Pipeline 7.7047951221466064\n"

[...]

File 1: /home/aj/work/cx_git/CorrelX/cxs/tests/../../examples/test_dataset_vgos/

↪→ example_output/OUT_s0_v0_python3_sort_numeric.out

File 2: /home/aj/work/cx_git/CorrelX/output/e20210531_192535/OUT_s0_v0.out

px-0.0-0.0-a.0.0.0-sxa467 px-0.0-0.0-a.0.0.0-sxa467 -> 0.0

px-0.0-0.0-a.1.0.1-sxa467 px-0.0-0.0-a.1.0.1-sxa467 -> 0.0

px-0.0-0.0-a.10.0.10-sxa467 px-0.0-0.0-a.10.0.10-sxa467 -> 0.0

[...]

px-1.1-1.1-a.7.0.7-sxa467 px-1.1-1.1-a.7.0.7-sxa467 -> 0.0

px-1.1-1.1-a.8.0.8-sxa467 px-1.1-1.1-a.8.0.8-sxa467 -> 0.0

px-1.1-1.1-a.9.0.9-sxa467 px-1.1-1.1-a.9.0.9-sxa467 -> 0.0

Visibilities compared: 320

Num. coefficients per vis.: 128

Total error: 0.0

.

Test de Spark En este caso se compara la salida generada con Spark con la salida de referencia
del primer test (modo “tubeŕıa” con la arquitectura nueva). Este test es muy importante, ya que
muestra que el desarrollo consigue los mismos resultados que el sistema legado.
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.Stdout:

b’Partitions: 96 (accs: 3, channels: 32)\nElapsed: 12.587505340576172\nDone.\n’

Stderr:

[...]

\n\r[Stage 0:>

(0 + 1) / 1]\r\r[Stage 2:====>

(8 + 8) / 96]\r\r[Stage 2:======>

(11 + 8) / 96]\r\r[Stage 2:=========>

(16 + 8) / 96]\r\r[Stage 2:===========>

(19 + 8) / 96]\r\r[Stage 2:=============>

(23 + 8) / 96]\r\r[Stage 2:=================>

(29 + 8) / 96]\r\r[Stage 2:==========================>

(44 + 9) / 96]\r\r[Stage 2:============================================>

(75 + 8) / 96]\r\r \r’

[...]

File 1: /home/aj/work/cx_git/CorrelX/cxs/tests/../../examples/test_dataset_vgos/

↪→ example_output/OUT_s0_v0_python3_sort_numeric.out

File 2: /home/aj/work/cx_git/CorrelX/output/s20210531_192559/OUT_s0_v0.out

px-0.0-0.0-a.0.0.0-sxa467 px-0.0-0.0-a.0.0.0-sxa467 -> 0.0

px-0.0-0.0-a.1.0.1-sxa467 px-0.0-0.0-a.1.0.1-sxa467 -> 0.0

px-0.0-0.0-a.10.0.10-sxa467 px-0.0-0.0-a.10.0.10-sxa467 -> 0.0

[...]

px-1.1-1.1-a.7.0.7-sxa467 px-1.1-1.1-a.7.0.7-sxa467 -> 0.0

px-1.1-1.1-a.8.0.8-sxa467 px-1.1-1.1-a.8.0.8-sxa467 -> 0.0

px-1.1-1.1-a.9.0.9-sxa467 px-1.1-1.1-a.9.0.9-sxa467 -> 0.0

Visibilities compared: 320

Num. coefficients per vis.: 128

Total error: 0.0

.

4.10. Resumen

En este caṕıtuo se ha revisado en detalle la implementación, y se ha descrito paso a paso la
ejecución en una máquina local. En el siguiente caṕıtulo se dará el sato a la nube.



Caṕıtulo 5

Prueba de Concepto en la Nube

En el caṕıtulo anterior se ha descrito en detalle la implementación, y se han introducido
también algunas mejoras y modificaciones requeridas para funcionar correctamente en la nube.
En este caṕıtulo se entrará en detalle en el entorno de procesamiento utilizado para las pruebas
en la nube, se presentará su configuración, aśı como la del dataset utilizado para las pruebas, y
se presentarán unas pruebas de escalabilidad.

5.1. Proveedores de Servicios de Computación

Existen varias soluciones para la migración de servicios a la nube. Las más conocidas son las
siguientes:

Amazon Web Services (AWS) [54].

Microsoft Azure [55].

Google Cloud Platform (GCP) [56].

Si comparamos las tres alternativas en cuanto a cuotas de mercado [57, 58], AWS lidera con
un 32 %, seguido por Azure con un 19 %, y por GCP con un 7 %. En cuanto a coste, para la
realización del proyecto se dispone de un cupón de créditos proporcionado por la UNED para
la asignatura de infraestructuras computacionales dada en el máster. Estos motivos, unidos a la
mayor familiaridad laboral del autor de este TFM con AWS, ha llevado a la decisión de utilizar
AWS como el proveedor para ejecutar en la nube el proyecto presentado.

En términos más técnicos, se ha comprobado que todos los proveedores facilitaban la conexión
con sus servicios de almacenamiento, lo que permitiŕıa colocar los datos de entrada en un “buc-
ket”1 de ese servicio y al terminar la tarea de procesado escribir los resultados a otro “bucket”
[59, 60, 61]. En términos de rendimiento, todos los proveedores facilitan bastantes opciones en
cuanto al dimensionado de las instancias.

En cualquier caso, la aproximación al empaquetado descrita en la Sección 4.6 facilita migrar
fácilmente los procedimientos descritos en este caṕıtulo para AWS a otro servicio sin dificultades.

1Este término es de uso extendido por los distintos provedores de servicios en la nube, se refiere a un recurso
de almacenamiento.
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5.2. Ĺınea Base

Para la realización de las pruebas de rendimiento se utilizará una ĺınea base o referencia. Se
ha buscado la referencia más reciente sobre resultados de correlación de DiFX, que como se ha
visto en la Sección 2.1.3 puede considerarse el estándar de facto en correlación.

En el art́ıculo [36] (de 2019) se presentan unas pruebas de escalabilidad en la Google Cloud
Platform (GCP) utilizando datos generados en laboratorio para dichas pruebas. En esta sección
se van a resumir sus caracteŕısticas y resultados más importantes para utilizarlos como base con
la que comparar los desarrollos del presente trabajo.

5.2.1. Dataset

Los datos de prueba tienen las siguientes caracteŕısticas:

Estaciones: entre 2 y 20 (y 2 polarizaciones por estación).

Datos: 20 s muestreados a 2 GHz, formato VDIF. Muestras reales, 2 bits/muestra, 1 canal.

Correlación: 0.512 s/ventana, FFT de 262144 componentes.

Cada archivo pesa aproximadamente 20 GB. Es interesante recalcar que la fuente original [36]
respalda la utilización de datos generados en laboratorio (muestras de ruido) ya que no supone
diferencias en cuanto a rendimiento de cara al procesado.

5.2.2. Configuración

Para la realización de las pruebas presentadas en la referencia [36] utilizan un clúster con una
única máquina realizando el procesado, con un número de CPUs virtuales que va desde 16 hasta
96 (n1-highmem-16, n1-highmem-32, n1-highmem-64, n1-highmem-96). Las caracteŕısticas de
estas máquinas se pueden consultar en la referencia [62], y las más importantes se resumen a
continuación:

Procesador: Intel Xeon @ 2.50 GHz. Número de núcleos virtuales: desde 16 hasta 96.

Memoria: 104 GB.

Almacenamiento: 128 GB, SSD local.

5.2.3. Rendimiento

De cara a entender cómo algunos factores influyen en el rendimiento es suficiente con saber
que la complejidad computacional de los cálculos de este procesado crecen de manera cuadrática
con el número de estaciones, ya que es necesario realizar cálculos de todos los pares de estaciones
entre śı. En cuanto a duración de la señal, número de muestras, frecuencia de muestreo, etc., estos
parámetros afectan a los tiempos de computación de manera lineal (ya que una vez alienados
los “streams” de datos no hay interacción entre los datos que corresponden con ventanas de
acumulación distintas). No se entrará en detalles sobre cómo influyen otros parámetros como el
número de componentes de la transformada de Fourier (FFT), ya que escapan a los objetivos de
este TFM; basta con tener en cuenta que experimentos con tasas de este tipo distintas no son
directamente comparables.

Para el cálculo del rendimiento se sigue la siguiente metodoloǵıa. La idea es extraer de los
resultados presentados en la fuente [36] el rendimiento relativo de cada máquina, en función del
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número de estaciones. Esto permitirá obtener un valor de capacidad (medido por ejemplo en MB
por segundo por CPU core), que será posible comparar con una ejecución en la nube del sistema
propuesto. Dado que esta tasa elimina la dependencia de los parámetros temporales del dataset
(e.g.: duración), seŕıa posible comparar resultados para los dos datasets.

Aśı, de los resultados presentados en la Figura 2 de la referencia [36], extraemos las medidas
de rendimiento aproximadas recogidas en la Tabla 5.1.

Tabla 5.1: Tasas de procesado por vCPU de DiFX según número de estaciones a partir de los
datos de la referencia [36].

Número Tasa por vCPU Tasa por vCPU Tasa por vCPU Tasa por vCPU Tasa por vCPU
de estaciones con 16 vCPU con 32 vCPU con 64 vCPU con 96 vCPU media

2 1.28 MB/s 0.73 MB/s 0.64 MB/s 0.85 MB/s 0.88 MB/s
4 1.14 MB/s 0.73 MB/s 0.64 MB/s 0.85 MB/s 0.84 MB/s
8 - - 0.73 MB/s 0.85 MB/s 0.79 MB/s

La tabla muestra las tasas de procesado relativo por CPU virtual para los distintos escenarios
considerados en la referencia [36] para DiFX. Haciendo una cuenta rápida por ejemplo con el caso
de 2 estaciones y 16 vCPUs, en la referencia se indica un tiempo de procesado de 2000 segundos
aproximadamente. Si se divide el volumen total de datos de todas las estaciones (40 GB) por
este tiempo (2000 s) y luego por el número de vCPUs (16) se obtiene la tasa relativa 1.28 MB/s.
En la última columna se muestra la media de estas tasas, con lo que para estos casos se observa
que la tasa de procesado de datos se mantiene relativamente constante en aproximadamente 0.8
MB/s por vCPU.

Figura 5.1: Speedup de DiFX frente a grupos de 16 vCPUs para 2 estaciones.

Es importante destacar que para experimentos con configuraciones similares el uso de tasas de
procesado (volumen de datos dividido por tiempo empleado) permite en principio dejar fuera de
la comparación el volumen de datos léıdo, lo que permitiŕıa trabajar con ficheros más pequeños
(grabaciones correspondientes a menos tiempo o muestreadas a una frecuencia más baja) como
los presentados en la Sección 4.82.

2Dado que esta afirmación con respecto a rendimiento no se va a probar, se realizarán pruebas de escalabilidad
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En la Figura 5.1 se representa el Speedup (tiempo total de referencia dividido por el tiempo
total con el número de instancias). En este caso en vez de instancias se representa el número
de grupos de vCPUs para la misma instancia). Idealmente esta curva debeŕıa ser una recta de
pendiente unidad si multiplicar el número de instancias por N multiplica también el rendimiento
por N . Este resultado ideal se muestra como una aśıntota en el gráfico.

5.3. Preparación del Clúster

En esta sección se muestra la configuración de un cluster EMR para la ejecución de tareas.
El proceso de creación del clúster se compone de cuatro pasos:

Software y pasos (Figura 5.2).

Hardware (Figura 5.3).

Ajustes generales del clúster (Figura 5.4).

Seguridad (Figura 5.5).

En la primera sección se selecciona la distribución (emr-6.3.0), aśı como las versiones de
Hadoop (3.2.1) y Spark (3.3.1).

Figura 5.2: Configuración en la nube: Software.

con un dataset reducido pero equivalente a efectos de particionado (Secciones 5.4 y 5.5), y se realizarán también
pruebas de rendimiento con el dataset completo, para tener una medida comparable (Sección 5.6).
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En la segunda sección se configuran las instancias que compondrán el clúster, aśı como la red
de interconexión. Para la realización de pruebas preliminares se ha trabajado con instancias de
tipo m4.large por dos motivos: principalmente (i) por coste, ya que para depuración y pruebas
iterativas interesa reducir al máximo los costes, y además (ii) para comprobar que es posible
desplegar un clúster con máquinas modestas. Esto es importante ya que facilita la detección de
problemas de distribución de carga, y porque facilita el acceso a la comunidad al proyecto. Si por
el contrario los requisitos de entrada fueran altos, bien por las especificaciones mı́nimas de las
instancias o por la necesidad de hardware espećıfico como pueden ser GPUs (esta problemática
se trató en la Sección 2.1.3), el proyecto perdeŕıa usuarios potenciales.

Figura 5.3: Configuración en la nube: Hardware.
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En la tercera sección es posible configurar varios aspectos relativos a logging y a depuración,
y también un aspecto importante, el aprovisionado personalizado. En la subsección “Bootstrap
actions” es posible enlazar un script alojado en AWS S3 para que sea ejecutado en todas las
máquinas una vez finalizado su aprovisionado. Esto permite gestionar las dependencias en las
máquinas del clúster de manera sencilla.

Este script simplemente se trae la versión empaquetada del correlacionador a la máquina, crea
un entorno virtual e instala el paquete (las dependencias están enlazadas en el propio paquete
como se vio en la Sección 4.6).

Figura 5.4: Configuración en la nube: Ajustes generales.
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En la cuarta sección se configura la clave de acceso para poder conectarse a a través del
protocolo SSH a las máquinas. Únicamente es necesario conectarse a la máquina principal o
“master”, aunque durante la depuración del sistema ocasionalmente fue necesario conectarse a
los “cores”.

Figura 5.5: Configuración en la nube: Seguridad.

Una vez completada la configuración comenzará el aprovisionado del clúster. Este proceso
puede llevar unos minutos, durante los cuales es posible comprobar el estado de configuración
(Figura 5.6).

Al finalizar el aprovisionado es posible comprobar el estado general del clúster (Figura 5.7).

Figura 5.6: Configuración en la nube: Arranque.

Desde esta interfaz es posible comprobar tanto la configuración como el estado general del
clúster, acceder a información de monitorización, etc. Destacan también unos enlaces directos
a las interfaces web de Spark y de Yarn en la sección “Application user interfaces”, donde es
posible seguir el estado de la ejecución de las tareas del mismo modo que se hizo en la Sección
4.8.

A continuación se muestra el contenido del fichero de configuración.
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Figura 5.7: Configuración en la nube: Preparado.

[Experiment]

Experiment folder: /home/hadoop/exp2

Spark input files: s3://aj-bucket-test/emr/media/split_sub/*/*/test*.vt

Spark home: /usr/lib/spark

[Files]

Output directory: s3://aj-bucket-test/emr/output

[Spark]

spark.pyspark.python: /home/hadoop/venv/bin/python

spark.pyspark.driver: /home/hadoop/venv/bin/python

spark.executor.cores: 2

spark.driver.memory: 2g

spark.executor.memory: 4g

spark.driver.maxResultSize: 100g

La configuración es muy similar a la presentada en la Sección 4.8, pero cambiando las rutas
de entrada y salida por ubicaciones en AWS S3, y cambiando el número de cores por ejecutor
para que coincida con el número de cores virtuales de una instancia, ya que (durante pruebas
preliminares se comprobó que daba mejores resultados que dejar el valor por defecto).
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5.4. Pruebas Preliminares

En esta sección se describe brevemente la ejecución de una tarea de procesado en la nube.
Tras lanzar una conexión por SSH, el sistema está preparado para ejecutar una correlación. A
continuación se trae de AWS S3 un fichero comprimido con los datos de configuración de un
experimento, se descomprimen en una carpeta, se activa el entorno virtual, y se lanza el proceso
de correlación apuntando al fichero de configuración (Figura 5.8).

Figura 5.8: Ejecución en la nube: Lanzamiento de correlación.

Tras unos momentos dará comienzo la etapa de mapeo donde se leerán los ficheros de entrada.
Como puede comprobarse se lanzan tantas tareas como ficheros de entrada (Figura 5.9).

Figura 5.9: Ejecución en la nube: Lectura de ficheros de entrada.

Cuando la lectura se haya completado comenzará la redistribución de los registros generados,
y comenzará la etapa de reducción. Como puede comprobarse se preparan tantas tareas como
particiones se calcularon anteriomente basadas en la configuración, y puede verse que se ejecutan
tantos procesos simultáneos como núcleos hay disponibles en el clúster (en este caso 4 nodos
“core” con 4 núcleos por nodo “core” (Figura 5.10).

Figura 5.10: Ejecución en la nube: Cálculos de correlación (I).

A lo largo del proceso se irán completando tareas, como se muestra en la siguiente captura
(Figura 5.11).

Y finalmente los archivos de salida generados se escribirán a un “bucket” en AWS S3 (Figura
5.12).

De igual modo que se hizo en la Sección 4.8, a continuación se muestran unas capturas de la
interfaz web de gestión de trabajos de Spark.
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Figura 5.11: Ejecución en la nube: Cálculos de correlación (II).

Figura 5.12: Ejecución en la nube: Proceso completado.

Figura 5.13: Interfaz de Spark en la nube: trabajos.
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Figura 5.14: Interfaz de Spark en la nube: Resumen del trabajo.

Figura 5.15: Interfaz de Spark en la nube: Etapas del trabajo.



58 CAPÍTULO 5. PRUEBA DE CONCEPTO EN LA NUBE

Figura 5.16: Interfaz de Spark en la nube: Etapa 0 (mapeado).
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Figura 5.17: Interfaz de Spark en la nube: Etapa 1 (redistribución de datos).
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Figura 5.18: Interfaz de Spark en la nube: Etapa 2 (reducción, ĺınea temporal).
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Figura 5.19: Interfaz de Spark en la nube: Etapa 2 (reducción, resultados).
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Figura 5.20: Resultados en S3 tras procesar el dataset reducido.
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A continuación se muestran dos extractos pequeños de dos ficheros de salida:

part-00000 fichero que corresponde con la ventana de acumulación 0, e incluye autocorrela-
ciones para todas las estaciones, aśı como todos los pares de correlaciones de las tuplas formadas
por los pares estación-polarización, por tanto con un total de 16 ĺıneas de salida.

px-0.0-0.0-a.0.0.0-sxa19 0.1 0 0.0 0.015594936964547366 -0.0 -0.0 -0.0 0.0 0.0 0.0 0.0

↪→ 0.0 0.0 0.0 0.0 0.0 2000 20000000 2 10549898 r 0 0 0 3480400000.0 0.512 no

↪→ 311898.0 b64_dp_1EbM3mGCsj4AAAAAAAAAAMSZVyVF8bg+AAAAAAAAAAB+rwrYxySx [...]

[...]

part-00038 fichero que corresponde con la ventana de acumulación 38, donde aplican las mis-
mas consideraciones que las explicadas para el archivo anterior.

px-0.0-0.0-a.38.38.0-sxa19 0.1 0 0.0 0.015592966232119839 -0.0 -0.0 -0.0 0.0 0.0 0.0 0.0

↪→ 0.0 0.0 0.0 0.0 0.0 2000 20000000 2 10551859 r 0 0 0 3480400000.0 0.512 no

↪→ 312433.0 b64_dp_kT+5pCXitj4AAAAAAAAAAN/EK1h [...]

[...]

Como se indicó anteriormente, para este escenario se generan 40 ficheros de salida, uno por
cada partición (en este caso un por cada ventana de acumulación).

Si se comparan estos resultados con los del final de la Sección 4.8 obtenidos ejecutando
Spark en un entorno local, puede observarse que las fracciones mostradas coinciden. Si se miden
estas diferencias con la herramienta de comparación para el fichero correspondiente a la primera
ventana de acumulación se obtiene un error despreciable, tal y como se muestra en la Figura 5.21

Figura 5.21: Comparación de resultados de ejecución con Spark en local y en la nube.

5.5. Pruebas de Escalabilidad con Dataset Reducido

El objetivo de estas pruebas es estudiar cómo afecta al rendimiento del sistema la variación
del número de máquinas de clúster. Para cada iteración se sigue la misma metodoloǵıa que en
las pruebas preliminares:

1. Configuración y aprovisionado del clúster.

2. Copia de la configuración de la configuración del experimento al nodo principal.

3. Ejecución del procesado.

4. Registro del tiempo transcurrido.

En las siguientes subsecciones se describe el “dataset” utilizado, la configuración del clúster,
y se describe una ejecución paso a paso.
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5.5.1. Dataset

Se usarán los mismos datos que los de las pruebas preliminares (es decir, datos con similares
caracteŕısticas a los de la ĺınea base pero reduciendo la frecuencia de muestreo en un factor
de 100 para poder trabajar con ficheros de 200 MB en vez de 20 GB). Además, para mejorar
el grado de paralelización en la etapa de lectura, los datos a procesar se subirán al “bucket”
de S3 partidos en bloques. Este particionado inicial se realizó con un script bash básico que
llama al comando split especificando como tamaño de los bloques un múltiplo de tamaño de
trama VDIF. El script tarda unos pocos segundos en completar su ejecución. En concreto se
configuró para generar bloques de 10000 tramas por bloque, siendo cada trama de 1034 bytes.
Este tamaño de trama es fácilmente obtenible ejecutando la herramienta inclúıda en el proyecto
legado vdif info.

A modo de resumen, la única diferencia con la configuración presentada en la referencia [36]
es la reducción de los datos de entrada de 20 GB a 200 MB por fichero, pero como se explicó la
utilización de tasas de procesado permite hacer los resultados comparables.

5.5.2. Configuración

Para la configuración de las máquinas se ha elegido una configuración similar a la de la
Sección 5.3, con máquinas m4.large (Figura 5.22). Las caracteŕısticas detalladas de este tipo de
máquinas pueden consultarse en el enlace [63], y se resumen a continuación:

Procesador: Intel Xeon E5-2676 v3 de 2,4 GHz. Número de núcleos virtuales: 2.

Memoria: 8 GB.

Almacenamiento: 32 GB, sólo EBS (Elastic Block Storage, un servicio de almacenamiento
de AWS), con un ancho de banda de red dedicado de 450 Mbps.

No se realizó ningún ajuste de rendimiento adicional, más allá de buscar una configuración
inicial válida. El número de máquinas se varió entre 1 (2 vCores) y 8 (16 vCores) debido a las
limitaciones del cupón utilizado para acceder a los servicios en la nube.

Figura 5.22: Instancias del clúster de AWS EMR.

5.5.3. Rendimiento

Los resultados obtenidos se muestran en la Tabla 5.2. En este caso la tasa de procesado media
es 0.13 MB/s. En el siguiente caṕıtulo se comparan estos resultados con los de la ĺınea base de
pruebas.

La estructura de la tabla es similar a la presentada en la Sección 5.2.3, pero cambiando el
número de núcleos virtuales por las limitaciones comentadas anteriormente. Igual que para la
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Tabla 5.2: Tasas de procesado por vCore del sistema presentado en este TFM según número de
estaciones ejecutando el procesado en AWS EMR.
Número de Tasa por vCore, Tasa por vCore, Tasa por vCore, Tasa por vCore, Tasa por vCore,
estaciones 2 vCores (1x2) 4 vCores (2x2) 8 vCores (4x2) 16 vCores (8x2) media

2 0.16 MB/s 0.15 MB/s 0.13 MB/s 0.11 MB/s 0.13 MB/s
4 - 0.14 MB/s 0.14 MB/s 0.11 MB/s 0.13 MB/s

otra tabla, las tasas por vCore se calculan en cada caso dividiendo el volumen total de datos por
el tiempo de ejecución y por el número de núcleos virtuales.

Como prueba adicional, se midió el “speedup” o mejora de rendimiento relativa a la intro-
ducción de nodos en el clúster en el mismo rango de número de máquinas considerado arriba,
añadiendo además puntos intermedios. Aśı, esta métrica se calcula, para cada valor del eje de
abscisas (número de máquinas en el clúster), como el tiempo de ejecución con un único nodo
ejecutor dividido por el tiempo de ejecución con el número de nodos correspondiente.

Figura 5.23: Speedup frente a número de instancias m4.large (2 vCores) en AWS EMR para 2
estaciones.

Idealmente la curva mostrada debeŕıa parecerse lo máximo posible a una recta de pendiente
unidad, a continuación se explican las diferencias entre resultados ideales y los obtenidos. Dado
que tanto en las fases de procesado de ficheros de entrada con en la de correlación existen 40
particiones, es posible razonar sobre el “speedup” teórico que es posible conseguir basado en el
número de cores. Aśı, con una máquina, es decir, 2 vCores, es fácil ver que habrá 40/ d2e = 20
sub-etapas por fase (corresponde con el 1 en el eje de abscisas de la Figura 5.23). La función
cielo es importante ya que el número de sub-etapas sólo puede ser entero, lo que pasará en la
última sub-etapa es que no todos los vCores estarán realizando cálculos. Con dos máquinas habrá
40/ d4e = 10 sub-etapas por fase (la mitad de 20), con lo que la mejora esperada será de 1 a 2.
Con tres máquinas 40/ d6e ≈ 6,66, lo que resulta en un “speedup” de 20/ d6,66e ≈ 2,86, y aśı
sucesivamente. En la Figura 5.23 se observan valores parecidos para 7 y 8 máquinas. Si calculamos
las mejoras teóricas para estos valores obtenemos 40/14 = 2,85 y 40/16 = 2,5. Ambos valores
resultarán en 3 sub-etapas al aplicar la función cielo, lo que justifica que para 7 y 8 máquinas se
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consigue una mejora de rendimiento aproximada de 20/3 ≈ 6,66 (en la medición un poco menor).
En el siguiente caṕıtulo se añaden algunas consideraciones sobre estos resultados.

5.5.4. Validación

A modo de validación, aunque se ha preparado una infraestructura de tests para intentar
garantizar que no hay diferencias entre los procesados en tubeŕıa y con Spark, se volverá a
realizar esta comparación con los datos procesados en la nube. Dado que el procesado en modo
“tubeŕıa” es lento, se ha realizado el procesado del primer segundo del dataset. Esto nos permitirá
comparar la primera ventana de acumulación.

Figura 5.24: Ejecución en modo “tubeŕıa” en local de la primera ventana de acumulación del
dataset (primera parte).

La ejecución se muestra en las Figuras 5.28 y 5.25. La primera corresponde con pasos de
configuración y preparación del comando enlazando etapas, y la segunda con la ejecución de este
comando, donde además de mostrarse éste, se muestra también el tiempo correspondiente a la
ejecución (que corresponde con 1/40 del total del dataset), ya que únicamente se lee el primer
segundo. Dado que la ejecución de la correlación para 1/40 del total del dataset necesitó 1035
segundos, el procesado del dataset completo en modo “tubeŕıa” necesitaŕıa 1035 · 40 = 41400 s,
es decir, 11 horas y media.
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Figura 5.25: Ejecución en modo “tubeŕıa” en local de la primera ventana de acumulación del
dataset (segunda parte).

Para poder comparar los resultados, extraeremos del fichero resultante los resultados corres-
pondientes a las primeras 17 ĺıneas del fichero de salida.

px-0.0-0.0-a.0.0.0-sxa19 [...]

px-0.0-0.1-a.0.0.0-sxa19 [...]

px-0.0-1.0-a.0.0.0-sxa19 [...]

px-0.0-1.1-a.0.0.0-sxa19 [...]

px-0.1-0.1-a.0.0.0-sxa19 [...]

px-0.1-1.0-a.0.0.0-sxa19 [...]

px-0.1-1.1-a.0.0.0-sxa19 [...]

px-1.0-1.0-a.0.0.0-sxa19 [...]

px-1.0-1.1-a.0.0.0-sxa19 [...]

px-1.1-1.1-a.0.0.0-sxa19 [...]

zR kpa=px-A.A-A.A-a-0-0-0-,Adjusted stack=[0,0,0,0]

zR kpa=px-A.A-A.A-a-0-0-0-,Adjusted shifts=[]

zR st=0.0,lti_stats=[10549898,10238000,0,0]

zR st=0.1,lti_stats=[10549898,10238000,0,0]

zR st=1.0,lti_stats=[10548510,10236612,0,1]

zR st=1.1,lti_stats=[10548510,10236612,0,1]

zR Failed accs=1,dismissed accs=2,in=a311898.0

Estas ĺıneas corresponden con las correlaciones de todos los pares estación-polarización como
se explicó antes, incluyendo las autocorrelaciones para la primera ventana de acumulación (a.0).
Además se incluyen varias ĺıneas de depuración, que por motivos históricos (añadidos durante la
etapa de desarrollo con Hadoop para que tuvieran la misma clave y en la ordenación se fueran
al final) comienzan con “zR\t”. Para realizar esta extracción simplemente se ejecuta el comando



68 CAPÍTULO 5. PRUEBA DE CONCEPTO EN LA NUBE

“head” como se muestra en la Figura 5.26.

Figura 5.26: Extracción de primera ventana de acumulación de los resultados obtenidos en modo
“tubeŕıa”.

Tras extraer estos resultados, ya podemos comparar los resultados con los obtenidos en la
Sección 5.4. Para ello se utiliza la herramienta de comparación de resultados incluida en el sistema
legado, como se muestra en la Figura 5.27, donde puede observarse que el error acumulado es
despreciable

Figura 5.27: Comparación de resultados obtenidos en modo “tubeŕıa” y en la nube para la
primera ventana de acumulación.

5.6. Pruebas de Escalabilidad con Dataset Completo

Vistos los resultados de pruebas anteriores, a continuación se realizarán pruebas con el dataset
completo. Esto permitirá obtener resultados más realistas a efectos de rendimiento.

5.6.1. Dataset

Los datos son equivalentes a efectos de procesado a los presentados en la Sección 5.2.1, aunque
únicamente para los casos de 2 y 4 estaciones:

Estaciones: 2 (con 2 polarizaciones por estación).

Datos: 20 s muestreados a 2 GHz, formato VDIF. Muestras reales, 2 bits/muestra, 1 canal.

Correlación: 0.512 s/ventana, FFT de 262144 componentes.

Cada archivo pesa aproximadamente 20 GB. En cuanto al particionado, en este caso se
trabajará con 200 particiones por archivo (en vez de 20, como en las Secciones 5.4 y 5.5). Aśı,
para el caso de 2 estaciones, esto resultará en un total de 400 tareas de procesado de ficheros de
entrada, e igual que para el dataset reducido, en 40 tareas de reducción.

5.6.2. Configuración

Tras varias pruebas se ha tenido que incrementar la capacidad de las máquinas un nivel con
respecto a las utilizadas en la Sección 5.5.2, es decir, máquinas m4.xlarge (básicamente doblan
el número de núcleos virtuales y la memoria RAM [63]). Además se incrementó el tamaño del
disco duro a 100 GB.

Las caracteŕısticas de estas máquinas se resumen a continuación:

Procesador: Intel Xeon E5-2676 v3 de 2,4 GHz. Número de núcleos virtuales: 4.
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Figura 5.28: Configuración de las máquinas para el procesado del dataset completo.

Memoria: 16 GB.

Almacenamiento: 100 GB, sólo EBS (Elastic Block Storage, un servicio de almacenamiento
de AWS), con un ancho de banda de red dedicado de 450 Mbps.

El número de máquinas se varió entre 2 (8 vCores) y 4 (16 vCores) debido a las limitaciones
del cupón utilizado para acceder a los servicios en la nube, que imped́ıan solicitar más máquinas
de este tipo. En este caso fue necesario incrementar la memoria disponible para los ejecutores
como se muestra a continuación:

[Experiment]

Experiment folder: /home/hadoop/exp2

Spark input files: s3://aj-bucket-test/emr/media/full/*/*/test*.vt

Spark home: /usr/lib/spark

[Files]

Output directory: s3://aj-bucket-test/emr/output

[Spark]

spark.pyspark.python: /home/hadoop/venv/bin/python

spark.pyspark.driver: /home/hadoop/venv/bin/python

spark.executor.cores: 2

spark.driver.memory: 8g

spark.executor.memory: 8g

spark.driver.maxResultSize: 100g

Es interesante destacar que el número de tareas simultáneas por nodo ejecutor en este caso
viene limitado por memoria, y en este caso, aunque el número de núcleos por máquina es 4,
realmente se está limitando a 2.

Aunque en este caso no se realizará validación, tanto por considerarse suficientes los resultados
combinados de los tests presentados en la Sección 4.9 y la validación presentada en la Sección
5.5.4, aśı como por la dificultad para poder ejecutar en local este procesado, a continuación se
revisará la estructura y metadatos de los resultados.

En la Figura 5.29 se muestran los ficheros de salida tras realizar el procesado.
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Figura 5.29: Resultados en S3 tras procesar el dataset completo.
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A continuación se muestra la parte de metadatos correspondiente al archivo de salida part-00000.

px-0.0-0.0-a.0.0.0-sxa1952 [...]

px-0.0-0.1-a.0.0.0-sxa1952 [...]

px-0.0-1.0-a.0.0.0-sxa1952 [...]

px-0.0-1.1-a.0.0.0-sxa1952 [...]

px-0.1-0.1-a.0.0.0-sxa1952 [...]

px-0.1-1.0-a.0.0.0-sxa1952 [...]

px-0.1-1.1-a.0.0.0-sxa1952 [...]

px-1.0-1.0-a.0.0.0-sxa1952 [...]

px-1.0-1.1-a.0.0.0-sxa1952 [...]

px-1.1-1.1-a.0.0.0-sxa1952 [...]

zR kpa=px-A.A-A.A-a-0-0-0-,Adjusted stack=[0,0,0,0]

zR kpa=px-A.A-A.A-a-0-0-0-,Adjusted shifts=[]

zR st=0.0,lti_stats=[1054989870,1023800000,0,0]

zR st=0.1,lti_stats=[1054989870,1023800000,0,0]

zR st=1.0,lti_stats=[1054851059,1023661190,0,102]

zR st=1.1,lti_stats=[1054851059,1023661190,0,102]

zR Failed accs=0,dismissed accs=2,in=a31189870.0

Si se comparan estos resultados con los de la Sección 5.5.4, puede verse que en este caso las
cifras correspondientes con número de FFTs sumadas por ventanas de acumulación corresponde
con aproximadamente 100x los del caso del dataset reducido, como era de esperar. Los tamaños de
los ficheros de salida serán similares, ya que estos son independientes de la frecuencia de muestreo
(la única diferencia es el número de muestras que entran en cada ventana de acumulación.

5.6.3. Rendimiento

Los resultados obtenidos se muestran en la Tabla 5.3. En este caso la tasa de procesado media
es 0.60 MB/s. En el siguiente caṕıtulo se comparan estos resultados con los de la ĺınea base de
pruebas.

Tabla 5.3: Tasas de procesado por vCore del sistema presentado en este TFM según número de
estaciones ejecutando el procesado en AWS EMR.

Número de Tasa por vCore Tasa por vCore Tasa por vCore
estaciones con 8 vCores (2x4) con 16 vCores (4x4) media

2 0.61 MB/s 0.59 MB/s 0.60 MB/s

Cabe recordar que el número de tareas por nodo ejecutor en este caso está limitada por
memoria, y si se dispusiera de máquinas con el doble de RAM pero mismo número de núcleos, el
rendimiento debeŕıa ser mayor. En efecto, durante la ejecución de un procesado en un clúster con
4 máquinas, se comprobó que el número de tareas activas simultáneas era de 8 (en vez de 16), y
con 2 máquinas de 4 (en vez de 8). A pesar de ello y como medida conservadora, se han tenido
en cuenta en los cálculos todos los núcleos de las máquinas, aunque no estén todos trabajando.

5.6.4. Discusión

Se intentó también el procesado del dataset completo para 4 estaciones, pero en este caso no
fue posible obtener resultados por problemas de memoria 3. Hay que recordar que la configuración

3Fueron problemas similares los que llevaron a incrementar en un nivel la capacidad de las máquinas utilizadas
en las pruebas.
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del clúster de la ĺınea base dispońıa de máquinas de 104 GB (Sección 5.2.2), lo que está un orden
de magnitud por encima de la memoria por máquina para estas pruebas (16 GB). Este problema
de escalabilidad se tuvo en cuenta durante el diseño del sistema legado, que permite un modo
de funcionamiento en el que crea una tarea de procesado por cada par de estaciones [1], lo que
permite continuar escalando horizontalmente. Aunque este modo está también por tanto incluido
en el sistema propuesto (por la parte de código compartida con el sistema legado), seŕıa necesario
modificar la parte correspondiente con el cálculo del número de tareas de reducción, por lo que
no se llegó a probar. Esta pequeña adaptación para garantizar la escalabilidad de los cálculos
con el incremento del número de estaciones se deja como ĺınea futura. Seŕıa interesante también,
como ĺınea futura, revisar el uso de memoria del procesado de reducción para intentar mejorar
la escalabilidad.

Aprovechando este despliegue, de mayor capacidad que el utilizado para el dataset reducido,
se volvió a procesar el dataset reducido a modo de comprobación. Para el clúster de 4 máqui-
nas m4.xlarge, con la configuración de 4 GB por ejecutor, el procesado para dos estaciones
llevó aproximadamente 240 s, que corresponde con una tasa muy similar a la obtenida para la
configuración de 8 máquinas m4.large (en ambos casos 16 núcleos virtuales por máquina).

5.7. Resumen

En este caṕıtulo se han descrito las pruebas en la nube del sistema presentado, incluyendo
pruebas de escalabilidad. Se ha intentado que los resultados obtenidos fueran comparables a unos
resultados de referencia para un correlacionador considerado estándar de facto, de manera que
en el siguiente caṕıtulo se realizará esta comparación.



Caṕıtulo 6

Evaluación

En este caṕıtulo se estudian los resultados obtenidos a través de una comparación con los
resultados de referencia de la ĺınea base.

6.1. Dataset

Como se vio en las Secciones 5.2.1, 5.5.1 y 5.6.1, las únicas diferencias en cuanto a los datasets
utilizados son (el tamaño de los ficheros para la prueba de escalabilidad) y el número de estaciones
consideradas en los experimentos. Estas diferencias se resumen en la Tabla 6.1.

Tabla 6.1: Diferencias en los entornos de pruebas de la ĺınea base y del proyecto presentado en
este TFM.

Caracteŕıstica Ĺınea base Este TFM

Número de estaciones 2-20 2-4

Tamaño de fichero 20 GB 20 GB

En ambos casos los datasets fueron generados “en laboratorio”, a partir de muestras de
ruido. Para el dataset reducido, esta reducción en los tamaños de fichero se consiguió dividiendo
la frecuencia de muestreo original por 100, de manera que esta reducción no afecta al nivel de
paralelización alcanzable con el sistema presentado. Cabe destacar de nuevo que esta reducción de
tamaño se aplicó para poder conseguir tiempos de ejecución menores sin afectar a los resultados
(tasas de procesado). Además las comparaciones de rendimiento se realizarán para el mismo
número de estaciones (dos), y para el dataset sin reducir.

6.2. Configuración

Antes de comparar los resultados obtenidos con los de referencia es necesario comparar los
entornos de prueba, para asegurarse de que los resultados son comparables, y de no ser el caso,
ajustarlos como corresponda.

En la Tabla 6.2 se resumen las principales diferencias entre los entornos de pruebas. Estos
datos se han recopilado en las Secciones 5.2.2 y 5.5.2. Se añaden además datos de medidas de
rendimiento extráıdos de las referencias [66] y [67], en concreto el número de operaciones en coma
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flotante para DFFT para un único núcleo. Se eligió este benchmark por considerarse representa-
tivo del procesado, ya que como se vio en la Sección 2.1.3 el cálculo de la Transformada de Fourier
es parte del mismo. Para conseguir una representación más compacta se representan las máquinas
n1-highmem-16, n1-highmem-32, n1-highmem-64 y n1-highmem-96 como n1-highmem-16/96.

Tabla 6.2: Diferencias en los entornos de pruebas de la ĺınea base y del sistema presentado en
este TFM.

Caracteŕıstica Ĺınea base Este TFM

Proveedor GCP AWS

Tipo de instancias n1-highmem-16/96 m4.large / m4.xlarge

Procesador Intel Xeon 2.5 GHz Intel Xeon 2.4 GHz

Número de instancias 1 1-8 / 1-4

vCores/máquina 16-96 2 / 4

Total vCores 16-96 2-16 / 8-16

Benchmark DFFT (single core) 2.57 Gflops 2.48 Gflops

Memoria 104 GB 8 GB / 16 GB

Almacenamiento 128 GB SSD 32 GB EBS / 100 GB EBS

Proveedor GCP AWS

A la vista de estos resultados, y aunque las capacidades de las máquinas utilizadas en la
ĺınea base son de mayor capacidad (número de núcleos y almacenamiento), se considera que los
resultados de rendimiento pueden compararse debido a la utilización de tasas relativas, y que los
tipos de núcleo de procesador (y benchmarks) son similares. En cuanto a escalabilidad esto no
es aśı, debido a que los resultados de escalabilidad presentados para la ĺınea base corresponden
a escalabilidad vertical, mientras que en los resultados presentados en este TFM corresponden a
escalabilidad horizontal (ya que se consideran preferibles, tanto por coste como por escalabilidad,
valga la redundancia).

Nótese que aunque la capacidad de las máquinas de la ĺınea base son superiores en cuanto a
memoria, almacenamiento, y número de núcleos (un orden de magnitud en todos los casos), el
uso de tasas relativas por núcleo virtual elimina de la comparación el número de núcleos de las
máquinas. En cuanto a memoria, habŕıa que realizar más pruebas para asegurarse que en efecto
esta reducción no afecta negativamente a los resultados presentados. Dado que en el caso de que
śı influyera los resultados presentados seŕıan mejores, se considera que los resultados presentados
corresponden con el peor caso.

6.3. Rendimiento

Si comparamos los resultados mostrados en la Tabla 5.1 con los de la Tabla 5.3, observamos
que el rendimiento de DiFX es aproximadamente 2x el que consigue el sistema presentado en
este TFM (Tabla 6.3)1 considerando la mayor tasa medida para DiFX, pero si tomamos las tasas
medias (última columna de las tablas) los resultados son similares.

Cabe destacar de nuevo que las tasas obtenidas son válidas para configuraciones similares a
las del dataset descrito en la Sección 5.2.1.

1En base a los resultados presentados en la Sección 5.6.3, estos resultados posiblemente seŕıan mejores con
máquinas con mayor relación memoria/procesador, pero se mantiene la tasa dada como peor caso.
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Tabla 6.3: Diferencias en las tasas de procesado medias por núcleo de la ĺınea base y del sistema
presentado en este TFM para la configuración descrita en la Sección 5.2.1.

Resultado Ĺınea base Este TFM

Tasa de procesado máxima por núcleo virtual 1.28 MB/s 0.61 MB/s

Tasa de procesado media por núcleo virtual 0.88 MB/s 0.60 MB/s

En cuanto a escalabilidad, en este caso no es posible comparar los resultados. Para el sistema
de referencia se observa que los tiempos de ejecución continúan reduciéndose conforme se incre-
menta el número de núcleos virtuales más allá de 96, aunque el valor de speedup en el rango
estudiado es de aproximadamente 1:2 (0.5). En el caso del sistema presentado, este valor sólo
se estudia hasta 16 núcleos virtuales, y el valor de speedup en el rango estudiado está cerca del
1:1 (1), excepto hacia el final que es 6:8 (0.75). Si calculamos el ĺımite teórico para el número
de núcleos hasta donde el sistema presentado escala, es fácil ver que éste es aproximadamente
40 (coincide con el número de particiones), dado que a partir de este valor no es posible seguir
reduciendo tiempos de ejecución. Por otra parte, cabe mencionar también que para los resulta-
dos de referencia se considera escalabilidad vertical (aumentando la capacidad de las máquinas),
mientras que en este trabajo se considera escalabilidad horizontal (agregando más máquinas al
clúster).

Aśı, aunque el valor de Speedup es mejor para el sistema presentado en este TFM (0.75 frente
a 0.5), el número de CPUs virtuales para los cuales los tiempos siguen mejorando es más bajo (40
frente a más de 96). En la siguiente sección se profundizará en los motivos de estas diferencias.

Es importante mencionar que no se ha profundizado en presentar una comparación con el
sistema legado. Esto es intencionado pues el objetivo del sistema presentado en este TFM no es
superar el rendimiento del sistema legado, sino recortar distancias con el sistema de referencia. A
modo de comparativa preliminar y por tener al menos una referencia, tras ejecutar el procesado
del dataset de prueba (incluido en el proyecto legado) en el propio sistema legado se observó una
mejora de un orden de magnitud, aunque estas pruebas se realizaron con un dataset pequeño
con lo que debeŕıan ser repetidas para obtener una estimación más precisa.

6.4. Precisión

Dado que el sistema presentado comparte la parte de la base de código correspondiente con
los cálculos de correlación con el sistema legado (Sección 3.2), y de hecho se han preparado
tests unitarios (para asegurarse que los resultados de ambos son casi exactamente iguales al
procesar los mismos datos, Secciones 3.4 y 4.2) y se han realizado pruebas básicas de validación
comparando los resultados del procesado sin paralelización (modo “tubeŕıa”) y con paralelización
con Spark (Sección 5.5.4), podemos afirmar que la precisión de ambos sistemas es la misma.

En cuanto a la comparación de precisiones entre DiFX y el sistema legado (CorrelX), en
las referencias [1, 45] se presenta una comparativa de resultados tras procesar los resultados de
ambos sistemas para dos datasets (uno de ellos con datos de telescopios del EHT [20] y otro del
sistema VGOS [22]) con la herramienta de postprocesado Fourfit [64]. Los resultados obtenidos
son muy parecidos, con algunas diferencias de precisión, lo que hace que CorrelX, y por tanto
también el sistema propuesto, deban ser considerados todav́ıa prototipos hasta que se puedan
depurar estas diferencias de precisión. Por homogeneidad con el resto de secciones, se resumen
estos resultados en la Tabla 6.4.

Aunque se han solucionado varios bugs, algunos de ellos que afectaban a la precisión del
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Tabla 6.4: Validación del sistema
Resultado DiFX vs. CorrelX CorrelX vs. este TFM

Precisión Resultados parecidos [1, 45] Mismos resulados (Secciones 3.4, 4.2 y 5.5.4)

sistema (como se describió en la Sección 4.4), si bien es previsible que esta precisión aumente
en algunos casos, queda como ĺınea futura realizar un trabajo de depuración para pasar de un
estado de prototipo a un software listo para producción.

6.5. Discusión

Uno de los resultados más importantes de este TFM es la consecución de un factor rendimiento
de 1:2, ya que recorta distancias colocando a ambas tasas en el mismo orden de magnitud.

Además hay que tener en cuenta varios aspectos que se detallan a continuación que abren la
puerta a futuras mejoras de rendimiento que puedan reducir este factor todav́ıa más.

Madurez de los proyectos Hay que tener en cuenta que se están comparando dos proyectos
con tiempos de desarrollo muy distintos. Por un lado, el proyecto de referencia tiene más de 14
años de historia a sus espaldas y es utilizado actualmente, mientras que el proyecto presentado
en esta tesis tiene poco más de dos años contando los cuatro meses de trabajo correspondientes
con el trabajo presentado en este TFM (compaginado con trabajo y con el resto de asignaturas
del máster del cuadrimestre). En la Figura 6.1 se comparan los tiempos de desarrollo del sistema
de referencia y del sistema propuesto.

Figura 6.1: Comparativa de tiempos de desarrollo.

Ausencia de micro-optimizaciones El procesado actual realizado por el sistema presentado
no incorpora mejoras que incrementen el nivel de paralelización como lo hace DiFX. Éste último
incorpora mecanismos como las “sub-integraciones” [65], que permite dividir las ventanas de
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acumulación en partes más pequeñas para permitir su cálculo en paralelo, con un paso final en el
que se agrupan los resultados de estas sub-ventanas en los intervalos de acumulación configurados.

Este problema se pone de manifiesto con la configuración del dataset, que únicamente tiene
un canal, resultando como se vio en un total de 40 particiones en la etapa de cálculo de la
correlación. En la etapa de procesado de ficheros de entrada los bloques se eligieron para que
no superar este ĺımite. La implementación de este tipo de optimizaciones está fuera del alcance
de este TFM, no obstante se propone su incorporación como mejora futura para incrementar la
escalabilidad del sistema.

Teniendo en cuenta estas limitaciones, los resultados obtenidos se consideran muy promete-
dores, y se espera que este trabajo sea un empujón en el desarollo del proyecto en la comunidad.
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Caṕıtulo 7

Conclusiones

7.1. Conclusiones

En este TFM se ha presentado la ejecución de un proyecto para implementar un sistema
de correlación para interferometŕıa de base muy larga a partir de un sistema legado basado en
Apache Hadop streaming de Python (desarrollado por el autor de este TFM entre 2015 y 2017),
replanteando la arquitectura del sistema y cambiando su motor de paralelización a Apache Spark.

Tras presentar un estudio de viabilidad y describir la planificación, se han introducido varios
conceptos para comprender el ámbito del problema y se han comparado las principales soluciones
existentes al mismo. Posteriormente se ha descrito en detalle la implementación, que va mucho
más allá de cambiar el motor de procesado de Hadoop a Spark, con mejoras en arquitectura, usa-
bilidad, funcionalidad, fiabilidad, etc. Esta implementación se ha probado en local pero también
en un servicio en la nube (AWS EMR), donde se han realizado pruebas de escalabilidad.

La metodoloǵıa ha tenido en cuenta resultados de referencia presentados en un art́ıculo de
2019 para el sistema considerado estándar de facto, de manera que ha sido posible comparar
los resultados obtenidos en condiciones similares. Los resultados más importantes son que se
ha conseguido incrementar el rendimiento del sistema legado hasta acercarse a un factor 1:2 (la
mitad)1 aproximadamente del rendimiento que da el sistema estándar, recortando distancias en
un proyecto con poco más de 2 años de desarrollo de una prueba de concepto frente a más de 10
años de ejecución en entornos de producción.

En la Tabla 7.1 se resumen los objetivos presentados en la Sección 1.2. Se consideran todos
estos objetivos cumplidos, y para cada uno de ellos se enlaza a la sección de este documento
donde se recogen los resultados referentes al mismo. A continuación se dan detalles adicionales
sobre cada uno de ellos.

OBJ-DES-01: relativo al estudio de las soluciones existentes y su comparación con la solu-
ción presentada. Los resultados relativos a este objetivo pueden consultarse en la Sección
2.3.

OBJ-DES-02: relativo al diseño del sistema presentado. Este diseño se presentó en detalle
en el Caṕıtulo 3, describiendo desde la arquitectura hasta la organización del código.

OBJ-DES-03: relativo a la actualización de tecnoloǵıas, tiene en cuenta principalmente los
cambios requeridos para la actualización de versiones de Python descrita en la Sección 4.1,
y la adaptación para correr en Spark descrita en la Sección 4.7.

1Posiblemente la diferencia seŕıa incluso menor con máquinas con mayor relación memoria/procesador.
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OBJ-DES-04: relativo a la creación de un entorno controlado para poder desarrollar el
sistema evitando regresiones, corresponde con el plan de pruebas descrito en la Sección 3.4,
y la implementación y ejecución de los tests descritas en las Secciones 4.2 y 4.9.

OBJ-DES-05: relativo a las mejoras introducidas en este sistema con respecto al sistema
legado. Las mejoras funcionales se describieron en la Sección 4.5, los bugs solucionados en
la Sección 4.4, el empaquetado en la Sección 4.6, y la mejora de rendimiento en la Sección
6.3.

OBJ-DES-06: relativo a la ejecución de pruebas en un entorno local. Sus resultados se
describieron en la Sección 4.8.

OBJ-DES-07: relativo a la ejecución de pruebas en un entorno en la nube. Sus resultados
se describieron en la Sección 5.4.

OBJ-DES-08: relativo a las pruebas de escalabilidad en la nube. Estos resultados se descri-
bieron en las Secciones 5.5 y 5.6.

OBJ-DES-09: relativo a la validación del sistema. Estos resultados se describieron mediante
comparación en la Sección 6.4.

OBJ-EDU-01: relativo a los conocimientos adquiridos sobre Apache Spark. Estos conoci-
mientos se consideran mejorados, tanto los relativos a la interacción con Spark a través de
pyspark (Sección 4.7) como los relativos a la configuración del clúster (Sección 4.8).

OBJ-EDU-02: relativo a los conocimientos adquiridos sobre el entorno en la nube de AWS.
Estos conocimientos se consideran mejorados, tanto los relativos al aprovisionado de las
máquinas del clúster EMR (Sección 5.3)como los relativos a la interacción general con este
servicio (Sección 5.4).

Tabla 7.1: Objetivos del TFM.

Objetivo Resumen Completado Justificación

OBJ-DES-01 Comparación Sección 2.3

OBJ-DES-02 Diseño Caṕıtulo 3

OBJ-DES-03 Actualización de tecnoloǵıas Secciones 4.1 y 4.7

OBJ-DES-04 Entorno controlado Secciones 3.4, 4.2 y 4.9

OBJ-DES-05 Mejoras Secciones 4.4, 4.5, 4.6 y 6.3

OBJ-DES-06 Pruebas en local Sección 4.8

OBJ-DES-07 Pruebas en la nube Sección 5.4

OBJ-DES-08 Escalabilidad en la nube Sección 5.5

OBJ-DES-09 Validación Secciones 6.4 y 5.6

OBJ-EDU-01 Apache Spark Secciones 4.7 y 4.8

OBJ-EDU-02 Amazon AWS Secciones 5.3 y 5.4

Los resultados presentados se consideran muy prometedores, y se espera que sirvan de em-
pujón al proyecto para su uso por parte de la comunidad radioastrónomica y de computación del
alto rendimiento.
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7.2. Ĺıneas Futuras

A lo largo de este TFM se han presentado varias ĺıneas de desarrollo futuro que se resumen
a continuación:

Arquitectura para Streaming En la Sección 3.1 se dieron las bases para poder migrar
el proyecto a una arquitectura en tiempo real. Esto abriŕıa la puerta a aplicaciones como la
correlación simultánea a la recepción de las señales, lo que daŕıa cabida a aplicaciones como la
detección temprana de problemas de configuración.

Test unitarios Aunque en este TFM se ha incorporado una infraestructura básica de pruebas,
a largo plazo seŕıa recomendable incorporar tests unitarios a nivel local en cada uno de los
sub-módulos del proyecto para facilitar el desarrollo (Sección 3.2.2).

Eliminación de Hadoop A futuro podŕıa ser interesante elmininar las dependencias con Ha-
doop, ya que como se vio en la Sección 3.2.3 actualmente se están manteniendo dos arquitecturas,
y centrar el desarrollo en Spark simplificaŕıa la gestión de la base de código. Esto únicamente
requeriŕıa migrar la funcionalidad del modo “tubeŕıa” (Sección 3.2.3).

Organización del código En la Sección 3.2.3 se propuso la reorganización del código siguiendo
una aproximación orientada a objetos. Dado que se dispone de un prototipo funcional, esto
simplificaŕıa las interfaces internas del sistema.

Formato de salida Como se indicó en la Sección 4.7, se propone como ĺınea futura el cambio
en el formato de salida de los ficheros del actual (tipo texto) a un formato binario para mejorar el
rendimiento. Se evitaŕıa la transformación a texto de los resultados, reduciendo aśı tiempos, y se
reduciŕıa considerablemente el tamaño de los archivos de salida, reduciendo aśı también tiempos
de transferencia.

Escalabilidad En la Sección 5.6.4 se describieron los ajustes mı́nimos necesarios para po-
der sacar partido al modo de funcionamiento que, aunque más lento, garantiza la escalabilidad
horizontal al incrementar el número de estaciones. Posiblemente antes debeŕıa dedicarse tiempo
también a mejorar el uso de memoria en los nodos ejecutores, para conseguir un uso más eficiente
de los recursos.

Optimizaciones En la Sección 6.5 se puso de manifiesto la ausencia de optimizaciones espećıfi-
cas como por ejemplo la computación de sub-ventanas de acumulación para aumentar el grado
de paralelización de la etapa de reducción del procesado, lo que aumentaŕıa la escalabilidad del
procesado en casos con pocos canales y pocas ventanas de acumulación.
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último acceso: 21 de febrero de 2021.

[36] Gill, A.; Blackburn, L.; Roshanineshat, A.; Chan, C.; Doeleman, S.; Johnson, M.; Raymond,
W.; Weintroub, J. Prospects for Wideband VLBI Correlation in the Cloud. Publications of
the Astronomical Society of the Pacific, 131:124501 (13pp), 2019.

[37] Google Cloud. Servicios de Cloud Computing. Disponible en https://cloud.google.com/.
Fecha del último acceso: 22 de febrero de 2021.

[38] Apache. Hadoop. Disponible en https://hadoop.apache.org/. Fecha del último acceso: 21
de febrero de 2021.

[39] Databricks. Apache Spark and Hadoop: Working Together. Disponible en https://

databricks.com/blog/2014/01/21/spark-and-hadoop.html. Fecha del último acceso: 22
de febrero de 2021.

[40] Apache Spark. Spark wins Daytona Gray Sort 100TB Benchmark. Disponible en https:

//spark.apache.org/news/spark-wins-daytona-gray-sort-100tb-benchmark.html.
Fecha del último acceso: 22 de febrero de 2021.

[41] Nan, S; Su, Z. Spark vs. Hadoop MapReduce. Disponible en https://www.cs.rochester.

edu/courses/261/spring2017/termpaper/07/Paper.pdf. Fecha del último acceso: 21 de
febrero de 2021.

https://www.mpifr-bonn.mpg.de/771785/DiFX-CORRELATOR
https://www.mpifr-bonn.mpg.de/771785/DiFX-CORRELATOR
https://www.atnf.csiro.au/vlbi/dokuwiki/doku.php/difx/users
https://www.atnf.csiro.au/vlbi/dokuwiki/doku.php/difx/users
https://github.com/GPU-correlators/xGPU
https://github.com/GPU-correlators/xGPU
https://www.open-mpi.org/
https://www.openmp.org/
https://www.openmp.org/
https://github.com/MITHaystack/CorrelX
https://cloud.google.com/
https://hadoop.apache.org/
https://databricks.com/blog/2014/01/21/spark-and-hadoop.html
https://databricks.com/blog/2014/01/21/spark-and-hadoop.html
https://spark.apache.org/news/spark-wins-daytona-gray-sort-100tb-benchmark.html
https://spark.apache.org/news/spark-wins-daytona-gray-sort-100tb-benchmark.html
https://www.cs.rochester.edu/courses/261/spring2017/termpaper/07/Paper.pdf
https://www.cs.rochester.edu/courses/261/spring2017/termpaper/07/Paper.pdf


86 BIBLIOGRAFÍA
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